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ПЕРЕДМОВА

Цей навчальний посiбник мiстить основнi теоретичнi та ма-
тематичнi концепцiї побудови штучних нейронних мереж рiзної ар-
хiтектури, приклади їх використання для завдань класифiкацiї, кла-
стеризацiї та розпiзнавання образiв. Розглянуто типовi приклади
одношарових та багатошарових нейронних мереж, методи їх навча-
ння, а також приклади задач для кожного типу нейронної мережi
з їх розв’язуванням. Для багатошарових мереж наведено приклад
програмної реалiзацiї з використанням мови програмування Python.

Для полегшення сприйняття матерiалу, викладеного в цьо-
му навчальному посiбнику вважається, що читач ознайомлений з
основами лiнiйної алгебри, зокрема, з аспектами роботи з вектора-
ми та матрицями; основами математичного аналiзу, статистичного
аналiзу та методами оптимiзацiї.

Посiбник складається з п’яти основних роздiлiв. У першо-
му роздiлi викладенi основнi концепцiї щодо будови бiологiчного
нейрона та його математичної моделi, розглянуто модель штучно-
го нейрона та типи активацiйних функцiй, архiтектуру структуру
та класифiкацiю штучних нейронних мереж, одношаровi нейроннi
мережi та методи їх навчання. Другий роздiл присвячено задачам
навчання багатошарових нейронних мереж. Детально розглянуто
метод градiєнтного спуску, метод зворотного поширення помилки
та його модифiкацiї. Наприкiнцi роздiлу наведено приклади завдань
з використанням багатошарових нейронних мереж прямого пошире-
ння. У третьому роздiлi розглянуто основнi типи нейронних мереж,
якi використовуються у завданнях вiдновлення iнформацiї, класи-
фiкацiї без учителя та кластеризацiї з прикладами застосування. У
четвертому роздiлi придiлено увагу завданням глибокого навчання
в задачах комп’ютерного зору. На прикладi задачi розпiзнавання
наданi основнi моменти щодо побудови згорткової нейронної мережi
та результати її навчання. Останнi роздiл присвячено рекурентним
нейронним мережам в завданнях роботи з текстом.

Автор висловлює вдячнiсть Олександру Алфiмову – дире-
ктору IT компанiї «CPCS» та backend-розробнику компанiї «CPCS»
Iгорю Князю за консультацiї та допомогу в структуруваннi цього
навчального посiбника.
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Роздiл 1. Основнi поняття теорiї
нейронних мереж.

Нейромережевi моделi

Тема 1. Бiологiчний нейрон та його
математична модель.

Штучний нейрон. Активацiйна
функцiя

1.1. Бiологiчний нейрон

Нейрон – це нервова клiтина, яка є основним будiвельним
блоком для нервової системи. Нейрони багато в чому схожi з iн-
шими клiтинами, але iснує одна важлива вiдмiннiсть нейрона вiд
iнших клiтин: вiд нейронiв залежить передавання iнформацiї по
всьому тiлу. Цi вузькоспецiалiзованi клiтини здатнi на передава-
ння iнформацiї як хiмiчним, так i електричним шляхом. Налiчують
багато рiзних видiв нейронiв, що виконують рiзнi функцiї в люд-
ському тiлi. Нейрон (нервова клiтка) складається з тiла клiтини дi-
аметром вiд 3 до 120 мкм (у середньому 10–30 мкм) – соми (soma),
i двох типiв зовнiшнiх вiдгалужень: аксона (axon, грец. Вiсь) i ден-
дритiв (dendrites, грец. Дерево). У тiлi клiтини розташовано ядро
(nucleus), що мiстить iнформацiю про властивостi нейрона. Ядро
оточене плазмою, що продукує необхiднi для нейрона матерiали.
Тiло нервової клiтини зовнi обмежено мембраною з подвiйного ша-
ру лiпiдiв (жировi сполуки). Нейрон одержує сигнали (iмпульси)
вiд iнших нейронiв через дендрити (приймачi) та передає сигнали,
згенерованi тiлом клiтки, уздовж аксона (передавач), який напри-
кiнцi розгалужується на волокна (strands). На закiнченнях волокон
є невеликi потовщення, що називають синаптичними закiнченнями
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(synapses). Структуру бiологiчного нейрона подано на рисунку 1.1.
Аксони та дендрити служать для зв’язку мiж рiзними нейронами.
Нейрон може мати кiлька дендритiв i зазвичай лише один аксон.
Один нейрон може мати зв’язки з багатьма (до 20 тисяч) iнши-
ми нейронами. Рiзнi нейрони мають рiзне спiввiдношення довжини
аксона та дендритiв.

Мiсцем генерацiї збудження в бiльшостi нейронiв є аксонний
горбок – утворення в мiсцi вiдходження аксона вiд тiла. У всiх ней-
ронiв цю зону називають критичною. Аксон може поширюватися
дуже далеко вiд тiла клiтини. Наприклад, аксон нейрона спинного
мозку може досягати 1,2 м в довжину i, розпочавшись вiд кiнця
хребта, йде до самих м’язiв великого пальця ступнi.

Рисунок 1.1 – Структура бiологiчного нейрона

На вiдмiну вiд аксонiв, дендритiв зазвичай багато, вони тон-
кi й постiйно розгалужуються прямо бiля тiла клiтини. Зазвичай у
нейронi задiяно кiлька сотень дендритiв (дендритне дерево). Вони
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формують зв’язки, що називаються «синапси», з iншими нейрона-
ми i є системою «проводiв» мозку. Вони формуються розумовими
процесами, впливом навколишнього середовища, навчанням i жит-
тєвим досвiдом. Установлено, що в дорослої людини розвивається
приблизно 1 трильйон дендритiв у мозку, що при фiзичному вимiрi
становило би бiльше як 160 тис. км. Нервовi стовбури, або нерви,
складаються з великої кiлькостi аксонiв i дендритiв, об’єднаних у
загальне цiльною оболонкою. Самi тiла нейронiв не розкиданi хао-
тично, а утворюють скупчення, якi називають:

• нервовими центрами, якщо тiла нейронiв розмiщенi в голов-
ному або спинному мозку;

• ганглiї, якщо тiла нейронiв розмiщенi поза головним i спин-
ним мозком.

1.1.1. Структурна класифiкацiя нейронiв

Залежно вiд кiлькостi й розташування дендритiв та аксона
нейрони подiляють на види, зазначенi нижче.

1. Безаксоннi нейрони – невеликi клiтини, що згрупованi по-
близу спинного мозку в мiжхребцевих ганглiях, якi не мають ана-
томiчних ознак подiлу вiдросткiв на дендрити й аксони. Усi вiдрос-
тки в клiтини дуже схожi. Функцiональне призначення безаксонних
нейронiв слабо вивчене.

2. Унiполярнi нейрони – нейрони з одним вiдростком, що
мiстяться, наприклад у сенсорному ядрi трiйчастого нерва в сере-
дньому мозку.

3. Бiполярнi нейрони – нейрони, що мають один аксон та
один дендрит, розмiщенi в спецiалiзованих сенсорних органах – сi-
ткiвцi ока, нюховому епiтелiї та цибулинi, слуховому й вестибуляр-
ному ганглiях.

4. Псевдо-унiполярнi нейрони – є унiкальними у своєму ро-
дi. Вiд тiла вiдходить один вiдросток, який вiдразу Т-подiбно дi-
литься. Цей єдиний тракт структурно являє собою аксон, хоча по
однiй iз гiлок збудження йде не вiд, а до тiла нейрона. Структурно
дендритами є розгалуження на кiнцi цього (периферичного) вiдрос-
тка. Критичної зоною є початок цього розгалуження (знаходиться
поза тiлом клiтини).
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5. Мультиполярнi нейрони – нейрони з одним аксоном i
кiлькома дендритами. Даний вид нервових клiтин переважає в цен-
тральнiй нервовiй системi

Бiполярний Псевдо-унiполярний Мультиполярний
нейрон нейрон нейрон

Рисунок 1.2 – Види нейронiв

1.1.2. Типи нейронiв

Залежно вiд покладених на нейрони завдань та обов’язкiв їх
подiляють на три категорiї.

1. Аферентнi нейрони (чутливi, сенсорнi або рецепторнi). Цi
нейрони приймають i передають iмпульси вiд рецепторiв «до цен-
тру», тобто центральної нервової системи. Рецептори – це спецiаль-
но навченi клiтини органiв почуттiв, м’язiв, шкiри й суглобiв, якi
вмiють виявляти фiзичнi або хiмiчнi змiни всерединi та зовнi ор-
ганiзму, перетворювати їх на iмпульси, i передавати до сенсорних
нейронiв. Отже, сигнали йдуть вiд периферiї до центру.

2. Еферентнi нейрони (ефекторнi, руховi або моторнi). Цi
нейрони несуть сигнали, що виходять iз головного або спинного
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мозку, до органiв, що виконують роботу, зокрема м’язiв, залоз, то-
що. Сигнали йдуть вiд центру до периферiї.

3. Асоцiативнi нейрони (вставнi або iнтернейрони). Цi ней-
рони одержують сигнали вiд сенсорних нейронiв i посилають цi iм-
пульси далi до iнших промiжних нейронiв, або вiдразу до моторних
нейронiв.

У сенсорних нейронах дендрити з’єднанi з рецепторами, а
аксони – з iншими нейронами (вставними). У рухових нейронiв нав-
паки, дендрити з’єднанi з iншими нейронами (вставними), а аксони
– з якимось ефектором, тобто стимулятором скорочення певного
м’язу або секрецiї залози. Вiдповiдно, у промiжних нейронiв i ден-
дрити, i аксони з’єднуються з iншими нейронами.

Найпростiший шлях, за яким може йти нервовий iмпульс,
буде складатися з трьох нейронiв: одного сенсорного, одного встав-
ного й одного моторного. Наприклад, на прийомi в невропатолога
вiн стукає молоточком по колiну. Це є найпростiший рефлекс: коли
вiн б’є по колiнному сухожиллю, прикрiплений до нього м’яз розтя-
гується й сигнал вiд чутливих клiтин (рецепторiв), що знаходяться
в ньому передається по сенсорних нейронах до спинного мозку. У
спинному мозку сенсорнi нейрони контактують або через промiжнi,
або безпосередньо з моторними нейронами, якi у вiдповiдь посила-
ють iмпульси назад до м’яза, змушуючи його скорочуватися, а ногу
– розправлятися.

1.1.3. Передавання нервового iмпульсу

Передача нервового iмпульсу вiд нейрона до нейрона досить
незвичайна й цiкава. Нервовий iмпульс здебiльшого поширюється
лише в одному напрямку – iз кiлькох дендритiв до тiла клiтини, i вiд
тiла, по єдиному аксону до м’яза або якогось органу або дендритiв
наступного нейрона.

Синаптичне закiнчення аксона не торкається iншого нейро-
на, до якого надходить збудження. Мiж синаптичним закiнченням i
дендритом сприймаючої клiтини iснує невеликий промiжок, що на-
зивають синаптичною щiлиною, а саме – з’єднання синапсом. У ходi
синаптичної передачi амплiтуда й частота сигналу можуть регулю-
ватися. Однi синапси викликають деполяризацiю нейрона, iншi –
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Рисунок 1.3 – Схема передавання нервового iмпульсу

гiперполяризацiю; першi є збуджувальними, iншi – гальмiвними.
Зазвичай для збудження нейрона необхiдно подразнення вiд декiль-
кох збуджувальних синапсiв. Коли нервовий iмпульс, проходячи по
аксону, досягає синаптичного закiнчення, вiн запускає видiлення
особливої хiмiчної речовини, що називають нейромедiатором (медi-
атором). Медiатор проникає через синаптичну щiлину й стимулює
наступний нейрон, передаючи сигнал вiд одного нейрона до iншого.

Нейромедiатор (або нейротрансмiтер) – «посередник» хiмi-
чного походження, який бере участь у передаваннi, посиленнi й мо-
дуляцiї сигналiв мiж нейронами та iншими клiтинами (наприклад,
м’язової тканини) в органiзмi. У бiльшостi випадкiв нейромедiатор
вивiльняється з термiнальних гiлок аксонiв пiсля того, як потенцi-
ал дiї досягає синапсу. Далi нейромедiатор перетинає синаптичну
щiлину й досягає рецептора iнших клiтин або нейронiв. А потiм у
процесi, який називають зворотним захопленням, вiн зв’язується з
рецептором i поглинається нейроном.

Нейромедiатори вiдiграють важливу роль у життi людини.
Ученi поки не змогли дiзнатися точну кiлькiсть нейромедiаторiв,
але їм вдалося iдентифiкувати понад 100 хiмiчних речовин. Вплив
хвороби або, наприклад, наркотикiв на нейротрансмiтери призво-
дить до рiзних несприятливих наслiдкiв для органiзму.
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1.1.4. Класифiкацiя нейромедiаторiв

Залежно вiд їх функцiї нейромедiатори можна роздiлити на
два типи.

1. Збуджувальнi. Цей тип нейромедiаторiв чинить збудливу
дiю на нейрон. Вони збiльшують iмовiрнiсть того, що нейрон буде
генерувати потенцiал дiї. До основних збудливих нейротрансмiтерiв
вiдносять адреналiн i норадреналiн.

2. Пригнiчувальнi. Цi нейротрансмiтери чинять гальмiвну дiю
на нейрон; вони зменшують iмовiрнiсть того, що буде вироблено
потенцiал дiї. Основними нейромедiаторами iнгiбуючого типу вва-
жають серотонiн i гамма-амiномасляну кислоту (або ГАМК). Деякi
нейротрансмiтери можуть надавати збудливого й гальмiвного ефе-
кту залежно вiд типу рецепторiв, якими володiє постсинаптичний
нейрон.

Коли нейромедiатор, проникає через синапс, вiн вступає в
контакт iз рецепторними нервовими закiнченнями iншого нейрона.
Цей нейрон називають постсинаптичним, iз рецепторними закiн-
ченнями, що знаходяться, здебiльшого, на його дендритах i тiлi.
Речовина-передавач (медiатор) викликає або деполяризацiю (збу-
дження) постсинаптичного нейрона, або гiперполяризацiю (гальму-
вання).

Чи буде постсинаптичний нейрон генерувати потенцiал дiї
(передавати повiдомлення далi), залежить вiд сумарного впливу на
нього з боку пресинаптичних нейронiв. Кожен нейрон може мати
сотнi синапсiв, i через однi до нього можуть приходити збуджу-
вальнi сигнали, а через iншi – гальмiвнi. Нейрон пiдсумовує всi цi
дiї i залежно вiд результату або генерує потенцiал дiї, або нi.

Головний мозок використовує багато нейромедiаторiв. Упро-
довж багатьох рокiв вважали, що кожен нейрон вивiльняє з усiх
своїх кiнцевих бляшок лише один певний медiатор. Зараз вiдомо,
що бiльшiсть нейронiв можуть вивiльняти 2–3 медiатори, а деякi –
навiть 5–6.
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1.2. Штучний нейрон

Iсторично першою роботою, яка заклала теоретичний фун-
дамент для створення штучних моделей нейронiв i нейронних ме-
реж, прийнято вважати опублiковану в 1943 р. статтю Уоррена
Мак-Каллока та Уолтера Пiттса «Логiчне числення iдей, що на-
лежить до нервової активностi». Основним принципом теорiї Мак-
Каллока i Пiттса є те, що довiльнi явища, якi стосуються вищої
нервової дiяльностi, можуть бути проаналiзованi та зрозумiлi як
деяка активнiсть у мережi, що складається з логiчних елементiв,
якi приймають тiльки два стани – «все або нiчого». Водночас для
будь-якого логiчного виразу, за наведених авторами умов, може бу-
ти знайдена мережа логiчних елементiв, що має поведiнку, описану
цим виразом.

Рисунок 1.4 – Функцiональна схема формального нейрона
Мак-Каллока i Пiттса

За модель такого логiчного елемента, який у подальшому
назвали «формальний нейрон», було запропоновано схему, наведе-
ну на рисунку 1.4. Формальний нейрон представляє математичну
модель простого процесора, що має кiлька входiв i один вихiд. Ве-
ктор вхiдних сигналiв (що надходять через «дендрити») перетворю-
ється нейроном на вихiдний сигнал (що поширюється по «аксону»)
з використанням трьох функцiональних блокiв: локальної пам’ятi,
блоку пiдсумовування та блоку нелiнiйного перетворення.
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Вектор локальної пам’ятi мiстить iнформацiю про ваговi
коефiцiєнти iз якими вхiднi сигнали будуть iнтерпретованi нейро-
ном. Цi змiннi ваги є аналогом чутливостi пластичних синаптичних
контактiв. Вибором ваг досягається та чи iнша iнтегральна функцiя
нейрона.

У блоцi пiдсумовування вiдбувається накопичення загаль-
ного вхiдного сигналу (зазвичай позначають символом net), що до-
рiвнює зваженiй сумi входiв

net =
n∑

i=1

wixi.

У моделi Мак-Каллок i Пiттса вiдсутнi тимчасовi затримки
вхiдних сигналiв, тому значення net визначає повне зовнiшнє збу-
дження, яке сприймається нейроном. Вiдгук нейрона далi описаний
за принципом «все або нiчого», тобто змiнна пiддається нелiнiйному
пороговому перетворенню, за якого вихiд (стан активацiї нейрона)
y встановлюють рiвним одиницi, якщо net > Θ, i y = 0 в iншо-
му випадку. Значення порога Θ (зазвичай дорiвнює нулю) також
зберiгається в локальнiй пам’ятi.

Формально нейрони можуть бути об’єднанi в мережi мето-
дом замикання виходiв одних нейронiв на входи iнших, i на думку
авторiв моделi, така кiбернетична система з належно обраними ва-
гами може бути довiльною логiчною функцiєю.

Бiльшiсть моделей нейронних мереж ґрунтуються на рiзних
модифiкацiях формального нейрона.

1.2.1. Розширена модель штучного нейрона

У наявних на цей час пакетах програм штучнi нейрони нази-
вають «процесорами» або «елементами оброблення» й мають зна-
чно бiльше можливостей, нiж формальний нейрон, описаний вище.
На рисунку 1.5 зображено детальну схему розширеної моделi шту-
чного нейрона.

Модифiкованi входи передаються в блок пiдсумовування де,
можна обрати багато рiзних операцiй, такi як сума, середнє, най-
бiльше, найменше, OR, AND, тощо, якi могли б виробляти деяку
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Рисунок 1.5 – Схема розширеної моделi штучного нейрона

кiлькiсть рiзних значень. Крiм того, бiльшiсть комерцiйних про-
грам дозволяють iнженерам-програмiстам створювати власнi фун-
кцiї сумування за допомогою пiдпрограм, закодованих мовою висо-
кого рiвня.

Вихiд суматора надсилається до активацiйної функцiї та ске-
ровує весь ряд на дiйсний вихiд (0 або 1, −1 або 1, або якесь iнше
число) за допомогою певного алгоритму. В iснуючих нейромережах
за активацiйнi функцiї можуть використовувати сигмоїд, гiперболi-
чний тангенс та iн. Приклад того, як працює активацiйна функцiя
показано на рисунку 1.6. Пiсля оброблення сигналу, нейрон на ви-
ходi має результат активацiйної функцiї, що надходить на входи
iнших нейронiв або до зовнiшнього з’єднання, як це передбачено
структурою нейромережi. Усi штучнi нейромережi конструюють iз
базового формувального блоку – штучного нейрона. Наявнi рiзно-
манiтностi й фундаментальнi вiдмiнностi є пiдставою мистецтва та-
лановитих розробникiв для реалiзацiї ефективних нейромереж.

Пiдставою для деталiзацiї моделi нейронного елемента мо-
жна вважати встановлення нових фактiв в областi нейрофiзiологiї,
зокрема:

• наявнiсть декiлькох мiсць синаптичного контакту;
• дихотомiчне розгалуження дендритiв рiзних порядкiв, що

вiдповiдає логiчним операцiям «I», «АБО», «Виключаюче АБО»,
видiлення максимального або мiнiмального сигналу в технiчних ана-
логах;
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Рисунок 1.6 – Сигмоїдна функцiя активацiї

• рiзнi дiаметри стовбурових дендритiв, гiлок, що безпосере-
дньо прилягають до тiла нейрона, причому величина дiаметра ви-
значає ступiнь важливостi iнформацiї, що проходить через дендрит;

• наявнiсть «дорiжок» на поверхнi соми, якi проходять вiд
основних стовбурних дендритiв до аксона, що обумовлює наявнiсть
паралельних шляхiв оброблення iнформацiї й надає можливiсть за-
стосування логiчних операцiй над сигналами, що надходять вiд рi-
зних стовбурових дендритiв;

• особливостi функцiонування аксонного горбка; власне аксон-
ний горбок установлює активацiйну функцiю нейрона, яка має на-
багато складнiшу форму вiд прийнятих у нейромережевих техно-
логiях сигмоїдальних або лiнiйних активацiйних функцiй;

• наявнiсть дихотомiчного галуження аксона; у вузлах галу-
ження вiдбувається керування проходженням сигналу, що залежить
вiд спiввiдношення дiаметрiв рiзних гiлок аксона (при математи-
чному моделюваннi цi особливостi можна реалiзувати за допомогою
логiчних операцiй);

• наявнiсть зворотного аксосоматичного зв’язку, що вже зна-
йшов свою реалiзацiю пiд час побудови рекурентних нейромереж.
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Поглибленi знання вiдносно будови бiологiчного нейрона як
ефективного перетворювального iнструмента можна розглядати як
джерело базових iдей та концепцiй зi створення нових парадигм
нейромереж не лише на сьогоднi, але й на вiддалену перспективу.

1.3. Компоненти штучного нейрона

Незалежно вiд розташування та функцiонального призначе-
ння всi штучнi нейроннi елементи мають спiльнi компоненти. Роз-
глянемо сiм основних компонент штучного нейрона.

Компонента 1. Ваговi коефiцiєнти
Пiд час функцiонування нейрон одночасно одержує багато

вхiдних сигналiв. Кожен вхiд має свою власну синаптичну вагу, що
надає входу впливу, необхiдному для функцiї суматора елемента
оброблення. Ваги є мiрою сили вхiдних зв’язкiв i моделюють рi-
зноманiтнi синаптичнi сили бiологiчних нейронiв. Ваги суттєвого
входу пiдсилюються й навпаки вага несуттєвого входу примусово
зменшується, що визначає iнтенсивнiсть вхiдного сигналу. Ваги мо-
жуть змiнюватися вiдповiдно до навчальних прикладiв, топологiї
мережi та навчальних правил.

Компонента 2. Функцiя суматора
Першим кроком дiї нейрону є обчислення зваженої суми всiх

входiв. Математично, вхiднi сигнали та вiдповiднi їм ваги репрезен-
тованi векторами (x10, x20, . . . , xn0) та (w10, w20, . . . , wn0). Добуток
цих векторiв є загальним вхiдним сигналом. Спрощеною функцiєю
суматора є множення кожної компоненти вектора x на вiдповiдну
компоненту вектора w: вхiд1 = x10 · w10, вхiд2 = x20 · w20, i знахо-
дження суми всiх добуткiв: вхiд1+вхiд2+ . . .+вхiдn. Результатом є
єдине число, а не багатоелементний вектор. Функцiя суматора може
бути складнiшою, наприклад, вибiр мiнiмуму, максимуму, середньо-
го арифметичного, добутку або виконувати iнший нормалiзуючий
алгоритм. Вхiднi сигнали та ваговi коефiцiєнти можуть комбiну-
ватися багатьма способами перед надходженням до активацiйної
функцiї. Особливi алгоритми для комбiнування входiв нейронiв ви-
значаються обраними архiтектурою та парадигмою мережi.
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Компонента 3. Активацiйна функцiя
Результат функцiї суматора є зваженою сумою вхiдних си-

гналiв, що перетворюється на вихiдний сигнал через алгоритмiчний
процес вiдомий як активацiйна функцiя. В активацiйнiй функцiї
для визначення виходу нейрона загальну суму порiвнюють з деяким
порогом. Якщо сума є бiльшою за значення порогу, елемент обро-
блення генерує сигнал, в протилежному разi сигнал не генерується
або генерується гальмiвний сигнал. Переважно застосовують нелi-
нiйну активацiйну функцiю, оскiльки лiнiйнi (прямолiнiйнi) фун-
кцiї обмеженi й вихiд є просто пропорцiйним входу. Застосування
лiнiйних активацiйних функцiй було проблемою в раннiх моделях
мереж. На рисунку нижче зображено типовi активацiйнi функцiї.
Типовi активацiйнi функцiї наведено в таблицi 1.1.

Для простої активацiйної функцiї нейромережа може вида-
вати 0 та 1, 1 та −1 або iншi числовi комбiнацiї. Активацiйна фун-
кцiя в таких випадках є «жорстким обмежувачем» або пороговою
функцiєю.

Iнший тип активацiйної функцiї – лiнiйна з насиченням вiд-
дзеркалює вхiд усерединi заданого дiапазону й дiє як жорсткий
обмежувач за його межами. Це лiнiйна функцiя, що вiдсiкається
до мiнiмальних та максимальних значень, роблячи її нелiнiйною.

Активацiйна функцiя ReLU (Rectified Linear Unit) – замiняє
усi негативнi значення на нуль i передає позитивнi значення без
змiн. Ця функцiя придатна для будь-яких завдань, не вимагаючи
великих обчислювальних потужностей.

Серед нелiнiйних активацiйних функцiй видiляють сигмої-
дну функцiю (або логiстичну функцiю), що наближує мiнiмальне
та максимальне значення в асимптотах [0, 1]. Вона застосовується у
задачах бiнарної класифiкацiї, де потрiбно передбачити можливiсть
приналежностi до одного з двох класiв та конвертує вхiднi значення
у ймовiрностi, якi можуть бути iнтерпретованi як iмовiрнiсть при-
належностi до позитивного класу. Гiперболiчний тангенс схожий до
сигмоїдної функцiї, проте обмежений в дiапазонi [−1, 1].

Зрештою, для рiзних нейромереж можуть вибиратися iншi
активацiйнi функцiї. Перед надходженням до активацiйної функцiї
до вхiдного сигналу деколи додають однорiдно розподiлений випад-
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ковий шум, джерело та кiлькiсть якого визначається режимом на-
вчання. У лiтературi цей шум, згадано як «температура» штучних
нейронiв, що надає математичнiй моделi елемент реальностi.

Назва Графiк Рiвняння Область
значень

Жорстка
порогова
функцiя

y =

{ −1, x < 0
1, x ≥ 0

{−1, 1}

Лiнiйна
функцiя
з насиче-
нням

y =

⎧⎨
⎩

0, x < 0
x, 0 < x < 1
1, x ≥ 1

[0, 1]

ReLU

(Rectified
Linear
Unit)

y =

{
0, x ≤ 0
x, x > 0

[0, x]

Сигмоїдна
функцiя

y = 1
1+e−x [0, 1]

Тангенс
гiперболi-
чний

y = ex−e−x

ex+e−x [−1, 1]

Таблиця 1.1 – Типовi активацiйнi функцiї
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Компонента 4. Масштабування
Пiсля активацiйної функцiї вихiдний сигнал проходить до-

даткове оброблення: результат активацiйної функцiї множать на
масштабувальний коефiцiєнт i додають змiщення.

Компонента 5. Вихiдна функцiя
За аналогiєю з бiологiчним нейроном кожний штучний ней-

рон має один вихiдний сигнал, який передається до сотень iнших
нейронiв. Переважно вихiд прямо пропорцiйний результату актива-
цiйної функцiї. У деяких мережевих топологiях результати актива-
цiйної функцiї змiнюються для створення змагання мiж сусiднiми
нейронами. Нейронам дозволено змагатися мiж собою, блокуючи дiї
нейронiв, що мають слабкий сигнал. Змагання (конкуренцiя) може
вiдбуватися мiж нейронами, що знаходяться на одному або рiзних
прошарках. По-перше, конкуренцiя визначає, який штучний нейрон
буде активним i забезпечить вихiдний сигнал. По-друге, конкурую-
чi виходи допомагають визначити, який нейрон буде брати участь
у процесi навчання.

Компонента 6. Функцiя похибки
У бiльшостi мереж, що застосовують контрольоване навчан-

ня, обчислюють рiзницю мiж одержаним та бажаним виходом. По-
хибка вiдхилення (бiжуча похибка) перетворюється функцiєю по-
хибки вiдповiдно до заданої мережної архiтектури. У базових архi-
тектурах похибку вiдхилення використовують безпосередньо, у де-
яких парадигмах використовують квадрат або куб похибки зi збере-
женням знака. Пiсля проходження всiх шарiв похибка поширюється
назад до попереднього шару й може бути безпосередньо похибкою
або похибкою, масштабованою певним чином залежно вiд типу ме-
режi (наприклад похiдною вiд активацiйної функцiї). Це поширю-
ване назад значення враховується у наступному циклi навчання.

Компонента 7. Функцiя навчання
Метою функцiї навчання є налаштування змiнних ваг з’єднань

на входах кожного елемента оброблення вiдповiдно до певного ал-
горитму навчання для досягнення бажаного результату.
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Тема 2. Архiтектура, структура
та класифiкацiя штучних нейронних

мереж

Згiдно з класичним визначенням нейронною мережею нази-
вають деяку послiдовнiсть нейронiв, об’єднаних мiж собою синапса-
ми. Якщо програма має структуру нейронної мережi, з’являється
можливiсть на машинному рiвнi проаналiзувати вхiднi данi iз за-
пам’ятовуванням результату.

Нейромережа – це зв’язка нейронiв. Кожен iз цих нейронiв
одержує данi, обробляє їх, а потiм передає iншому нейрону. I ко-
жен нейрон обробляє сигнали однаково. Але як же ми одержуємо
рiзний результат? За це вiдповiдають синапси, якi з’єднують ней-
рони один з одним. Кожен нейрон здатний мати багато синапсiв,
якi послаблюють або посилюють сигнал. Нейрони здатнi змiнювати
свої характеристики впродовж певного часу. Одержання правиль-
них результатiв перетворення вхiдної iнформацiї на виходi нейрон-
ної мережi досягають правильним вибором параметрiв синапсiв.

2.1. Архiтектура з’єднань штучних нейронiв

Об’єднуючись у мережi, нейрони утворюють системи обро-
блення iнформацiї, якi забезпечують ефективну адаптацiю моде-
лi до постiйних змiн iз боку зовнiшнього середовища. У процесi
функцiонування мережi вiдбувається перетворення вхiдного векто-
ра сигналiв у вихiдний. Конкретний вид перетворення визначається
як архiтектурою нейромережi, так i характеристиками нейронних
елементiв, засобами керування та синхронiзацiї iнформацiйних по-
токiв мiж нейронами. Важливим фактором ефективностi мережi
є встановлення оптимальної кiлькостi нейронiв, типiв зв’язкiв мiж
ними та вiдповiдних правил передавання iнформацiї. Пiд час опису
нейромереж використовують кiлька усталених термiнiв, якi в рi-
зних джерелах можуть мати рiзне трактування, зокрема:
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• структура нейромережi – спосiб зв’язкiв нейронiв у нейро-
мережi;

• архiтектура нейромережi – структура нейромережi та типи
нейронiв;

• парадигма нейромережi – спосiб навчання та використання;
iнодi також умiщує поняття архiтектури.

На основi однiєї архiтектури можуть бути реалiзованi рiзнi
парадигми нейромережi й навпаки. Серед вiдомих архiтектурних
рiшень видiляють групу слабозв’язаних нейронних мереж у разi,
коли кожний нейрон мережi зв’язаний лише iз сусiднiми. Якщо вхо-
ди кожного нейрона зв’язанi з виходами усiх решти нейронiв, тодi
мова йде про повнозв’язанi нейромережi.

2.2. Структура нейронної мережi

Кожна нейронна мережа мiстить перший шар нейронiв, який
називають вхiдним. Цей шар не виконує будь-яких перетворень та
обчислень, його завдання полягає в тому, щоб приймати та роз-
подiляти вхiднi сигнали по рештi нейронiв. I цей шар єдиний, що
є загальним для всiх типiв нейромереж, а критерiєм для подiлу є
подальша структура. Зовнiшнiй вхiдний вектор подається на вхi-
дний шар нейронної мережi (рецептори). Виходами нейронної ме-
режi є вихiднi сигнали останнього шару (ефектори). Крiм вхiдного
та вихiдного шарiв, нейромережа має один або декiлька прихованих
шарiв нейронiв, якi не мають контактiв iз зовнiшнiм середовищем.
Видiляють два типи структур штучних нейронних мереж.

1. Одношарова структура нейронної мережi є стру-
ктурою взаємодiї нейронiв, у якiй сигнали з вхiдного шару вiдразу
спрямованi на вихiдний шар, який, власне кажучи, не лише пере-
творює сигнал, але й вiдразу ж видає вiдповiдь. Як було зазначе-
но, 1-й вхiдний шар лише приймає та розподiляє сигнали, а необхi-
днi обчислення вiдбуваються вже в другому шарi. Вхiднi нейрони
є об’єднаними з основним шаром за допомогою синапсiв iз рiзними
вагами, що забезпечують якiсть зв’язкiв. Найпростiша одношаро-
ва мережа складається з групи нейронiв, що утворюють шар, як
показано на рисунку 2.1.
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Рисунок 2.1 – Одношарова нейронна мережа

Вершини – кола виконують розподiлення вхiдних сигналiв.
Вони не виконують жодних обчислень i тому не вважаються ша-
ром. Кожен елемент iз множини входiв X окремим ваговим коефi-
цiєнтом з’єднаний iз кожним штучним нейроном. А кожен нейрон
видає зважену суму входiв у мережу. У штучних i бiологiчних мере-
жах багато зв’язкiв можуть бути вiдсутнiми, всi зв’язки показанi з
метою узагальненостi. Можуть бути актуальними також з’єднання
мiж виходами й входами елементiв у шарi.

Зручно вважати ваги wij елементами матрицi W (n × m).
Отже, обчислення вихiдного вектора net зводиться до матрично-
го множення net = X ×W , де net та X – вектори-рядки.

2. Багатошарова нейронна мережа – мережа, в якiй
крiм вихiдного та вхiдного шарiв, є ще кiлька прихованих промi-
жних шарiв. Кiлькiсть цих шарiв залежить вiд ступеня складностi
нейронної мережi. Вона здебiльшого мiрою нагадує структуру бiо-
логiчної нейронної мережi. Такi види були розробленi зовсiм недав-
но, ранiше всi процеси були реалiзованi за допомогою одношарових
нейронних мереж. Вiдповiднi рiшення мають великi можливостi,
якщо порiвнювати з одношаровими, адже в процесi оброблення да-
них кожен промiжний шар – це промiжний етап, на якому здiйсню-
ють оброблення та розподiл iнформацiї.
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Багатошаровi мережi можуть утворюватися каскадами ша-
рiв. Вихiд одного шару є входом наступного. Багатошаровi мережi
можуть привести до збiльшення обчислювальної потужностi лише в
тому разi, якщо активацiйна функцiя мiж шарами буде нелiнiйною.
Обчислення виходу шару полягає в множеннi вхiдного вектора на
першу вагову матрицю з подальшим множенням (якщо вiдсутня не-
лiнiйна активацiйна функцiя) результуючого вектора на другу ва-
гову матрицю. Отже, будь-яка багатошарова лiнiйна мережа може
бути замiнена еквiвалентною одношаровою мережею, як показано
на рисунку 2.2.

Рисунок 2.2 – Багатошарова нейронна мережа

Зв’язки мiж нейронами рiзних шарiв називають проектив-
ними. Зв’язки скерованi вiд вхiдних шарiв до вихiдних називають
аферентними, в iншому випадку, при зворотному напрямку зв’язкiв
– еферентними. Зв’язки мiж нейронами одного шару вiдносять до
бiчних (латеральних).

Спосiб, яким нейрони з’єднуються мiж собою має значний
вплив на роботу мережi. Бiльшiсть програмних моделей дозволя-
ють користувачу додавати, вилучати та керувати з’єднаннями як
завгодно. Корегуючи параметри, зв’язки можна робити як збуджу-
вальними, так i гальмiвними.
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2.3. Класифiкацiя нейронних мереж

Крiм кiлькостi шарiв, нейроннi мережi можна класифiкува-
ти за напрямом розподiлення iнформацiї щодо синапсiв мiж нейро-
нами.

1. Нейроннi мережi прямого поширення (односпрямованi). У
цiй структурi сигнал перемiщається виключно в напрямку вiд вхi-
дного шару до вихiдного. Рух сигналу в протилежному напрямку
не здiйснюється i в принципi неможливий. Розроблення цього пла-
ну поширенi й сьогоднi успiшно вирiшують завдання розпiзнавання
образiв, прогнозування та кластеризацiї.

2. Рекурентнi нейроннi мережi (зi зворотними зв’язками). Тут
сигнал рухається як у прямому, так i зворотному напрямку. Водно-
час результат виходу здатний повертатися на вхiд. Вихiд нейрона
визначається ваговими коефiцiєнтами та вхiдними сигналами, плюс
доповнюється попереднiми виходами, якi знову повертаються на
вхiд. Цим нейромережам властива функцiя короткочасної пам’ятi,
з огляду на те, що сигнали вiдновлюються й доповнюються пiд час
їх оброблення.

3. Мережа радiально базисних функцiй у математичному мо-
делюваннi – це штучна нейронна мережа, яка використовує радi-
альнi базиснi функцiї як функцiї активацiї. Виходом мережi є лi-
нiйна комбiнацiя радiальних базисних функцiй входу та параметрiв
нейрона. Мережi радiальних базисних функцiй мають багато за-
стосувань, зокрема такi, як апроксимацiю функцiї, прогнозування
часових рядiв, задачi класифiкацiї та керування системою.

4. Карти, що самоорганiзуються – це один iз рiзновидiв нейро-
мережевих алгоритмiв. Основною вiдмiннiстю даної технологiї вiд
нейромереж, якi навчаються за алгоритмом зворотного поширення,
є те, що пiд час навчання використовують метод навчання без учи-
теля, тобто його результат залежить вiд структури вхiдних даних.
Нейроннi мережi даного типу часто застосовують для вирiшення
найрiзноманiтнiших завдань, вiд вiдновлення прогалин у даних до
аналiзу даних та пошуку закономiрностей.
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Додатково, нейромережi класифiкують за критерiями, наве-
деними нижче.

1. Залежно вiд типiв нейронiв:
• однорiднi;
• гiбриднi.
2. Залежно вiд методу навчання нейронних мереж:
• навчання з учителем;
• навчання без учителя;
• навчання з пiдкрiпленням.
3. За типом вхiдної iнформацiї:
• аналоговi;
• двiйковi;
• образнi.
4. За характером налаштування синапсiв:
• iз фiксованими зв’язками;
• iз динамiчними зв’язками.
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Тема 3. Навчання штучної нейронної
мережi

Пiсля визначення архiтектури нейронної мережi її потрiбно
«навчити», тобто пiдiбрати такi значення її ваг, щоб вона працюва-
ла належним чином. Процес навчання нейронної мережi полягає в
налаштуваннi її внутрiшнiх параметрiв пiд конкретну задачу. На-
вчити нейронну мережу – значить, повiдомити їй, чого вiд неї ви-
магають. Алгоритм роботи нейронної мережi є iтеративним, його
кроки називають епохами або циклами.

Видiляють чотири типи навчання нейронної мережi:
• навчання з учителем – нейронна мережа навчається на роз-

мiченому наборi даних i передбачає вiдповiдi, що використовуються
для оцiнювання точностi алгоритму на навчальних даних;

• навчання без учителя – модель використовує нерозмiченi да-
нi, зокрема алгоритм самостiйно намагається витягти ознаки i за-
лежностi;

• навчання з частковим залученням учителя використовує не-
велику кiлькiсть розмiчених даних та великий набiр нерозмiчених;

• навчання з пiдкрiпленням – тренує алгоритм за допомогою
системи заохочень; агент одержує зворотний зв’язок у виглядi ви-
нагород за правильнi дiї.

Якi вхiднi поля (ознаки) необхiдно використовувати? Споча-
тку здiйснюють евристичний вибiр, далi кiлькiсть входiв може бути
змiнено. Складнiсть може викликати питання про кiлькiсть прикла-
дiв у наборi даних. Уся iнформацiя, яку нейронна мережа має про
завдання, мiститься в наборi прикладiв, тому якiсть навчання ней-
ронної мережi безпосередньо залежить вiд кiлькостi прикладiв у
навчальнiй вибiрцi, а також вiд того, наскiльки повно цi приклади
описують це завдання. Так, наприклад, безглуздо використовува-
ти нейронну мережу для передбачення фiнансової кризи, якщо в
навчальнiй вибiрцi не репрезентовано жодної кризи. Для повноцiн-
ного навчання нейронної мережi потрiбна репрезентативна й дово-
лi велика вибiрка iз сотнi (а краще тисячi) прикладiв. Кiлькiсть
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необхiдних прикладiв залежить вiд складностi розв’язуваної зада-
чi. У разi збiльшення кiлькостi ознак кiлькiсть прикладiв зростає
нелiнiйно, ця проблема має назву «прокляття розмiрностi». За не-
достатньої кiлькостi даних рекомендовано використовувати лiнiйну
модель.

Розробник повинен надати можливостi вибору кiлькостi ша-
рiв у мережi й кiлькостi нейронiв у кожному шарi. Далi необхiдно
призначити такi значення ваг i зсувiв, якi зможуть мiнiмiзувати по-
хибку рiшення. Вiд якостi навчання нейронної мережi залежить її
здатнiсть вирiшувати поставленi перед нею завдання.

3.1. Навчання з учителем

Навчання з учителем (supervised learning) передбачає на-
явнiсть повного набору розмiчених даних для тренування моделi
всiх етапах її побудови.

Процес навчання здiйснюють на навчальнiй вибiрцi (множи-
нi). Навчальна вибiрка мiстить набiр даних про предметну область
(об’єкт, явище, процес), подiлену на вхiднi значення й вiдповiднi їм
вихiднi значення набору даних.

Наприклад, пiсля пред’явлення зображення лiтери «А» на
вхiд нейронної мережi вона видає деяку вiдповiдь, необов’язково
правильну. У навчальнiй множинi мiститься вiрна (бажана) вiд-
повiдь, а сенсом навчання є те, щоб на виходi нейронної мережi
з мiткою «А» рiвень сигналу був максимальний. У ходi навчання
нейронна мережа знаходить певнi залежностi вихiдних полiв вiд
вхiдних. Зазвичай як бажаний вихiд в задачi класифiкацiї беруть
набiр (1, 0, 0, ...), де 1 стоїть на виходi з мiткою «А», а 0 – на всiх
iнших виходах. Обчислюючи рiзницю мiж бажаною та реальною
вiдповiдями мережi, утворюється функцiя похибки. Функцiя похиб-
ки це цiльова функцiя, дозволяє оцiнити якiсть роботи нейронної
мережi й потребує мiнiмiзацiї в процесi керованого навчання ней-
ронної мережi. Алгоритмом навчання є набiр формул, що дозволяє
за функцiєю похибки обчислити необхiднi поправки для вагових
коефiцiєнтiв зв’язкiв нейронної мережi.
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Рисунок 3.1 – Приклад навчання з учителем – класифiкацiя
(лiворуч), та подальше її використання для сегментацiї та

розпiзнавання об’єктiв (праворуч)

Наявнiсть повнiстю розмiченого датасету означає, що ко-
жним прикладам у навчальному наборi спiввiдносна вiдповiдь, яку
алгоритм повинен одержати. Розмiчений датасет iз фотографiй ко-
льорiв навчить нейронну мережу, де зображенi троянди, ромашки
чи нарциси. Коли мережа одержує нове фото, вона порiвняє його з
прикладами навчального датасету, щоб передбачити вiдповiдь.

Здебiльшого навчання з учителем застосовують для вирiше-
ння двох типiв завдань: класифiкацiї та регресiї.

У задачах класифiкацiї алгоритм передбачає дискретнi зна-
чення, що вiдповiдають номерам класiв, до яких належать об’єкти.
У датасетi з фотографiями тварин кожне зображення матиме вiд-
повiдну мiтку — «кiшка», «собака» або «качка». Якiсть алгоритму
оцiнюють тим, як точно вiн може правильно класифiкувати новi
фото iз кiшками та собаками (рисунок 3.1).

Завдання регресiї пов’язанi з безперервними даними. Один
iз прикладiв, лiнiйна регресiя, обчислює очiкуване значення змiнної
y, ураховуючи конкретнi значення x.

Бiльш утилiтарнi завдання машинного навчання використо-
вують велику кiлькiсть змiнних. Як приклад, нейронна мережа пе-
редбачає цiну квартири на основi її площi, розташування та досту-
пностi громадського транспорту. Алгоритм виконує роботу експер-
та, що розраховує цiну квартири, беручi за основу тi самi данi.

32



Отже, навчання з учителем найбiльше пiдходить для зав-
дань, коли є значний набiр достовiрних даних для навчання алго-
ритму. Але так буває далеко не завжди. Нестача даних – проблема,
що найчастiше трапляється в машинному навчаннi.

3.2. Навчання без учителя

Iдеально розмiченi та чистi данi дiстати нелегко. Тому iнодi
перед алгоритмом стоїть завдання знайти наперед невiдомi вiдпо-
вiдi. Ось де потрiбне навчання без учителя.

У разi навчання без учителя (unsupervised learning) мо-
дель має набiр даних i не має явних вказiвок, що з ним робити.
Нейронна мережа намагається самостiйно знайти кореляцiї даних,
витягуючи кориснi ознаки та аналiзуючи їх (рисунок ).

Рисунок 3.2 – Кластеризацiя даних з використанням загальних
ознак

Залежно вiд завдання модель систематизує данi по-рiзному.
Кластеризацiя.Навiть без спецiальних знань експерта-орнi-

толога можна подивитися на колекцiю фотографiй та роздiлити їх
на групи за видами птахiв, беручi до уваги колiр пера, розмiр або
форму дзьоба. Саме в цьому полягає кластеризацiя – найпоширенi-
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ше завдання для навчання без учителя. Алгоритм пiдбирає схожi
данi, знаходячи загальнi ознаки та групує їх разом.

Виявлення аномалiй. Банки можуть виявити шахрайськi
операцiї, виявляючи незвичайнi дiї в купiвельнiй поведiнцi клiєнтiв.
Наприклад, пiдозрiло, якщо одну кредитну картку використовують
у Калiфорнiї та Данiї в той самий день. У схожий спосiб навчання
без учителя використовують для знаходження викидiв даних.

Асоцiацiї. Ви берете в онлайн-магазинi пiдгузки, яблучне
пюре та дитячу склянку-непроливайку, а сайт порекомендує вам
додати нагрудник та радiоняню до замовлення. Це приклад асоцi-
ацiй: деякi характеристики об’єкта корелюють з iншими ознаками.
Розглядаючи пару ключових ознак об’єкта, модель може передба-
чити iншi, iз якими iснує зв’язок.

Автоенкодери. Автоенкодери приймають вхiднi данi, коду-
ють їх, а потiм намагаються вiдтворити початковi данi з одержаного
коду. Не так багато реальних ситуацiй, коли використовують про-
стий автоенкодер. Але необхiдно додати шари та можливостi роз-
ширяться: використовуючи зашумленi та вихiднi версiї зображень
для навчання, автоенкодери можуть видаляти шум iз вiдеоданих,
зображень або медичних сканiв, щоб пiдвищити якiсть даних.

У навчаннi без учителя складно обчислити точнiсть алгори-
тму, оскiльки в даних вiдсутнi «правильнi вiдповiдi» чи мiтки. У
таких ситуацiях, надаючи моделi свободу дiй для пошуку залежно-
стей, можна одержати добрi результати.

3.3. Навчання з частковим залученням
учителя

Це золота середина. Навчання нейромережi з частковим за-
лученням учителя (semi-supervised learning) характеризується
своєю назвою: навчальний датасет мiстить як розмiченi, так i неро-
змiченi данi. Цей метод особливо корисний, коли важко витягти з
даних важливi ознаки або розмiтити всi об’єкти.
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Рисунок 3.3 – Типовий знiмок
легень

Навчання з частковим залуче-
нням учителя часто використо-
вують для вирiшення медичних
завдань, де невелика кiлькiсть
розмiчених даних може при-
вести до значного пiдвищення
точностi. Цей метод машинно-
го навчання є поширеним для
аналiзу медичних зображень,
таких як скани комп’ютерної
томографiї або МРТ (рисунок
3.3). Досвiдчений рентгенолог
може розмiтити невелику пiд-
множину сканiв, на яких вияв-
лено пухлини та захворювання.
Але вручну розмiчати всi скани

є надто трудомiстким й дорогим завданням. Тим не менш, нейронна
мережа може одержати iнформацiю з невеликої частки розмiчених
даних i полiпшити точнiсть передбачень порiвняно з моделлю, що
навчається винятково на нерозмiчених даних.

Популярний метод навчання, що потребує невеликий набiр
розмiчених даних, полягає у використаннi генеративно-змагальної
мережi чи GAN. Одна з мереж, генератор, намагається створити
новi об’єкти даних, що iмiтують навчальну вибiрку. Iнша мережа,
дискримiнатор, оцiнює, чи цi згенерованi данi є реальними чи пiдро-
бленими. Мережi взаємодiють i циклiчно вдосконалюються, оскiль-
ки дискримiнатор намагається краще вiдокремлювати пiдробки вiд
оригiналiв, а генератор намагається створювати переконливi пiд-
робки навчання iз частковим залученням учителя

3.4. Навчання з пiдкрiпленням

Вiдеоiгри ґрунтуються на системi стимулiв. Завершiть рi-
вень та одержiть нагороду. Переможiть усiх монстрiв та заробите
бонус. Потрапили в пастку – кiнець гри – треба оминати. Цi стиму-
ли допомагають гравцям зрозумiти, як краще дiяти в наступному
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раундi гри. Без зворотного зв’язку люди просто приймали б випад-
ковi рiшення та сподiвалися перейти на наступний iгровий рiвень.

Навчання нейромережi з пiдкрiпленням (reinforcement le-
arning) дiє за тим самим принципом. Вiдеоiгри – популярне тестове
середовище для дослiджень (рисунок 3.4).

Агенти намагаються знайти оптимальний спосiб досягнення
мети чи покращення продуктивностi для конкретного середовища.
Коли агент робить дiї, що сприяють досягненню мети, вiн одержує
нагороду. Глобальна мета – передбачати такi кроки, щоб заробити
максимальну нагороду зрештою.

Пiд час ухвалення рiшення агент вивчає зворотний зв’язок,
новi тактики та рiшення здатнi привести до бiльшого виграшу. Цей
пiдхiд використовує довгострокову стратегiю – як i в шахах: насту-
пний найкращий хiд може допомогти виграти зрештою. Тож агент
намагається максимiзувати сумарну нагороду.

Це iтеративний процес. Чим бiльше рiвнiв зi зворотного зв’язку,
тим краще стає стратегiя агента. Такий пiдхiд є особливо корисним
для навчання роботiв, що керують автономними транспортними за-
собами або iнвентарем на складi.

Рисунок 3.4 – Приклад гри для навчання з пiдкрiпленням

Так само, як учнi в школi, кожен алгоритм навчається по-
рiзному. Але завдяки рiзноманiтностi доступних методiв питання в
тому, щоб вибрати вiдповiдний i навчити вашу нейронну мережу
розбиратися в середовищi.
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3.5. Перенавчання нейронної мережi

Пiд час навчання нейронних мереж часто виникає пробле-
ма перенавчання (overfitting). Перенавчання, або надмiрно близь-
ка пiдгонка – зайва точна вiдповiднiсть нейронної мережi до кон-
кретного набору навчальних прикладiв, при якому мережа втрачає
здатнiсть до узагальнення.

Перенавчання виникає в разi занадто довгого навчання, не-
достатньої кiлькостi навчальних прикладiв або переускладненої стру-
ктури нейронної мережi. Перенавчання пов’язано з тим, що вибiр
навчальної (тренувальної) множини є випадковим. Iз перших кро-
кiв навчання вiдбувається зменшення похибки. На наступних кро-
ках для зменшення похибки (цiльової функцiї) параметри пiдла-
штовують пiд особливостi навчальної множини. Однак при цьому
вiдбувається «пiдлаштування» не пiд загальнi закономiрностi ряду,
а пiд особливостi його частини – навчальної пiдмножини. Водночас
точнiсть прогнозу зменшується.

Один iз варiантiв боротьби з перенавчанням мережi – подiл
навчальної вибiрки на двi множини (навчальну й тестову). На на-
вчальнiй множинi вiдбувається навчання нейронної мережi. На те-
стовiй множинi здiйснюється перевiрка побудованої моделi. Цi мно-
жини не повиннi перетинатися.

З кожним кроком параметри моделi змiнюються, однак по-
стiйне зменшення значення цiльової функцiї вiдбувається саме на
навчальнiй множинi. У разi розбиття множини на двi можна спо-
стерiгати змiну похибки прогнозу на тестовiй множинi паралельно
зi спостереженнями над навчальною множиною. Певну кiлькiсть
крокiв похибка прогнозу зменшується на обох множинах. Однак на
певному етапi похибка на тестовiй множинi починає зростати, во-
дночас похибка на навчальнiй множинi продовжує зменшуватися.
Цей момент вважають кiнцем реального або справжнього навчання,
з нього й починається перенавчання.
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Тема 4. Персептрон. Навчання
персептрону. Лiнiйна роздiльнiсть

i персептронне подання

4.1. Персептрон Розенблата

Однiєю з перших штучних мереж, здатних до сприйняття та
формування реакцiї до сприйнятого сигналу, з’явився персептрон
Розенблата у 1957 р. Персептрон розглядався його автором не як
конкретний технiчний обчислювальний пристрiй, а як модель ро-
боти мозку. Потрiбно зауважити, що пiсля кiлькох десятилiть до-
слiджень сучаснi роботи зi штучних нейронних мереж рiдко мають
таку мету.

Найпростiший класичний персептрон мiстить нейроподiбнi
елементи трьох типiв (див. рис. 4.1):

• S-елементи формують сiткiвку сенсорних клiтин, якi при-
ймають двiйковi сигнали вiд зовнiшнього свiту;

• A-елементи подають шар асоцiативних елементiв, до яких
надходять сигнали з S-елементiв;

• R-елементи з фiксованими ваговими коефiцiєнтами форму-
ють сигнал реакцiї персептрону на вхiдний стимул.
Потрiбно зауважити, що лише асоцiативнi елементи, якi є формаль-
ними нейронами, виконують нелiнiйне оброблення iнформацiї та ма-
ють ваговi коефiцiєнти зв’язкiв, якi можуть змiнюються.

Розенблат називав таку нейронну мережу тришаровою, про-
те за сучасною термiнологiєю зазначену мережу зазвичай назива-
ють одношаровою, оскiльки має лише один шар нейропроцесорних
елементiв. Одношаровий персептрон характеризується матрицею
синаптичних зв’язкiв W вiд S-елементiв до A-елементiв. Елемент
wij матрицi W вiдповiдає зв’язку, що веде вiд i-го S-елемента до
j-го A-елемента.

У Корнельськiй авiацiйнiй лабораторiї було розроблено еле-
ктротехнiчну модель персептрона MARK-1, що мiстила 8 вихiдних
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Рисунок 4.1 – Персептрон Розенблата

R-елементiв та 512 A-елементiв, якi можна було поєднувати в рiзних
комбiнацiях. На цьому персептронi було проведено серiю експери-
ментiв iз розпiзнавання букв алфавiту та геометричних образiв.

У роботах Розенблата було зроблено висновок про те, що
нейронна мережа розглянутої архiтектури буде здатна до вiдтво-
рення будь-якої логiчної функцiї, проте, як було показано пiзнiше
М. Мiнським та С. Пейпертом (M. Minsky, S. Papert, 1969), цей ви-
сновок виявився неточним. Були виявленi принциповi непереборнi
обмеження одношарових персептронiв, i згодом стали переважно
розглядати багатошаровий варiант персептрону, у якому є кiлька
шарiв процесорних елементiв.

На сьогоднi одношаровий персептрон представляє здебiль-
шого iсторичний iнтерес, проте на його прикладi можуть бути ви-
вченi основнi поняття та простi алгоритми навчання нейронних ме-
реж. Типовий одношаровий персептрон показано на рисунку 4.2.
Потрiбно зазначити, що персептрон може подiляти об’єкти лiнiйно-
роздiльної вибiрки лише на два класи «0» та «1» i характеризує-
ться жорсткою пороговою функцiєю, як показано на рисунку 4.2.
Такий персептрон здатен розпiзнавати найпростiшi образи. Окре-
мий нейрон обчислює зважену суму елементiв вхiдного сигналу та
пропускає результат через жорстку порогову функцiю, вихiд якої
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Рисунок 4.2 – Елементарний персептрон Розенблата

дорiвнює 1 чи 0. Залежно вiд значення вихiдного сигналу прийма-
ють рiшення:

1 – вхiдний сигнал належить класу «1»;
0 – вхiдний сигнал належить класу «0».

4.2. Навчання персептрона

Навчання мережi полягає в пiдлаштуваннi вагових коефiцi-
єнтiв wi,j кожного нейрона. Нехай є набiр пари векторiв (xi, yi),
i = 1, . . . , N , що подає навчальну вибiрку. Будемо називати нейрон-
ну мережу такою, що навчена на цiй навчальнiй вибiрцi, якщо в
разi подачi на входи мережi кожного вектора xi на виходах щоразу
виходить вiдповiдний вектор yi.

Запропонований Ф. Розенблатом метод навчання полягає в
iтерацiйному пiдстроюваннi матрицi вагових коефiцiєнтiв, яке по-
слiдовно зменшує помилку у вихiдних векторах. Алгоритм мiстить
кроки, описанi далi.

Крок 1. Початковi значення вагових коефiцiєнтiв усiх ней-
ронiв фiксуються такими, що дорiвнюють нулю: wt=0 = 0, або оби-
раються випадково.

Крок 2. Мережi на вхiд подається вхiдний вектор xi. Ме-
режа генерує вiдповiдь ŷi �= yi.

Крок 3. Розраховують вектор помилки δi = (yi − ŷi), яку
робить мережа на виходi. Подальша iдея полягає в тому, що змiна

40



вектора вагових коефiцiєнтiв в областi малих помилок повинна бути
пропорцiйна помилцi на виходi, й дорiвнює нулю, якщо помилка
дорiвнює нулю.

Крок 4. Модифiкується вектор вагових коефiцiєнтiв за та-
кою формулою wt+1 = wt + ηxi · δi. Тут 0 < η < 1 – темп навчання.

Крок 5. Кроки 2 – 4 повторюються для всiх векторiв на-
вчальної вибiрки. Один цикл послiдовного пред’явлення усiєї ви-
бiрки називають епохою.

Навчання завершується пiсля кiлькох епох, коли:
• iтерацiї зiйдуться, тобто вектор вагових коефiцiєнтiв пере-

стає змiнюватися;
• повна пiдсумована по всiх векторах абсолютна помилка ста-

не меншою за деяке мале значення.
Формула, використовувана на кроцi 4, враховує такi обста-

вини:
• модифiкуються лише тi компоненти матрицi вагових коефi-

цiєнтiв, якi вiдповiдають ненульовим значенням входiв;
• знак збiльшення вагового коефiцiєнта вiдповiдає знаку по-

милки, тобто позитивна помилка (δ > 0, значення виходу менше вiд
необхiдного) веде до посилення зв’язку;

• навчання кожного нейрона вiдбувається незалежно вiд на-
вчання iнших нейронiв, що вiдповiдає важливому з бiологiчної то-
чки зору принципу локальностi навчання.

Зазначений метод навчання був названий Ф. Розенблатом
«методом корекцiї зi зворотним передаванням сигналу помилки».
Пiзнiше ширше стала вiдома назва «δ-правило». Зазначений алго-
ритм належить до широкого класу алгоритмiв навчання з учителем,
оскiльки вiдомi як вхiднi вектори, так i необхiднi вихiднi вектори
(є вчитель, здатний оцiнити правильнiсть вiдповiдi учня).

Доведена Ф. Розенблатом теорема про збiжнiсть навчання
за δ-правилом говорить про те, що персептрон здатний навчитися
будь-якого навчального набору, який вiн здатний уявити.
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Рисунок 4.3 – Лiнiйно-роздiльна двовимiрна вибiрка з елементiв
двох класiв «0» та «1» (злiва) та кут мiж вектором вагових

коефiцiєнтiв w та обраним об’єктом x

4.3. Геометричне подання алгоритму
навчання

Розглянемо випадок лiнiйно-роздiльної вибiрки, поданої на
рисунку 4.3. Пряма, яка роздiляє всi об’єкти x = [x1, x2, . . . , xn] з
ваговими коефiцiєнтами w = [w1, w2, . . . , wn] на два класи, визна-
чається рiвнянням

x ·w = 0.

Вiдповiдно до правила множення векторiв одержуємо:

x ·w = wTx =
n∑

i=1

wi · xi.

Кут α мiж двома векторами w та x (див. рис. 4.3 справа) визнача-
ється скалярним добутком цих векторiв вiдповiдно до визначення

cos(α) =
wTx

||w||||x|| .

Оскiльки ||w||||x|| = const > 0, то можна подати

cos(α) ∝ wTx.
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Отже, одержуємо певнi закономiрностi{
якщо wTx > 0 ⇒ cos(α) > 0 ⇒ α < 900,
якщо wTx < 0 ⇒ cos(α) < 0 ⇒ α > 900.

Отже, для корегування значень вагових коефiцiєнтiв вико-
ристовують такий пiдхiд:

для кожної епохи навчання t з урахуванням cos(αt) ∝ wT
t x:

якщо для об’єкта з класу «1» якщо для об’єкта з класу «0»
wT

t x < 0, то wT
t x ≥ 0, то

wt+1 = wt + ηx wt+1 = wt − ηx
cos(αt+1) ∝ wT

t+1x cos(αt+1) ∝ wT
t+1x

∝ (wt + ηx)Tx ∝ (wt − ηx)Tx
∝ wT

t x+ ηxTx ∝ wT
t x− ηxTx

∝ cos(αt) + ηxTx ∝ cos(αt)− ηxTx
⇒ cos(αt+1) > cos(αt); ⇒ cos(αt+1) < cos(αt).

У такому разi пряма, що роздiляє об’єкти на два класи «0»
та «1» у двовимiрнiй площинi ознак (штрихова пряма на рисунку
4.3 злiва) може бути одержана так:

wT
t x = w1x1 + w2x2 = 0 ⇒ x2 = −w1

w2
x1.

Отже загалом рiвняння прямої має вигляд

x2 = kx1 k = −w1

w2
.

Зрозумiло, що ця пряма завжди перетинає центр координат. Проте
така ситуацiя є певною iдеалiзацiєю. Розглянемо бiльш загальний
випадок двовимiрної вибiрки на рисунку 4.4. Бачимо, що для цих
вибiрок пряма, що правильно подiляє класи не проходить центр
координат та описується загальним рiвнянням прямої

x2 = kx1 + b,

де параметр b задає змiщення (bias) прямої x2 = kx1 у певному
напрямку. Для навчання персепртона роздiляти такi об’єкти, са-
ма модель персептрона повинна бути узагальнена, як показано на
рисунку 4.5. Водночас метод навчання персептрона залишається
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Рисунок 4.4 – Лiнiйно-роздiльнi двовимiрнi вибiрки з елементiв
двох класiв «0» та «1»

Рисунок 4.5 – Узагальнена модель елементарного персептрона

незмiнним, тодi як розширюється простiр ознак об’єктiв:

x = [x1, x2, . . . , xn]⇒ x = [x0, x1, x2, . . . , xn]

з урахуванням умови x0 = 1 для всiх об’єктiв вибiрки; та модифi-
кується вектор вагових коефiцiєнтiв

w = [w1, w2, . . . , wn]⇒ w = [w0, w1, w2, . . . , wn],

ураховуючи w0 = b вiдповiдно до узагальненої моделi персептро-
на (рис. 4.5). Тодi рiвняння прямої у двовимiрному просторi ознак
матиме вигляд

w0x0 + w1x1 + w2x2 = 0 ⇒ x2 = −w2

w1
x1 − w0

w1

i зможе роздiлити об’єкти вибiрки поданi на рисунку 4.4.
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4.4. Лiнiйна роздiльнiсть

Розглянемо три найпростiшi приклади використання персе-
птрона, а саме, логiчнi операцiї:

• кон’юнкцiя «ТА» («AND»);
• диз’юнкцiя «АБО» («OR»);
• виключне «АБО» (eXclusive OR, «XOR»).
• Кон’юнкцiя «ТА» («AND») на вихiд видає просте додавання

двох сигналiв («логiчне 1» або «логiчне 0») та подає на вихiд актив-
ний сигнал («логiчна 1», «iстина»), якщо активний сигнал наявний
в обох входах. В iнших випадках така умова на вихiд дає пасивнi
сигнали («логiчний 0», «хиба»).

• Диз’юнкцiя «АБО» («OR») дає на вихiд пасивний сигнал
(«логiчний 0», «хиба»), якщо обидва входи пасивнi. У iнших випад-
ках така умова на вихiд дає активнi сигнали («логiчна 1», «iстина»).

• Виключне «АБО» («XOR») – логiчний вентиль, який реа-
лiзує операцiю виключна диз’юнкцiя або, що те ж саме, логiчна
еквiвалентнiсть з iнверсiєю результату. Активний сигнал («логiчна
1», «iстина») на виходi цього вентиля наявний тодi, коли активний
сигнал знаходиться на одному й лише на одному з входiв. Якщо
ж на обох входах присутнi пасивнi сигнали («логiчний 0», «хиба»)
або активний сигнал наявний бiльше, нiж на одному входi, на виходi
сигнал пасивний.
На рисунку 4.6 наведено таблицi iстинностi для всiх трьох логiчних
операцiй та їх iнтерпретацiя на площинi ознак. Видно, що першi двi
логiчнi операцiї є окремими прикладами загальної задачi класифi-
кацiї з лiнiйно роздiльними класами, яку подано на рисунку 4.4, i
можуть бути розв’язанi за допомогою узагальненого персептрона,
модель якого подано на рисунку 4.5. Однак випадок виключеного
«АБО» («XOR») є лiнiйно нероздiльним i персептрон не здатен про-
вести пряму в площинi двох ознак, яка б повнiстю та без помилок
роздiлила данi на два класи.

Лiнiйна нероздiльнiсть множини аргументiв, що вiдповiда-
ють рiзним значенням функцiї означає, що функцiя виключеного
«АБО» («XOR»), що так широко використовується в логiчних при-
строях, не може бути репрезентована формальним нейроном. Такi
скромнi можливостi нейрона й послужили основою для критики
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Входи Вихiд
x1 x2 x1 ∧ x2
0 0 0
0 1 0
1 0 0
1 1 1

Входи Вихiд
x1 x2 x1 ∨ x2
0 0 0
0 1 1
1 0 1
1 1 1

Входи Вихiд
x1 x2 x1 ⊕ x2
0 0 0
0 1 1
1 0 1
1 1 0

Рисунок 4.6 – Таблицi iстинностi для трьох логiчних операцiй
«AND», «OR», «XOR» та їх iнтерпретацiя на площинi ознак

персептронного напряму Ф. Розенблатта з боку М. Мiнського та
С. Пейперта.

За умови зростання числа аргументiв ситуацiя катастрофi-
чна: вiдносне число функцiй, що характеризуються властивiстю лi-
нiйної роздiльностi рiзко зменшується. А значить рiзко звужується
клас функцiй, який може бути реалiзований персептроном (так зва-
ний клас функцiй, що має властивiсть персептронної репрезентацiї).
Вiдповiднi данi наведено в таблицi 4.1. Видно, що одношаровий пер-
септрон украй обмежений у своїх можливостях точно репрезенту-
вати наперед задану логiчну функцiю. Потрiбно зазначити, що пi-
знiше, на початку 70-х рокiв, це обмеження було подолано методом
уведення кiлькох шарiв нейронiв, проте критичне ставлення до кла-
сичного персептрона сильно заморозило загальне коло iнтересу та
наукових дослiджень у галузi штучних нейронних мереж.
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Загальна кiлькiсть
Кiлькiсть змiнних N можливих логiчних Лiнiйно роздiльних

функцiй (= 22
N )

1 4 4
2 16 14
3 256 104
4 65 536 1 882
5 > 1000000000 94 572

Таблиця 4.1 – Вiдсоток лiнiйно роздiльних функцiй вiд загальної
кiлькостi можливих логiчних функцiй

4.5. Сигмоїдальний нейрон

Нейрон сигмоїдального типу має структуру аналогiчну до
персептрона (див. рис. 4.5) iз тiєю вiдмiннiстю, що функцiя актива-
цiї є неперервною та може бути виражена у виглядi сигмоїдальної
функцiї (див. таблицю 1.1)

f(z) =
1

1 + e−βz
.

Параметр β вибирають iндивiдуально для кожної задачi. Сигмоїдну
функцiю за рiзних значень параметра β подано на рисунку 4.7а. Ви-
дно, що за малих значеннях параметра β функцiя є доволi плавна,
i зi збiльшенням параметра β вона стає бiльш рiзкою. У границi
β → ∞ сигмоїдна функцiя перетворюється на жорстку порогову
функцiю, iдентичну функцiї активацiї для персептрона.

Водночас основною вiдмiннiстю персептрона вiд сигмоїдаль-
ного нейрона є те, що персептрон на виходi дає бiнарне значення 0
або 1, визначаючи належнiсть кожного об’єкта дослiджуваної ви-
бiрки до одного з класiв «0» або «1»; тодi як сигмоїдальний нейрон
як вихiдний сигнал видає дiйсне число в iнтервалi (0, 1) тим самим
визначаючи ймовiрнiсть того чи iншого об’єкта належати до класу
«0» або «1».

Важливою властивiстю сигмоїдної функцiї є те, що її можна
продиференцiювати. Водночас похiдна df(z)/dz є також неперерв-
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а)
z

f

б)
z

f z

Рисунок 4.7 – Сигмоїдна функцiя активацiї: а) та її похiдна б) за
рiзних значень параметра β

на
df(z)

dz
= βf(z) (1− f(z)) .

Залежнiсть похiдної вiд аргументу має дзвоноподiбну форму, пока-
зану на рисунку 4.7б за рiзних значень параметра β. Сигмоїдний
нейрон зазвичай навчається з учителем за принципом мiнiмiзацiї
цiльової функцiї E, яку для j-того одиничного навчального набору
(xj, yj) визначають у такому виглядi:

E =
1

2
(ŷj − yj)

2,

де

ŷj = f(zj) = f

(
n∑

i=0

wixi

)
.

Застосування неперервної активацiйної функцiї дозволяє викори-
стати для навчання такого нейрона градiєнтнi методи. Найпростiше
реалiзувати метод градiєнтного спуску вiдповiдно до якого оновлен-
ня вектора вагових коефiцiєнтiв w = [w0, w1, . . . , wn]

T вiдбувається
в напрямку вiд’ємного градiєнта цiльової функцiї. Беручи похiдну
вiд цiльової функцiї E за вектором вагових коефiцiєнтiв w з ураху-
ванням виразу для очiкуваного значення вiдповiдi ŷj одержуємо:

∇jE =
dE

dw
= xj(ŷj − yj)

df(z)

dz
.
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У такому разi значення вагових коефiцiєнтiв оновлюються для ко-
жного j-го об’єкта вiдповiдно до формули

wt+1 = wt − αxj(ŷj − yj)
df(z)

dz
, z = wTxj

з темпом навчання α ∈ (0, 1).

4.6. Приклад застосування одношарового
персептрона та сигмоїдального нейрона

Одношаровий персептрон та сигмоїдальний нейрон можна
використати для задачi класифiкацiї на два класи за умови лiнiйної
роздiльностi класiв у просторi ознак.

Приклад : iснують вiдцифрованi чорно-бiлi зображення:
«0» – чорний пiксель, «1» – бiлий пiксель.

Завдання: навчити персептрон та сигмоїдальний нейрон кла-
сифiкувати зображення на два класи: вiдрiзняти темнi (бiльше ну-
лiв) та свiтлi (бiльше одиниць) рисунки.

Етапи розв’язання.
1. Згенерувати N наборiв 0 та 1 довжиною M , наприклад,

[0, 1, 1, 0, 1, 0, . . .],

[1, 0, 0, 0, 1, 0, . . .],

...
[0, 0, 1, 1, 0, 1, . . .].

2. Визначити значення цiльового вектора yj для кожного об’єкта
(набору) xj

yj =

⎧⎪⎪⎨
⎪⎪⎩
0, якщо

1

M

M∑
i=1

xij < 0.5

1, в iншому випадку

.

3. До кожного вектора xj додати ще один стовпчик (bias coeffi-
cient) до матрицi ознак для зсуву роздiляючої прямої вiдносно по-
чатку координат i встановити значення такими, що дорiвнюють 1.
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4. Подiлити всю вибiрку на навчальну та тестову.
5. Зафiксувати кiлькiсть епох навчання та крок навчання.
6. Побудувати алгоритм навчання персептрона та сигмоїдаль-

ний нейрона за δ-правилом.
7. Порахувати кiлькiсть неправильно класифiкованих об’єктiв

на навчальнiй вибiрцi. Зупинити процес навчання коли всi об’єкти
класифiковано вiрно.

8. Перевiрити роботу алгоритму на тестовiй вибiрцi. Пораху-
вати кiлькiсть неправильно класифiкованих об’єктiв.

Результат навчання.
Вiзуалiзацiя залежностi кiлькостi помилок класифiкацiї вiд

номера епохи навчання:

Персептрон Сигмоїдний нейрон
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Роздiл 2. Методи навчання
багатошарових нейронних мереж

Тема 5. Багатошаровi нейроннi мережi
прямого поширення. Багатошаровий

персептрон. Задача «XOR»

5.1. Багатошарова нейронна мережа

Багатошарова нейронна мережа складається з нейронiв, якi
розмiщенi на рiзних рiвнях, причому, окрiм вхiдного та вихiдного
шарiв, є ще як мiнiмум один внутрiшнiй (прихований) шар. Класи-
чний багатошаровий персептрон, репрезентований Румельхартом,
Гiнтоном i Вiльямсом, це нейронна мережа, яку використовували
як для задач класифiкацiї, так i задач регресiї. Його можна описа-
ти такими складовими:

• лiнiйна функцiя, яка агрегує вхiднi значення;
• сигмоїдна функцiя (функцiя активацiї);
• порогова функцiя для процесу класифiкацiї та функцiя iден-

тичностi для задач регресiї;
• функцiя втрат, що обчислює загальну помилку мережi;
• процедура навчання для налаштування вагових коефiцiєнтiв

мережi.

5.1.1. Лiнiйна функцiя

Функцiя лiнiйної агрегацiї така сама, як у персептрона та
сигмоїдного нейрона. Але з кiлькома вiдмiнностями, якi змiнюють
визначення, оскiльки ми маємо справу з кiлькома шарами та бло-
ками оброблення вхiдних сигналiв. На вiдмiну вiд одного нейрона,
де ми мали справу з вектором вагових коефiцiєнтiв w, кiлькiсть
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елементiв якого визначається кiлькiстю вхiдних сигналiв та дода-
тковим параметром змiщення в багатошарових мережах ваговi ко-
ефiцiєнти об’єднанi в матрицю.

Розглянемо спрощений приклад мережi, яка складається з:
• 3-х блокiв вхiдних сигналiв,
• 1-го прихованого шару з 2-ма нейронами,

як показано на рисунку 5.1. Вхiдний вектор для нашого першого

Рисунок 5.1 – Спрощений приклад мережi, що складається з трьох
входiв та одного прихованого шару з двох нейронiв

навчального прикладу виглядатиме так: x = [x1, x2, x3]. Оскiльки у
нас є три вхiднi сигнали, з’єднанi з прихованими двома нейронами,
то матриця вагових коефiцiєнтiв матиме розмiр [3× 2] i може бути
репрезентована у виглядi

W =

⎡
⎣ w11 w12

w21 w22

w31 w32

⎤
⎦ .

Вихiд лiнiйної функцiї дорiвнює множенню вектора x i матрицi W.
Для виконання множення в цьому разi нам потрiбно транспонувати
матрицю W щоб вiдповiдати кiлькостi стовпцiв у W з кiлькiстю
рядкiв у x, що в результатi дає

WT × x =

[
w11 w12 w13

w21 w22 w23

]⎡⎣ x1
x2
x3

⎤
⎦ =

[
w11x1 w12x2 w13x3
w21x1 w22x2 w23x3

]
.
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Цю матричну операцiю можна подати так:

zm = f(xn, wmn) = b+
∑
m

xnwmn. (5.1)

Iндекс m визначає номер рядка в матрицi WT та кiлькiсть
рядкiв у z, тодi як iндекс n нумерує колонки в матрицiWT та рядки
у x. Змiщення b додається до суми з метою спростити вивчення
належного порогу для функцiї.

5.1.2. Сигмоїдна функцiя

Кожен елемент zm вектора z стає вхiдним сигналом для си-
гмоїдної функцiї

am = σ(zm) =
1

1 + e−zm
. (5.2)

Результатом (виходом) функцiї σ(zm) є iнший вектор

aT = [a1, a2]

розмiрностi m, елементи якого визначають один вхiд для кожного
нейрона прихованого шару.

Тут a означає «активацiя», що є поширеним способом по-
значення результату прихованих шарiв. Цю сигмоїдну функцiю, що
«огортає» результат лiнiйної функцiї, зазвичай називають функцi-
єю активацiї. Iдея полягає в тому, що штучний нейрон «активу-
ється» бiльш-менш так само, як активується бiологiчний нейрон,
коли надходить достатньо сильний вхiдний сигнал. На цьому етапi
в мережi можна вибрати багато рiзних нелiнiйних функцiй (див.
таб. 1.1). На жаль, принципового способу вибору функцiй активацiї
для прихованих шарiв немає. Здебiльшого це питання проб i поми-
лок.

5.1.3. Результуюча функцiя

Для задач бiнарної класифiкацiї кожен вихiдний блок реа-
лiзує порогову функцiю

ŷ = f(am) =

{
+ 1, якщо am > 0.5

− 1, в iншому випадку
.
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Для задач регресiї (проблем, якi вимагають дiйсного вихi-
дного значення, як прогнозування доходу або тестових балiв) кожен
вихiдний блок реалiзує функцiю iдентичностi:

ŷ = f(am) = am.

Простiше кажучи, функцiя iдентифiкацiї повертає те саме значен-
ня, що й вхiд. Справа в тому, що am вже є результатом лiнiйної
функцiї, отже, це значення, яке нам потрiбно для таких задач.

Для задач багатокласової класифiкацiї ми можемо викори-
стовувати функцiю softmax:

ŷ = σ(z)j =
ezj∑K
k=1 e

zk
forj = 1, . . . ,K.

5.1.4. Функцiя витрат

Функцiя витрат (цiльова функцiя) є мiрою якостi мережi.
Традицiйно функцiя втрат зазвичай вiдноситься до вимiрювання
помилки для окремого навчального прикладу, функцiя вартостi –
до сукупної помилки для всього набору даних, а цiльова функцiя є
бiльш загальним термiном, що стосується будь-якої мiри загальної
помилки в мережi. Наприклад, «середня квадратична помилка»,
«сума квадратичної помилки» та «двiйкова перехресна ентропiя».
Часто всi цi термiни використовують як синонiми: усi вони стосую-
ться мiри продуктивностi мережi.

Для рiзних типiв задач зазвичай використовують рiзнi фун-
кцiї вартостi. У своїй оригiнальнiй роботi Румельхарт, Хiнтон та
Вiльямс використовували суму квадратiв помилок, визначену так:

E =
1

2

∑
k

(ak − yk), ak = ŷk. (5.3)

5.1.5. Пряме поширення

Усi нейроннi мережi можна роздiлити на двi частини: фазу
прямого поширення, де iнформацiя «тече» вперед для обчислен-
ня прогнозiв i помилок; i фаза зворотного поширення, де алгоритм
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зворотного поширення обчислює похiднi помилок та оновлює ваговi
коефiцiєнти мережi. На рисунку 5.2 показано мережу з двома ней-
ронами вхiдного шару, трьома нейронами одного прихованого шару
блоками та одним блоком виходу.

Рисунок 5.2 – Мережа прямого поширення з двома нейронами
вхiдного шару, трьома нейронами одного прихованого шару

блоками та одним блоком виходу

Фаза прямого поширення складається з «ланцюжка» всiх
крокiв, якi ми визначили досi: лiнiйної, сигмоїдної та порогової фун-
кцiї. Позначимо лiнiйну функцiю як λ(), сигмоїдну функцiю як σ(),
а порогову функцiю як τ() та подамо мережу на рисунку 5.2 у та-
кому виглядi:

ŷ = τ
(
σ(2)
(
λ(2)
(
σ(1)
(
λ(1) (xnwmn)

))))
.

Усi нейроннi мережi можна репрезентувати у виглядi ком-
позицiї функцiй, де кожен крок є вкладеним у наступний крок. На-
приклад, ми можемо додати додатковий прихований шар до мережi
на рисунку 5.2

ŷ = τ
(
σ(3)
(
λ(3)
(
σ(2)
(
λ(2)
(
σ(1)
(
λ(1) (xnwmn)

))))))
.
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5.2. Двошаровий персептрон

Як було показано в попереднiй лекцiї, одношаровий персе-
птрон здатен проводити класифiкацiю лiнiйно-роздiльних класiв,
як, наприклад, логiчнi операцiї «AND» або «OR». Проте, на пра-
ктицi частiше трапляються складнiшi завдання.

5.2.1. Задача лiнiйної нероздiльностi класiв

Наприклад, уявiмо, що класи наших образiв розподiленi так
як показано на рисунку 5.3. Видно, що в цьому разi неможливо

Рисунок 5.3 – Приклад вибiрки з лiнiйно нероздiльними класами

провести одну пряму для правильної класифiкацiї. Для цього, на-
приклад, можна провести двi прямi, як показано на рисунку 5.4.
У такому разi всi об’єкти, що знаходяться мiж цими прямими мо-
жна вiднести до одного класу (C1), а об’єкти, що знаходяться поза
прямими – до другого класу (C2).

Вибiрка на рисунках 5.3 та 5.4 є узагальненням логiчного
правила виключеного «АБО» («XOR»), якщо на вхiд подаються
лише сигнали 0 або 1, та мiтки класiв приймають значення 0 або 1
(див. рис. 4.6 справа).
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Рисунок 5.4 – Роздiлення вибiрки за допомогою двох прямих

5.2.2. Побудова двошарового персептрона для задачi
«XOR»

Легко показати, що для побудови класифiкатора для ло-
гiчної операцiї «XOR» достатньо використати двошаровий персе-
птрон iз двома нейронами на внутрiшньому шарi й кожна роздiлова
лiнiя може бути репрезентована окремим нейроном, а потiм, резуль-
тат їх класифiкацiї об’єднується результуючим нейроном вихiдного
шару. Типову нейронну мережу подано на рисунку 5.5.

Рисунок 5.5 – Типова нейронна мережа для побудови
класифiкатора для логiчної операцiї «XOR»
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Активацiйна функцiя кожного нейрона має вигляд як i для
одношарового персептрона

f(x) =

{
1, x ≥ 0

0, x < 0
.

Залишилося визначити значення вагових коефiцiєнтiв цiєї нейрон-
ної мережi для вирiшення поставленої задачi класифiкацiї. Для по-
чатку, припустимо, що перший нейрон прихованого шару буде фор-
мувати роздiльну пряму

x2 = −1 · x1 + 1.5.

Ураховуючи нашу формулу для роздiльної прямої для одношаро-
вого персептрона

x2 = −w1

w2
x1 − w3

w2
,

ваговi коефiцiєнтiв першого нейрона для x1, x2 можна покласти
рiвними

w1 = w2 = 1,

а вагу третього зв’язку покласти рiвним

w3 = −b · w2 = −1.5.

У результатi ми одержали пряму, яка формує подiл на площинi,
як показано на рисунку 5.6. Другий нейрон прихованого шару буде
формувати подiл прямою

x2 = −1 · x1 + 0.5

i значення вагових коефiцiєнтiв його зв’язкiв можна взяти рiвними

w1 = w2 = 1, та w3 = −0.5.

Одержуємо картину подiлу вибiрки як показано на рисунку 5.7.
Тепер нам потрiбно об’єднати результати їх роботи, щоб вийшла
область, яка повнiстю подiляє вибiрку. Якщо результати просто
скласти, то одержимо подiл, як показано на рисунку 5.8 злiва й
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Рисунок 5.6 – Подiл вибiрки «XOR» за допомогою першого
нейрона прихованого шару

Рисунок 5.7 – Подiл вибiрки «XOR» за допомогою другого
нейрона прихованого шару.

Рисунок 5.8 – Результат додавання роботи двох нейронiв

на виходi активацiйної функцiї побачимо результат класифiкацiї за
допомогою лише другого нейрона (порiвняй рисунок 5.8 справа та
рисунок 5.7). Якщо з другого вiдняти перше, то на входi вихiдно-

59



го нейрона отримуватимемо картину, як показано на рисунку 5.9.
Для надiйностi змiстимо цi значення на −0.5 та остаточно одер-

Рисунок 5.9 – Результат додавання роботи двох нейронiв

жимо значення вагових коефiцiєнтiв як показано на рисунку 5.10.
Цей приклад добре iлюструє, що додаючи новi нейрони, ми можемо

Рисунок 5.10 – Оптимальнi значення вагових коефiцiєнтiв для
класифiкатора для проблеми «XOR»

одержувати все бiльш складнi форми роздiльних опуклих областей,
одержанi комбiнацiєю лiнiй, що роздiляють, або гiперплощин. Це
приводить до бiльш складних схем класифiкацiї, що йде далеко за
межi лiнiйно-роздiльних образiв.
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Тема 6. Метод градiєнтного спуску
та алгоритм зворотного поширення

помилки

Для того щоб нейронна мережа давала правильнi вiдповiдi,
її потрiбно навчати, однак наскiльки б простою не була вiдповiдь, її
реалiзацiя в сенсi простоти залишає бажати кращого. Iснує кiлька
методiв навчання нейронних мереж. Найбiльш широко вживаними
є такi:

• метод зворотного поширення (Backpropagation);
• метод пружного поширення (Resilient propagation або Rprop);
• генетичний Алгоритм (Genetic Algorithm).
Основним алгоритмом є метод зворотного поширення по-

милки, який використовує алгоритм градiєнтного спуску.

6.1. Метод градiєнтного спуску

6.1.1. Поверхня помилок

Градiєнтний спуск – це спосiб знаходження локального мiнi-
муму або максимуму функцiї за допомогою руху вздовж градiєнта.
Для початку з’ясуємо що таке градiєнт i де вiн присутнiй у нашiй
нейроннiй мережi. Для цього розглянемо схематичний графiк, де за
вiссю абсцис будуть значення ваговi коефiцiєнти певного нейрона
wij , а за вiссю ординат – помилка ε, що вiдповiдає цьому ваговому
коефiцiєнту (рисунок 6.1).

Функцiя f(w) є залежнiстю помилки вiд вибраної ваги. Оскiль-
ки нейронна мережа може бути порiвняна iз сильно нелiнiйною
функцiєю, то й морфологiя залежностi помилки вiд вагового ко-
ефiцiєнта, тобто поверхня помилок багатошарового персептрона, є
невипуклою. Це означає, що iснує кiлька «долин», що характери-
зуються локальними мiнiмумами, а також глобальний мiнiмум. Ло-
кальнi мiнiмуми – це точки мiнiмальної похибки для окремої дiлян-
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Рисунок 6.1 – Залежнiсть помилки нейронної мережi вiд вагового
коефiцiєнта

ки поверхнi помилок (наприклад значення w = w2 на рисунку 6.1).
Глобальний мiнiмум – це точка, де помилка (тобто значення функцiї
вартостi) є мiнiмальною для всiєї поверхнi помилок. На рисунку 6.1
це точка (w3, ε3) або, iншими словами, те мiсце, де графiк пiдходить
ближче до осi абсцис. Ця точка означатиме, що вибравши значення
вагового коефiцiєнта w = w3 ми одержимо найменшу помилку ε3 i
внаслiдок цього – найкращий результат з усiх можливих. Рисунок
6.2 iлюструє цi концепцiї на тривимiрнiй поверхнi. Вертикальна вiсь
репрезентує похибку поверхнi, а двi iншi осi – рiзнi комбiнацiї ваго-
вих коефiцiєнтiв для мережi. На рисунку видно, що рiзнi комбiнацiї
вагових коефiцiєнтiв дають рiзнi значення похибки.

Знайти точку глобального мiнiмуму на поверхнi помилок мо-
жна за допомогою методу градiєнтного спуску (жовтим вiдрiзком
на графiку на рисунку 6.1 позначений градiєнт). Вiдповiдно, у ко-
жного вагового коефiцiєнту в нейромережi буде свiй графiк i гра-
дiєнт i в кожного треба знайти глобальний мiнiмум.

6.1.2. Iтеративна процедура пошуку мiнiмуму

Градiєнт – це вектор, що визначає крутiсть схилу та вка-
зує його напрямок щодо якоїсь iз точок на кривiй, у разi, коли w –
число, або поверхнi (гiперповерхнi), коли w є вектором з двома чи
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Рисунок 6.2 – Поверхня помилок багатошарового персептрона

бiльше координатами. Щоб знайти градiєнт потрiбно взяти похiдну
вiд залежностi f(w) у точцi, що визначається значенням певного ва-
гового коефiцiєнта (для прикладу w1, як показано на рисунку 6.1).
Рухаючись у напрямку цього градiєнта, ми будемо плавно скочу-
ватися в низину (у найближчий мiнiмум залежностi f(w)). Пiсля
певної кiлькостi iтерацiй руху в напрямку градiєнта ми досягнемо
цього мiнiмуму, як продемонстровано на схематичному рисунку 6.3,
де пронумеровано iтерацiї процедури спуску. по кривiй f(w).

Рисунок 6.3 – Схема руху в напрямку градiєнту до найближчого
мiнiмуму функцiї f(w)

Оскiльки пiд час iнiцiалiзацiї вагових коефiцiєнтiв нейрон-
ної мережi їм присвоюють випадковi значення, то початкове зна-
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чення помилки може бути досить високим, як, наприклад, ε1 (див.
рис. 6.1). Це значення i є точкою вiдлiку. Стартуючи iз цього значе-
ння потрiбно спуститися вниз до мiнiмум за допомогою градiєнта.
Для цього на шляху вниз у кожнiй точцi обчислюють градiєнт, що
буде показувати напрям спуску й пiд час змiни нахилу коригува-
ти його. Якщо схил буде прямим, то пiсля n-ої кiлькостi таких дiй
(iтерацiй) ми дiстанемося до мiнiмуму, але здебiльшого графiк фун-
кцiї буде хвилястий (як на рисунку 6.1) i досягнутий мiнiмум може
видатися локальним. Потрапляння в локальний мiнiмум загрожує
тим, що iтерацiйна процедура змiни значення вагового коефiцiєнта
w зупиниться на значеннi w2, водночас помилка стане незмiнною,
набуваючи значення ε2. Отже, в результатi iтерацiйної процедури
ми досягнемо певної рiвноваги, яку не зможемо порушити. Такий
результат призведе до того, що наша мережа не надасть нам пра-
вильної вiдповiдi.

6.1.3. Збурення й вiдхилення вiд локальної рiвноваги

Для того, щоб уникнути застрягання в локальних мiнiму-
мах використовують певне збурення – вiдхилення вiд рiвноваги.
Таке збурення дозволить покинути точку рiвноваги й за наявностi
поблизу локального максимуму пройти його та продовжити iтера-
цiйну процедуру пошуку глобального мiнiмуму. Iлюстрацiю впливу
збурення (моменту) наведено на рисунку 6.4. Тут стрiлками наве-
дено рух щодо залежностi помилки вiд вагового коефiцiєнта.

Таким чином, за вiдсутностi збурення ми «застрягнемо» в
локальному мiнiмумi, як показано на рисунку 6.4а. Урахування збу-
рення дозволить пройти локальний мiнiмум, запобiгаючи зупинки
роботи iтерацiйної процедури пошуку глобального мiнiмуму зале-
жностi помилки вiд вагового коефiцiєнта. Проте, за умови недо-
статнього збурення iтеративна процедура поверне нас назад до ло-
кального мiнiмуму (червона стрiлка), як показано на рисунку 6.4б.
Завеликi значення збурення можуть призвести до того, що подо-
лавши всi локальнi мiнiмуми й дiставшись глобального мiнiмуму
ми можемо проскочити глобальний мiнiмум (див. рис. 6.4в) i, якщо
поруч iз ним є ще й локальний мiнiмум, потрапити до нього. У кiн-
цевому результатi це не так важливо, оскiльки рано чи пiзно ми
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збурення вiдсутнє замале збурення

а) б)
завелике збурення оптимальне збурення

в) г)

Рисунок 6.4 – Схема руху в напрямку градiєнту до найближчого
мiнiмуму функцiї f(w): а) збурення вiдсутнє; б) замале збурення;

в) завелике збурення; г) оптимальне збурення

все одно повернемося назад у глобальний мiнiмум, але необхiдно
пам’ятати, що чим бiльшим є значення збурення, тим бiльше бу-
де розмах iз яким ми будемо аналiзувати морфологiю залежностi
помилки вiд вагового коефiцiєнта. Оптимальне значення збурення
дозволить швидко i без зайвих рухiв дiстатися до глобального мiнi-
муму, як наведено на рисунку 6.4г.
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6.2. Алгоритм зворотного поширення
помилки

Алгоритм зворотного поширення помилки використовують
для пошуку набору вагових коефiцiєнтiв, що мiнiмiзують помилку
за допомогою градiєнтного спуску.

Метою використання алгоритму зворотного поширення по-
милки є дiзнатися, як змiнюється помилка пiд час змiни вагових
коефiцiєнтiв мережi на мiзерну величину. Далi будемо використо-
вувати верхнiй iндекс L щоб iндексувати зовнiшню функцiю в мере-
жi. Наприклад, aL iндексує останню сигмоїдну функцiю активацiї
на вихiдному рiвнi, a(L−1) iндексує попередню функцiю активацiї
на прихованому шарi, i x(L−2) iндексує об’єкти у вхiдному шарi (якi
є єдиними речами в цьому шарi).

6.2.1. Пряме поширення сигналу мережею

Процедура корегування значень вагових коефiцiєнтiв та змi-
щень (у загальному випадку) починається з одержання результату
роботи мережi та розрахунку помилки на об’єктi навчальної ви-
бiрки. Для прикладу розглянемо просту мережу з двома входами,
двома прихованими шарами та одним виходом, схема якої показана
на рисунку 6.5.

Рисунок 6.5 – Схема багатошарової нейронної мережi.
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Рисунок 6.6 – Схема розрахунку входiв та виходiв нейронiв
першого прихованого шару
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Сумуючи добутки вагових коефiцiєнтiв wI
ij зi входами xi та

коефiцiєнтiв змiщення bIj одержуємо входи нейронiв першого при-
хованого шару zIj ; застосовуючи активацiйну функцiю f I першого
прихованого шару одержуємо вихiд aIj кожного j-го нейрона пер-
шого прихованого шару, як це продемонстровано на рисунку 6.6.

Проводячи аналогiчну процедуру розраховуємо виходи ней-
ронiв другого прихованого шару aIIj , як показано на рисунку 6.7, та
вихiд усiєї мережi ŷ, як показано на рисунку 6.8.

Рисунок 6.7 – Схема розрахунку входiв та виходiв другого
прихованого шару

На початковому етапi, звiсно, одержаний результат ŷ роботи
мережi буде вiдрiзнятися вiд бажаного – вiдомого значення y цiльо-
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Рисунок 6.8 – Схема розрахунку результату роботи мережi

вого вектора y для цього об’єкту навчальної вибiрки. Розраховуємо
помилку мережi роботи δ, як показано на рисунку 6.9.

Рисунок 6.9 – Схема розрахунку помилки мережi

6.2.2. Зворотне поширення для багатошарової мережi
з одним нейроном у кожному шарi

Для спрощення математичного подання далi не будемо вико-
ристовувати символ суми та опустимо нижнiй iндекс k. Багатоша-
ровий персептрон з одним входом, одним нейроном у прихованому
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Рисунок 6.10 – Багатошарова мережа з одним входом, одним
нейроном у прихованому шарi та одним виходом

шарi та одним виходом наведено на рисунку 6.10. Розберемо ал-
горитм зворотного поширення для цiєї спрощеної мережi, а потiм
розширимо для випадку мережi з кiлькома нейронами. Для побу-
дови алгоритму необхiдно враховувати таке:

• помилка E залежить вiд значення сигмоїдної функцiї акти-
вацiї a;

• значення функцiї активацiї сигмоїдної функцiї a залежить
вiд значення лiнiйної функцiї z;

• значення лiнiйної функцiї z залежить вiд величини вагових
коефiцiєнтiв w.
Отже, можна простежити змiну залежностi вiд вагових коефiцi-
єнтiв. Це означає, що ми повиннi вiдповiсти на три запитання в
ланцюжку.

1. Як змiниться помилка E, коли ми змiнимо активацiю a на
невелику величину?

2. Як змiниться активацiя a коли ми змiнимо активацiю z на
невелику величину?

3. Як змiниться активацiя z коли ми змiнимо значення вагових
коефiцiєнтiв w на невелику величину?

Таку послiдовнiсть можна математично виразити за допо-
могою ланцюгового правила обчислення в такий спосiб

∂E

∂w(L)
=

∂E

∂a(L)
× ∂a(L)

∂z(L)
× ∂z(L)

∂w(L)
(6.1)

Це є правило диференцiювання (взяття часткової похiдної)
вiд складної функцiї. Розглянемо кожну частину окремо. Похiдна
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похибки (5.3) вiд сигмоїдної функцiї активацiї a

∂E

∂a(L)
= a(L) − y.

Далi похiдна сигмоїдної функцiї (5.2) вiд лiнiйної функцiї z

∂a(L)

∂z(L)
= a(L)

(
1− a(L)

)
.

Нарештi похiдна лiнiйної функцiї (5.1) вiдносно вагових коефiцiєн-
тiв

∂z(L)

∂w(L)
= a(L−1).

Отже, похiдна (6.1) набуває вигляду

∂E

∂w(L)
=
(
a(L) − y

)
× a(L)

(
1− a(L)

)
× a(L−1). (6.2)

На цьому етапi ми з’ясували, як змiнюється помилка, коли ми змi-
нюємо ваговi коефiцiєнти w(L), що з’єднують прихований i вихiдний
шари. Далi нам потрiбно знати, як змiнюється помилка, коли ми ре-
гулюємо ваговi коефiцiєнти w(L), що з’єднують вхiдний i прихова-
ний шари. Для цього застосовуємо правило ланцюга знову й знову,
поки не досягнемо результату

∂E

∂w(L−1)
=

∂E

∂a(L)
× ∂a(L)

∂z(L)
× ∂z(L)

∂a(L−1)
× ∂a(L−1)

∂z(L−1)
× ∂z(L−1)

∂w(L−1)
. (6.3)

Беручи частинковi похiднi замiсть рiвняння (6.3) одержуємо

∂E

∂w(L−1)
=
(
a(L) − y

)
× a(L)

(
1− a(L)

)
× w(L) × a(L−1)

(
1− a(L−1)

)
× x(L−1).

(6.4)

Вiдповiдно до визначення лiнiйної функцiї (5.1) для похiдної цiльо-
вої функцiї (5.3) вiд коефiцiєнта змiщення b для першого та другого
шарiв маємо

∂E

∂b(L)
=
(
a(L) − y

)
× a(L)

(
1− a(L)

)
(6.5)
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та

∂E

∂b(L−1)
=
(
a(L) − y

)
× a(L)

(
1− a(L)

)
× w(L) × a(L−1)

(
1− a(L−1)

)
.

(6.6)

Отже, кожного разу, коли ми навчаємо нейронну мережу зi зво-
ротним поширенням помилки, нам потрiбно обчислити похiднi для
всiх вагових коефiцiєнтiв i змiщень усiх нейронiв в усiх прихованих
шарах i вихiдного шару.

6.2.3. Багатошарова мережа з декiлькома нейронами
в кожному шарi

Ми розглянули мережу з одним нейроном на кожному шарi,
проте практично всi нейроннi мережi мають бiльше нiж один ней-
рон на кожному шарi. Єдина вiдмiннiсть мiж виразами, наведени-
ми в попередньому роздiлi, полягає в кiлькох додаткових iндексах.
Наприклад, ми можемо використовувати iндекс j щоб iндексувати
нейрони у вихiдному шарi, iндекс k для iндексування нейронiв у
прихованому шарi та iндекс i щоб iндексувати нейрони у вхiдному
шарi. Також необхiдно враховувати iндекси для вагових коефiцiєн-
тiв. Для будь-якої мережi з декiлькома нейронами на кожному шарi
кiлькiсть вагових коефiцiєнтiв буде бiльшою за кiлькiсть нейронiв.
Це означає, що нам знадобляться два iндекси для iдентифiкацiї ко-
жного вагового коефiцiєнта. Це видно в матрицi вагових коефiцi-
єнтiв на рисунку 5.2. Ми будемо iндексувати ваговi коефiцiєнти як
wn1,n2, де n1 – нейрон iз якого iде сигнал, n2 – нейрон до якого
iде сигнал. Наприклад, ваговi коефiцiєнти в шарi (L) одержують
iндекси wjk, як показано на рисунку 6.11.

Ураховуючи всi цi позначення, наше початкове рiвняння (6.1)
для похiдної похибки з ваговими коефiцiєнтами для шару (L) пере-
пишемо у виглядi

∂E

∂w
(L)
jk

=
∂Ei

∂a
(L)
j

× ∂a
(L)
j

∂z
(L)
j

× ∂z
(L)
j

∂w
(L)
jk

. (6.7)
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Рисунок 6.11 – Багатошаровий персептрон iз кiлькома нейронами
на кожному шарi

З урахуванням усiх похiдних маємо

∂E

∂w
(L)
jk

=
(
a
(L)
j − y

)
× a

(L)
j

(
1− a

(L)
j

)
× a

(L−1)
j . (6.8)

Друге, що потрiбно враховувати, це що кожна сигмоїдна активацiя
a з (L − 1) шарiв впливає на помилку через кiлька шляхiв (при-
пускаючи мережу з кiлькома вихiдними нейронами). На рисунку
6.11 це показано синiми та червоними пiдключеннями до вихiдного
шару. Щоб вiдобразити це, ми додаємо символ пiдсумовування, i
вираз для похiдної помилки вiд сигмоїдної активацiї стає таким:

∂E

∂a
(L−1)
k

=
∑
j

∂E

∂a
(L)
j

× ∂a
(L)
j

∂z
(L)
j

× ∂z
(L)
j

∂a
(L−1)
k

. (6.9)

Тепер, ураховуючи як новi iндекси, так i пiдсумовування для ∂E

∂a
(L−1)
k

,

ми можемо ще раз застосувати ланцюгове правило для обчислення
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похiдних похибок для вагових коефiцiєнтiв w на шарi (L− 1) як

∂E

∂w
(L−1)
ki

=

⎛
⎝∑

j

∂E

∂a
(L)
j

× ∂a
(L)
j

∂z
(L)
j

× ∂z
(L)
j

∂a
(L−1)
k

⎞
⎠

× ∂a
(L−1)
k

∂z
(L−1)
k

× ∂z
(L−1)
k

∂w
(L−1)
k

.

(6.10)

Замiнюючи фактичнi похiднi для кожного виразу, ми одержуємо
∂E

∂w
(L−1)
ki

=
(
a
(L)
j − y

)
× a

(L)
j

(
1− a

(L)
j

)

× w
(L)
jk × a

(L−1)
k

(
1− a

(L−1)
k

)
× xL−1

i .

(6.11)

Аналогiчно, використовуючи новi iндекси для похiдної помилки вiд
змiщення одержуємо

∂E

∂b
(L)
j

=
(
a
(L)
j − y

)
× a

(L)
j

(
1− a

(L)
j

)
(6.12)

та
∂E

∂b(L−1)
=
(
a
(L)
j − y

)
× a

(L)
j

(
1− a

(L)
j

)
× w

(L)
jk × a

(L−1)
k

(
1− a

(L−1)
k

)
.

(6.13)

Отже, ми одержали вирази для всiх елементiв алгоритму зворотно-
го поширення помилки.

6.2.4. Оновлення вагових коефiцiєнтiв

Використовуючи обчисленi градiєнти для всiх вагових кое-
фiцiєнтiв i змiщень можемо оновлювати значення вагових коефiцi-
єнтiв та змiщення. Це роблять за стандартної процедури градiєн-
тного спуску. Так для вагових коефiцiєнтiв i параметра змiщення
на шарi (L) маємо

w
(L)
jk = w

(L)
jk − η × ∂E

∂w
(L)
jk

b(L) = b(L) − η × ∂E

∂b(L)
.

(6.14)
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Для шару (L− 1) маємо такi рiвняння:

w
(L−1)
ki = w

(L−1)
ki − η × ∂E

∂w
(L−1)
ki

b(L−1) = b(L−1) − η × ∂E

∂b(L−1)
.

(6.15)

Тут η визначає крок навчання.
Зворотне поширення помилки – ефективний та популярний

алгоритм навчання багатошарових нейронних мереж, за його допо-
могою вирiшують численнi практичнi завдання.

Багатокритерiальна задача оптимiзацiї в методi зворотного
поширення сприймається як набiр однокритерiальних завдань – на
кожнiй iтерацiї вiдбуваються змiни значень параметрiв мережi, якi
полiпшують роботу лише з одним прикладом навчальної вибiрки.
Такий пiдхiд iстотно зменшує швидкiсть навчання. Модифiкацiї ал-
горитму зворотного поширення пов’язанi з використанням рiзних
функцiй похибки, рiзних процедур визначення напрямку та вели-
чини кроку.

6.2.5. Локальний градiєнт нейронiв кожного шару

Процедуру оновлення значень вагових коефiцiєнтiв w та змi-
щень b можна подати за допомогою уведення локального градiєнта
нейронiв кожного шару. Аналiз формул для похiдних (6.8) i (6.12)
дозволяє зробити висновок про те, що вираз(

a
(L)
j − y

)
× a

(L)
j

(
1− a

(L)
j

)
є локальним градiєнтом для нейронiв вихiдного шару, який можна
подати в спрощеному виглядi δ

(
df III/dzIII1

)
у випадку одного ней-

рону на вихiдному шарi, як на рисунку 6.9 з урахуванням a
(L)
j = ŷ,

та де-якої активацiйної функцiї f III. У такому разi в рiвняннях
(6.11) i (6.13) локальний градiєнт для кожного нейрона k внутрi-
шнього шару має вигляд

δ
df III

dzIII1

wIII
k1

df II

dzIIk
. (6.16)
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Рисунок 6.12 – Схема розрахунку помилок на кожному нейронi
другого прихованого шару

Вiдповiдно до одержаного виразу можна визначити, що помилка на
кожному k-му нейронi на внутрiшньому шарi з iндексом II є

δIIk = δ
df III

dzIII1

wIII
k1 . (6.17)

Розрахунок помилок на кожному нейронi другого прихованого ша-
ру (передостаннього) для нейронної мережi з рисунка 6.5 вiдповiдно
до рiвняння (6.17) проводять за схемою, поданою на рисунку 6.12.

За аналогiєю, враховуючи, що на шарi з iндексом II бiль-
ше одного нейрона, проводимо розрахунок помилок δIk для всiх k
нейронiв першого прихованого шару, як показано на рисунку 6.13.
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Рисунок 6.13 – Схема розрахунку помилок на кожному нейронi
першого прихованого шару
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У такий спосiб ми можемо розрахувати всi помилки на усiх
нейронах прихованих шарiв (див. рис. 6.14).

Рисунок 6.14 – Розрахованi помилки на кожному нейронi

Останнiй етап – коригування вагових коефiцiєнтiв та змi-
щень вiдповiдно до простих спiввiдношень, як показано на рисунку
6.15, iз використанням загальної помилки роботи мережi.

Рисунок 6.15 – Коригування вагових коефiцiєнтiв i змiщень
вихiдного шару

Формули для коригування вагових коефiцiєнтiв i змiщень
для всiх iнших (прихованих) шарiв є топологiчно однаковими та
враховують помилку на конкретному нейронi кожного шару. Схе-
му розрахункiв нових значень вагових коефiцiєнтiв w та змiщень b
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для нейронiв другого прихованого шару (передостаннього в поданiй
мережi) наведено на рисунку 6.16.

Рисунок 6.16 – Коригування вагових коефiцiєнтiв i змiщень
другого прихованого шару

Зрештою, використовуючи помилки на нейронах першого
прихованого шару проводимо коригування вагових коефiцiєнтiв та
змiщень цього шару за аналогiчними формулами, як це показано
на рисунку 6.17. Вiдмiннiстю в позначеннях у формулах для роз-
рахунку вагових коефiцiєнтiв для другого та першого прихованих
шарiв є те, що в другому прихованому шарi на вхiд подаються ре-
зультати активацiйної функцiї першого прихованого шару aIk, тодi
як на вхiд до першого прихованого шару подаються безпосередньо
вхiднi сигнали xk мережi.
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Рисунок 6.17 – Коригування вагових коефiцiєнтiв i змiщень
першого прихованого шару
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Тема 7. Модифiкацiї методу
зворотного поширення. Способи
навчання. Збiжнiсть алгоритму
навчання. Перенавчання

7.1. Модифiкацiї алгоритму зворотного
поширення помилки

Пiд час навчання нейронної мережi методом зворотного по-
ширення помилки може виявитися низка проблем, притаманних
градiєнтним методам оптимiзацiї.

Проблема 1. Збiжнiсть алгоритму.Ця проблема пов’язана
з вибором розмiру кроку (коефiцiєнта швидкостi навчання), що є
найважливiшим параметром, що впливає швидкiсть навчання ме-
режi. Однiєю з важливих умов збiжностi алгоритму є вибiр опти-
мального кроку, що визначає темп навчання. Одним зi способiв пiд-
вищення швидкостi є використання адаптивних алгоритмiв вибору
кроку в процесi навчання.

Проблема 2. Паралiч мережi. У процесi навчання мере-
жi значення вагових коефiцiєнтiв можуть бути дуже великими. На-
слiдком цього буде змiщення робочих точок на сигмоїдах в область
насичення, де значення вихiдної функцiї нейронiв дуже великi, а
значення похiдної цiєї функцiї дуже малi. Уникнути цього можна
зменшенням коефiцiєнта швидкостi навчання, але збiльшується час
навчання.

Проблема 3. Локальнi пастки. Метод використовує гра-
дiєнтний спуск поверхнею помилки, безперервно пiдлаштовуючи ва-
ги до мiнiмуму помилки. Поверхня помилки складної мережi за-
звичай сильно порiзана та складається з пагорбiв, долин, складок
та ярiв у просторi високої розмiрностi. Мережа може потрапити в
локальний мiнiмум (неглибоку долину), тодi як поруч є глибший
мiнiмум. У точцi локального мiнiмуму всi напрями (також, як i в
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глобальному мiнiмумi) ведуть угору, i мережа не здатна з нього
самостiйно вибратися.

У таких випадках зазвичай рятують стохастичнi методи. Ме-
режу «вибивають» iз пастки локального мiнiмуму шляхом присво-
єння параметрам мережi випадкових значень iз заданого дiапазону,
пiсля чого продовжується звичайна процедура градiєнтного спуску.

Алгоритм зворотного поширення помилки дiє iтеративно.
На кожному кроцi на вхiд мережi почергово подаються всi навчаль-
нi приклади, вихiднi значення мережi порiвнюють iз бажаними зна-
ченнями та обчислюють похибку. Значення похибки, а також градi-
єнта поверхнi станiв використовують для корекцiї вагових коефiцi-
єнтiв, i дiї повторюються. Процес навчання припиняють або якщо
пройдено певну кiлькiсть епох, або якщо похибка досягає певного
рiвня малостi, або якщо похибка перестає зменшуватися.

7.1.1. Iнерцiйний алгоритм

.
Вiдповiдно до методу градiєнтного спуску загалом ваговi ко-

ефiцiєнти оновлюються за таким правилом

w(t+ 1) = w(t)− η
∂E

∂w(t)
, (7.1)

де t позначає епоху навчання. Тодi величину змiни значень вагових
коефiцiєнтiв Δw(t) = w(t+ 1)− w(t) дають виразом

Δw(t) = −η∂E
∂w

. (7.2)

Iнерцiйний алгоритм ґрунтується на додаваннi «iнерцiйно-
стi» в алгоритм зворотного поширення помилки шляхом уведення
моменту iнерцiйностi μ ∈ (0, 1), коли вплив градiєнта на змiну ва-
гових коефiцiєнтiв накопичується з часом

Δw(t) = −η∂E
∂w

+ μΔw(t− 1). (7.3)

Якiсно вплив моменту на процес навчання можна пояснити так:
припустимо, що градiєнт ∂E

∂w змiнюється плавно, тому впродовж де-
якого часу його змiною можна знехтувати (ми знаходимося далеко
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вiд мiнiмуму поверхнi помилки). Тодi змiну вагових коефiцiєнтiв
можна записати у виглядi

Δw(t) = −η∂E
∂w

(
1 + μ+ μ2 + μ3 + . . .

) � − η

1− μ

∂E

∂w
. (7.4)

У цьому разi ефективний темп навчання збiльшується, причому
iстотно, якщо момент μ → 1. Навпаки, поблизу мiнiмуму поверхнi
помилки, коли напрям градiєнта постiйно змiнює знак через описанi
вище осциляцiї, змiна значень вагових коефiцiєнтiв Δw(t) визнача-
ють рiвнянням

Δw(t) = −η∂E
∂w

(
1− μ+ μ2 − μ3 + . . .

) � − η

1 + μ

∂E

∂w
. (7.5)

Отже, ефективний темп навчання сповiльнюється до значення, близь-
кого до η.

Отже, уведення iнерцiї в алгоритм навчання дозволяє ада-
птивно змiнювати швидкiсть навчання на пологих схилах поверхнi
цiльової функцiї якостi – збiльшувати довжину кроку навчання, а
в крутих мiсцях – скорочувати їх.

Додаткова перевага вiд уведення моменту – це здатнiсть, що
з’являється у алгоритму для подолання дрiбних локальних мiнi-
мумiв. Коефiцiєнт згладжує рiзкi стрибки перемiщення поверхнею
цiльової функцiї, доповнюючись значенням змiни вагових коефiцi-
єнтiв на попереднiй iтерацiї. У результатi, «розiгнавшись», нейроме-
режа може за iнерцiєю долати невеликi локальнi мiнiмуми поверхнi
помилки, застрягаючи лише в глибоких значущих мiнiмумах.

До недолiкiв цього методу можна вiднести уведення ще одно-
го глобального налаштовуваного параметра, тодi як пiд час навчан-
ня нейромереж необхiдно прагнути до вiдсутностi таких нав’язуваних
алгоритму зовнi параметрiв.

7.1.2. Зменшення вагових коефiцiєнтiв

Iнодi деякi ваговi коефiцiєнти набувають занадто великих
значень i вже самi визначають поведiнку мережi. Зазначена моди-
фiкацiя дозволяє дещо уникнути цього

Δw(t) = −η∂E
∂w

− γΔw(t− 1), (7.6)
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де γ лежить у дiапазонi [0; 1]. Унаслiдок цього середнє значення
вагових коефiцiєнтiв зменшується.

7.1.3. Вiдкладене навчання

Стандартний алгоритм зворотного поширення помилки є ти-
повим алгоритмом навчання «на льоту». Це означає, що модифiка-
цiя вагових коефiцiєнтiв вiдбувається безпосередньо пiсля пред’явлення
кожного об’єкта. У разi вiдкладеного навчання ваговi коефiцiєнти
оновлюються лише пiсля пред’явлення мережi всiєї навчальної ви-
бiрки. Тобто всi зразки обробляються мережею, помилки обчислю-
ються, вiдбувається зворотне поширення, але змiни вагових коефi-
цiєнтiв не вiдбувається, вони накопичуються й модифiкацiя роби-
ться пiсля проходження всiєї навчальної вибiрки. Хоча цей метод
не завжди забезпечує швидку збiжнiсть, вiн має ще одну перевагу:
немає необхiдностi пред’являти зразки у випадковому порядку.

7.1.4. Метод RProp

Метод RProp (Resilient Propogation – пружне, еластичне по-
ширення) – модифiкацiя алгоритму зворотного поширення помил-
ки, у якiй кожний ваговий коефiцiєнт має свiй адаптивний темп на-
вчання η. Алгоритм RProp використовує знаки частинних похiдних
для визначення величини корекцiї кожного вагового коефiцiєнта.

Для обчислення значення корекцiї вагового коефiцiєнта ви-
користовують таке правило:

Δw
(t)
ij =

⎧⎪⎪⎪⎨
⎪⎪⎪⎩
η+δ

(t)
ij , якщо

∂E(t)

∂wij

∂E(t−1)

∂wij
> 0

η−δ(t)ij , якщо
∂E(t)

∂wij

∂E(t−1)

∂wij
< 0

. (7.7)

Якщо на поточному кроцi частинна похiдна за вiдповiдним
ваговим коефiцiєнтом wij змiнила знак, то iз цього випливає, що
остання змiна була занадто великою та алгоритм проскочив локаль-
ний мiнiмум. Отже, величину змiни необхiдно зменшити в η− ≤ 1
разiв. Якщо знак частинної похiдної не змiнився, потрiбно збiль-
шити величину корекцiї на η+ > 1 задля бiльш швидкої збiжностi.
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Потiм пiдлаштовуються ваговi коефiцiєнти

Δw
(t+1)
ij = Δw

(t)
ij +Δ

(t)
ij . (7.8)

Переваги методу RProp полягають у прискореннi збiжностi в 4–5
разiв порiвняно зi стандартним алгоритмом зворотного поширення
помилки.

7.2. Способи навчання багатошарових
нейронних мереж

Навчання можна проводити трьома способами:
• стохастичним (stochastic);
• пакетним (batch);
• мiнi-пакетним (mini-batch).
Iснує дуже багато статей та дослiджень на тему того, який iз

методiв кращий i нiхто не може дiйти загальної вiдповiдi. Водночас
кожен метод має свої плюси та мiнуси.

Стохастичний (його ще iнодi називають онлайн) спосiб пра-
цює за таким принципом: на вхiд нейронної мережi подають по
одному прикладу. Для кожного прикладу розраховують рiзницю
вагових коефiцiєнтiв Δw i вiдразу оновлюють вiдповiднi ваговi ко-
ефiцiєнти.

Пакетний спосiб працює iнакше: на вхiд нейронної мережi
по черзi подають декiлька прикладiв (пакет). Для кожного прикла-
ду розраховують вiдповiдне значення Δw. Далi, для всiх прикладiв
проводять пiдсумовування усiх вагових коефiцiєнтiв на поточнiй
iтерацiї i лише потiм оновлюють усi ваговi коефiцiєнти, використо-
вуючи цю суму. Один iз найважливiших плюсiв такого пiдходу – це
значна економiя часу на обчислення. Недолiком є те, що при такому
способi точнiсть роботи мережi може бути нижчою.

Мiнi-пакетний спосiб є золотою серединою. У ньому поєд-
нанi плюси обох методiв. Принцип цього способу полягає в такому:
у вiльному порядку розподiляють об’єкти по групах i змiнюються
їх ваговi коефiцiєнти на суму Δw всiх вагових коефiцiєнтiв у тiй чи
iншiй групi.
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7.3. Гiперпараметри та збiжнiсть мережi

Гiперпараметри – це значення, що потрiбно пiдбирати вру-
чну й часто методом спроб i помилок. Серед таких параметрiв мо-
жна видiлити:

• параметр збурення (момент);
• коефiцiєнт швидкостi навчання;
• кiлькiсть прихованих шарiв;
• кiлькiсть нейронiв у кожному шарi;
• наявнiсть або вiдсутнiсть нейронiв змiщення.
В рiзних типах нейронних мереж наявнi додатковi гiперпа-

раметри, але про них тут ми не говоритимемо. Пiдбiр правильних
гiперпараметрiв дуже важливий i безпосередньо впливатиме на збi-
жнiсть нейронної мережi. Зрозумiти, чи необхiдно використовувати
нейрони змiщення чи нi, досить просто. Кiлькiсть прихованих шарiв
i нейронiв у них можна обчислити перебором, ґрунтуючись на одно-
му простому правилi – чим бiльше нейронiв, тим точнiше результат
i тим експоненцiйно бiльший час, що буде необхiдний для навчання
нейронної мережi. Однак потрiбно пам’ятати, що не варто робити
нейронну мережу з 1 000 нейронiв для вирiшення простих завдань.
А ось iз вибором значення збурення (моменту) та швидкостi навча-
ння все трохи складнiше. Цi гiперпараметри будуть змiнюватися,
залежно вiд поставленого завдання та архiтектури нейронної мере-
жi. Наприклад, для вирiшення «XOR» швидкiсть навчання може
бути в межах 0.3−−0.7, але в нейроннiй мережi що аналiзує та пе-
редбачає цiну акцiй, швидкiсть навчання вище 0.00001 призводить
до поганої збiжностi. Тому настроювання гiперпараметрiв зазвичай
проводять експериментальним способом для конкретної архiтекту-
ри нейронної мережi та специфiки задачi.

Збiжнiсть нейронної мережi говорить про те, чи правильно
була обрана архiтектура нейронної мережi nf чи правильно були
пiдiбранi гiперпараметри вiдповiдно до поставленого завдання. У
процесi навчання нейронної мережi розраховують помилку, яку ро-
бить мережа, на кожнiй епосi навчання. Аналiзуючи динамiку змiнi
помилки мережi можна судити про збiжнiсть нейронної мережi.

У разi коли зi збiльшенням епохи навчання помилка поводи-
ться немонотонно: то збiльшується, то зменшується (див. рис. 7.1а),
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Рисунок 7.1 – Збiжнiсть нейронної мережi

або досягає певного досить високого стацiонарного значення (рис. 7.1б),
то нейронна мережа не збiгається. У 99 % випадкiв це вирiшують
змiною гiперпараметрiв; 1 %, що залишився, означатиме, що ар-
хiтектура нейронної мережi для поставленої задачi обрана непра-
вильно. Якщо ж зi збiльшенням номера епохи навчання помилка
монотонно спадає (див. рис. 7.1в), то нейронна мережа збiгається,
а всi гiперпараметри та архiтектура мережi пiдiбранi правильно.

7.4. Перенавчання нейронної мережi

Також буває, що на збiжнiсть нейронної мережi впливає її
перенавчання. Перенавчання, як випливає з назви, це стан нейроме-
режi, коли вона перенасичена даними. Ця проблема виникає, якщо
занадто довго навчати мережу на тих самих даних. Iншими слова-
ми, мережа почне не вчитися на даних, а запам’ятовувати й зубрити
їх. Вiдповiдно, коли до цiєї перенавченої мережi на вхiд подавати-
муться новi данi, то в одержаних даних може з’явитися шум, який
впливатиме на точнiсть результату.

Наприклад, якщо нейроннiй мережi пред’являти рiзнi фото-
графiї яблук (лише червонi) й говорити, що це яблуко, то коли на
вхiд нейронної мережi подадуть жовте або зелене яблуко, вона не
зможе визначити, що це яблуко, оскiльки вона запам’ятала, що всi
яблука мають бути червоними. I навпаки, коли нейроннiй мережi
подати на вхiд зображення чогось червоного й за формою, що збi-
гається з яблуком, наприклад персик, вона скаже, що це яблуко.
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а)

перенавчання
оптимальний варіант

б)

Рисунок 7.2 – Перенавчання нейронної мережi для: а) задачi
регресiї; б) задачi класифiкацiї

Це i є шум. Схематично приклад перенавчання мережi наведено на
рисунку 7.2 для випадку задачi регресiї (рис. 7.2а) та задачi класи-
фiкацiї (рис. 7.2б).

Видно, що графiк функцiї (помаранчева крива на рисунку)
сильно коливається вiд точки до точки, якi є вихiдними даними (ре-
зультатом) нашої нейронної мережi. В iдеалi цей графiк повинен бу-
ти менш хвилястий i прямий (зелена пряма на рисунку). Щоб уни-
кнути перенавчання, не потрiбно довго тренувати нейронну мережу
на одних i тих самих або дуже схожих даних. Також, перенавчання
може бути викликане великою кiлькiстю параметрiв, якi нейронна
мережа одержує на вхiд, або надто складною архiтектурою мере-
жi. Отже, коли виникають помилки (шум) у вихiдних даних пiсля
етапу навчання, необхiдно використовувати один iз методiв регуля-
ризацiї, але здебiльшого це не знадобиться.

Ефект перенавчання можна контролювати в процесi навчан-
ня. Для цього з навчальної вибiрку вибирають данi для вибiрки ва-
лiдацiї. На вхiд нейронної мережi подають усi об’єкти з навчальної
вибiрки й на кожнiй епосi навчання розраховують критерiй якостi
роботи мережi (загальну помилку) на кожнiй множинi: навчальнiй
та валiдацiйнiй iз навчальної вибiрки. У результатi одержують за-
лежностi загальної помилки для кожної множини, як показано на
рисунку 7.3.
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множина валідації
навчальна множина

межа 
перенавчання

1     2      3      4 …

Рисунок 7.3 – Контроль перенавчання на навчаннi

Якщо пiсля певної iтерацiї (епохи навчання) графiки зале-
жностi помилки вiд епохи починають розбiгатися, то можна з упев-
ненiстю стверджувати, що нейронна мережа починає перенавчатися
й процес навчання треба зупиняти. У такому разi найкращi значе-
ння вагових коефiцiєнтiв вiдповiдають межi перенавчання. У цьо-
му пiдходi множина валiдацiї, що є частиною загальної навчальної
вибiрки, також бере участь у навчаннi нейронної мережi та нала-
штовуваннi вагових коефiцiєнтiв. Для об’єктивної перевiрки якостi
роботи нейронної мережi використовують тестову вибiрку, прикла-
ди (об’єкти) якої на брали участi в процесi навчання.

Отже, для контролювання процесу навчання на рахунок пе-
ренавчання весь набiр даних потрiбно розбивати на три множини:
навчальну, валiдацiйну та тестову.
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Тема 8. Приклади задач
iз багатошаровими нейронними
мережами прямого поширення

8.1. Апроксимацiя заданої функцiї

8.1.1. Постановка задачi

Нехай iснують протабульованi значення вимiрювання (зале-
жна змiна y) вiд незалежної змiнної x: y = f(x).

Завдання: навчити нейронну мережу прямого поширення апро-
ксимувати табульованi данi.

Для розв’язання цiєї задачi спочатку треба згенерувати на-
вчальну вибiрку, а саме N значень незалежної змiнної x у фiксова-
ному iнтервалi x ∈ [a, b]. Далi треба визначити значення цiльового
вектора – обрати тип нелiнiйної немонотонної функцiї f(x), яку бу-
демо апроксимувати.

Для прикладу розглянемо функцiю f(x) = sin(x) на iнтерва-
лi xtrain ∈ [0, 10) з кроком 0.1, що даєN = 100 об’єктiв (xtrain, ytrain).

За тестову вибiрку можна взяти значення незалежної змiн-
ної xtest = xtrain + 0.05 та визначити значення цiльового вектора
для тестової вибiрки ytest = f(xtest).

8.1.2. Кроки реалiзацiї

Наступним кроком є iнiцiалiзацiя нейронної мережi. Для по-
ставленої задачi апроксимацiї функцiї на вхiд двошарової нейронної
мережi подається один сигнал – кожне значення xtrain. На виходi
нейронної мережi буде один нейрон, який буде видавати значення
апроксимацiї для значення xtrain. Кiлькiсть n нейронiв у приховано-
му шарi буде визначати розмiрнiсть матриць вагових коефiцiєнтiв
wI
1n та wII

n1, а також та довжину вектору змiщень bIn. На вихiдному
шарi буде одне значення змiщення bII1 . Для цiєї задачi для нейронiв
прихованого шару можна обрати сигмоїдну функцiю активацiї. Для
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нейрона вихiдного шару можна лiнiйну функцiю активацiї. Стру-
ктура двошарової нейронної мережi матиме вигляд, як показано на
рисунку 8.1.

…

Внутрішній шар
з нейронів

Вихідний шар
Вхідний шар

Сигмоїдна функція активації

Лінійна 
функція активації

Рисунок 8.1 – Структура двошарової нейронної мережi для задачi
апроксимацiї функцiї

Далi необхiдно зафiксувати кiлькiсть епох навчання, крок
навчання та допустиму похибку ε. Похибку навчання можна визна-
чити як задане мiнiмальне значення середньоквадратичної помилки
для всiх значень навчальної вибiрки. Водночас умовою припинення
навчання може бути:

• досягнення зафiксованої кiлькостi епох навчання;
• або умови, коли загальна помилка апроксимацiї для всiх зна-

чень навчальної вибiрки стане меншою за фiксоване значення ε.
Тепер, використовуючи метод зворотного поширення помил-

ки навчаємо нейронну мережу апроксимувати задану функцiю f(x)
використовуючи данi табуляцiї (xi, yi) з (xtrain, ytrain) для i = 1, . . . , N .
Для кожної епохи навчання розраховувати загальну (середню) по-
милку апроксимацiї.

Типовi результати залежностi середньоквадратичної помил-
ки вiд номера епохи навчання на навчальнiй вибiрцi в процесi на-
вчання нейронної мережi подано на рисунку 8.2.
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Рисунок 8.2 – Залежностi середньоквадратичної помилки вiд
номера епохи навчання

Рисунок 8.3 – Залежнiсть f(x) та результат роботи мережi

Результатом навчання нейронної мережi є матрицi вагових
коефiцiєнтiв wI

1n та wII
n1, а також вектор змiщень bIn та значення bII1 .

Пiсля завершення навчання їх можна використати для апроксимацiї
заданої функцiї, а потiм проiлюструвати данi навчальної вибiрки та
результат роботи нейронної мережi.
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Бачимо, що в межах зафiксованого значення середньоква-
дратичної помилки ε маємо досить гарну вiдповiднiсть результату
роботи мережi та даних навчальної вибiрки. Наприкiнцi, проводи-
мо тестування результату навчання на тестовiй вибiрцi (xtest, ytest),
розраховуючи середньоквадратичну помилку на цiй вибiрцi, яка
для цього прикладу має значення MSEtest � 0.0025.

8.1.3. Програмна реалiзацiя навчання нейронної
мережi апроксимувати функцiю

Iнiцiалiзацiя параметрiв нейронної мережi

# Завантаження бiблiотек
import numpy as np

import math

from matplotlib import pyplot as plt

# Визначення структури мережi
NumOfFeatures = 1

NumOfExamples = 100

NumOfLayers = 3

NumOfNeurs = 10

NumOfExits = 1

neurons = np.array([NumOfFeatures , NumOfNeurs , NumOfExits])

# Iнiцiалiзацiя виходiв нейронiв
a1 = np.zeros(( NumOfNeurs , 1))

y1 = np.zeros(( NumOfNeurs , 1))

a2 = np.zeros(( NumOfExits , 1))

y2 = np.zeros(( NumOfExits , 1))
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Генерацiя навчальної та тестової вибiрок та iнiцiалiзацiя ва-
гових коефiцiєнтiв i змiщень

def generator ():

# Навчальна вибiрка
x = np.linspace(0, 10 , NumOfExamples)

y = np.sin(x)

data=np.ones(( NumOfExamples , NumOfFeatures))

data[:,0] = x[:]

data = np.insert(data , NumOfFeatures , values=y, axis=1)

# Тестова вибiрка - точки мiж даними навчальної вибiрки
_x = x + 0.05

_y = np.sin(_x)

# Iнiцiалiзацiя вагових коефiцiєнтiв та змiщень
прихованого та вихiдного
шарiв

w1 = 1 - 2*np.random.rand(neurons[0], neurons[1])

b1 = 1 - 2*np.random.rand(neurons[1])

w2 = 1 - 2*np.random.rand(neurons[1], neurons[2])

b2 = 1 - 2*np.random.rand(neurons[2])

return data , _x , _y, w1, w2 , b1, b2

Активацiйнi функцiї та їх похiднi

def sigm(z):

return(1/(1 + np.exp(-z)))

def dif_sigm(z):

return ((1 - sigm(z))*sigm(z))

def lin(z,C):

return(z*C)

def dif_lin(z,C):

return(C)
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Iмпорт даних та навчання нейронної мережi

# alpha - крок навчання
# eps - допустима помилка апроксимацiї
num_epoch , alpha , eps , C = 20000 , 0.01, 0.001 , 1

data_train , x_test , y_test , w1, w2, b1 , b2 = generator ()

err = []

time = []

for _i in range(num_epoch):

er = 0

for x in data_train:

# Прямих хiд
a1 = np.dot(x[:NumOfFeatures], w1) + b1

y1 = sigm(a1)

a2 = np.dot(y1 , w2) + b2

y2 = lin(a2 , C)

# Розрахунок помилки апроксимацiї
delta = (y2 - x[NumOfFeatures])

er += delta*delta

# Розрахунок градiєнтiв
dEdb_L2 = delta*dif_lin(y2, C)

dEdw_L2 = np.dot(y1.reshape(-1, 1), dEdb_L2.reshape

(-1, 1).transpose ())

dEdb_L1 = np.dot(dEdb_L2 , w2.transpose ())*dif_sigm(

a1)

dEdw_L1 = np.dot(x[:NumOfFeatures].reshape(-1, 1),

dEdb_L1.reshape(-1, 1

).transpose ())

# Оновлення вагових коефiцiєнтiв та змiщень методом
градiєнтного спуску

w2 = w2 - alpha*dEdw_L2

b2 = b2 - alpha*dEdb_L2

w1 = w1 - alpha*dEdw_L1

b1 = b1 - alpha*dEdb_L1

# Умова припинення навчання
if(math.sqrt(er)/NumOfExamples < eps): break

# Розрахунок помили
err.append(math.sqrt(er)/NumOfExamples)

time.append(_i + 1)
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Аналiз результату роботи мережi на навчальних даних

ans = []

for x in data_train:

a1 = np.dot(x[:NumOfFeatures], w1) + b1

y1 = sigm(a1)

a2 = np.dot(y1 , w2) + b2

y2 = lin(a2 , C)

ans.append(y2)

Тестування роботи мережi на тестовiй вибiрцi

er = 0

for i in range(len(x_test)):

a1 = np.dot(x_test[i], w1) + b1

y1 = sigm(a1)

a2 = np.dot(y1 , w2) + b2

y2 = lin(a2 , C)

test.append(y2)

delta = (y2 - x[NumOfFeatures])

er += delta*delta

er = math.sqrt(er)/len(x_test)

print(’Error (MSE) in test = ’, er)

96



8.2. Навчання агента грати в «пiнг-понг»

8.2.1. Постановка задачi

Нейронну мережу прямого поширення можна використати
для розв’язання завдань подiбних до задач навчання з пiдкрiплен-
ням. Навчання з пiдкрiпленням (Reinforcement Learning) – це метод
машинного навчання, у якому наша система (агент) навчається ме-
тодом спроб i помилок. Iдея полягає в тому, що агент взаємодiє
iз середовищем, паралельно навчаючись, i одержує винагороду за
виконання дiй. У навчаннi з пiдкрiпленням використовують спосiб
позитивної нагороди за правильну дiю, щоб спонукати агента, та
негативну – за неправильну. Це програмує нашого агента на пошук
довгострокової та максимальної загальної винагороди для досягне-
ння оптимального рiшення. Цi довгостроковi цiлi не дають агенту
можливостi зупинятися на досягнутому. Згодом система вчиться
уникати негативних дiй i робить лише позитивнi.

На вiдмiну вiд пiдходу навчання з пiдкрiпленням, викори-
стання нейронної мережi для навчання агента робити правильнi
«кроки» не використовуються нагороди й покарання. У разi, коли
агент робить помилку запускається цикл донавчання нейронної ме-
режi – оптимiзацiя вагових коефiцiєнтiв мережi, що дозволить йому
уникати помилок.

Для приладу використання нейронної мережi прямого по-
ширення в задачах «агент – середовище» розглянемо спрощений
варiант гри «пiнг-понг». Наша задача навчити агента вiдбивати
ракеткою кульку, що наближається до краю столу. Середовищем
тут є обмежений простiр прямокутної форми та рухомий об’єкт –
кулька; агент це рухома ракетка робота. Спрощену схему «агент–
середовище» подано на рисунку 8.4 справа. Вiдповiдно до наведеної
схеми агент (синiй прямокутник), рухаючись угору або вниз, пови-
нен вiдбити кульку (помаранчевий круг), яка рухається в напiв-
замкненому просторi розмiром H × W . Водночас потрiбно врахо-
вувати, що кулька, рухаючись справа налiво, може вдарятися об
обмеження простору (зверху або знизу) та вiдбиватися вiд них (по-
маранчевi кола). Завдання агента – вiдбити кульку серединою раке-
тки. Цього досягають визначенням напрямку руху ym вiдповiдно до
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Рисунок 8.4 – Спрощена схема гри в «пiнг-понг»

поточних значень положення самого агента xp та кульки xb. Помил-
кою агента вважають ситуацiю, коли кулька перетнула лiву межу
простору (зелений круг). Пiсля кожної помилки вiдбувається до-
навчання нейронної мережi використовуючи метод зворотного по-
ширення помилки: упродовж певної кiлькостi крокiв (епох навчан-
ня) для одних i тих самих поточних значень положення кульки та
агента змушуємо його рухатися в напрямку кульки. Успiхом агента
вважають ситуацiю, коли вiн вiдбив кульку. Отже, для оцiнювання
ефективностi навчання агента можна використовувати залежнiсть
кiлькостi успiхiв за один iгровий епiзод.

8.2.2. Реалiзацiя гри

Спершу встановимо структуру двошарової нейронної мере-
жi. Для цiєї задачi на вхiд двошарової нейронної мережi подається
M = 2 сигнали – поточне положення кульки xb та агента (гравця)
xp. На вихiдному шарi буде лише один нейрон N = 1, який буде
визначати напрямок, куди треба рухатись агенту в поточнiй конфi-
гурацiї середовища. Кiлькiсть n нейронiв у прихованому шарi буде
визначати розмiрнiсть матриць вагових коефiцiєнтiв wI

2n та wII
n1.

Для цiєї задачi змiщення bI та bII для нейронiв прихованого шару
та вихiдного шару можна не розглядати. Для нейронiв прихованого
шару та нейрона вихiдного шару можна обрати сигмоїдну функцiю
активацiї. Структура двошарової нейронної мережi матиме вигляд,
як показано на рисунку 8.5.

98



…

Внутрішній шар
з нейронів

Вихідний шар

Вхідний шар

Сигмоїдна функція активації

Сигмоїдна
функція активації

Рисунок 8.5 – Структура двошарової нейронної мережi для
навчання агента вiдбивати кульку

Сигмоїдна функцiя на вихiдному шарi буде визначати ймо-
вiрнiсть руху агента{

ym = «→ », якщо результат мережi ≥ 0.5

ym = «← », у протилежному випадку.

Далi необхiдно зафiксувати кiлькiсть епох донавчання мере-
жi за умови помилки агента, крок навчання та умову припинення
навчання:

• досягнення зафiксованої кiлькостi епiзодiв навчання;
• досягнення зафiксованої кiлькостi успiхiв агента на одному

епiзодi.
Результатом навчання нейронної мережi є матрицi вагових

коефiцiєнтiв wI
2n та wII

n1. Пiсля завершення навчання їх можна збе-
регти у файл для подальшого їх використання для гри людини з
комп’ютером.

Пiсля завершення навчання можна проаналiзувати залежнiсть
кiлькостi успiхiв агента за один iгровий епiзод, що показано на ри-
сунку 8.6.
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Рисунок 8.6 – Залежнiсть логарифму кiлькостi успiхiв агента за
один iгровий епiзод

Тут для подання результатiв використано логарифм, щоб
наочно продемонструвати залежнiсть. Видно, що першi 5 епiзодiв
агент не мав жодного успiху. Вже пiсля 30 помилок агент близько
e14 > 106 разiв пiдряд безпомилково вiдбив кульку.

Далi, для агента можна завантажити досвiд (матрицi ваго-
вих коефiцiєнтiв), створити ще одного гравця (яким керуватиме лю-
дина) та спробувати обiграти комп’ютер.

Для вiзуалiзацiї процесу навчання агента та його гри з лю-
диною можна використати бiблiотеку pygame.
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8.3. Розпiзнавання рукописних цифр

8.3.1. Постановка задачi

Нехай iснує база даних картинок (зображень) рукописних
цифр вiд 0 до 9, кожна з яких має розмiр m×m пiкселiв.

Завдання: навчити нейронну мережу прямого поширення роз-
пiзнавати рукописнi цифри.

Для прикладу розглянемо набiр даних mnist iз бiблiотеки
tensorflow розмiром M = 28 × 28 iз кiлькiстю цифр у навчальнiй
вибiрцi Ntrain = 60 000 та в тестовiй вибiрцi N = 10 000. Типовi
приклади навчальної вибiрки подано на рисунку 8.7.

...

Рисунок 8.7 – Вiзуалiзацiя даних навчальної вибiрки

8.3.2. Етапи навчання та тестування

Спершу проаналiзуємо репрезентативнiсть навчальної вибiр-
ки, розраховуючи кiлькiсть картинок кожної цифри у вибiрцi у вiд-
сотках. Результати подано на рисунку 8.8.

Оскiльки цiльовий вектор у цiй вибiрцi репрезентовано на-
бором цифр вiд 0 до 9, то для аналiзу вихiдних значень нейронної
мережi значення цiльового вектора потрiбно переформатувати в та-
кий спосiб. Для кожного значення цiльового вектора треба зробити
масив з 10-ти елементiв, установивши значення 1 для порядкового
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Рисунок 8.8 – Аналiз репрезентативностi навчальної вибiрки.

номера елемента, який вiдповiдає цифрi, та всi iншi нулями. Напри-
клад,

yi = 5 ⇒ yi = [0, 0, 0, 0, 0, 1, 0, 0, 0, 0].

Тепер установимо структуру двошарової нейронної мережi.
Для задачi розпiзнавання цифр на вхiд двошарової нейронної ме-
режi подається M = 784 сигналiв; на виходi буде N = 10 нейронiв
i кожен нейрон буде вiдповiдати кожнiй цифрi вiд 0 до 9. Стру-
ктура двошарової нейронної мережi матиме вигляд, як показано
на рисунку 8.9. Кiлькiсть n нейронiв у прихованому шарi буде ви-
значати розмiрнiсть матриць вагових коефiцiєнтiв wI

Mn та wII
nN , а

також та довжину вектора змiщень bIn; довжина вектора bIIN визна-
чається кiлькiстю виходiв нейронної мережi. Для задачi розпiзна-
вання образiв для нейронiв прихованого шару можна обрати сигмо-
їдну функцiю активацiї. Для нейронiв вихiдного шару можна вико-
ристати порогову функцiю, або сигмоїдну функцiю, розраховуючи
ймовiрнiсть розпiзнавання для кожної цифри.

Далi треба зафiксувати кiлькiсть епох навчання, крок на-
вчання та допустиму похибку ε – вiдносну кiлькiсть помилок розпi-
знавання на навчальнiй вибiрцi. У такому разi зупиняти процедуру
навчання можна коли загальна помилка розпiзнавання для всiх зо-
бражень стане меншою за встановлене значення ε.
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…

Внутрішній шар
з нейронів

Вихідний шарВхідний шар

Сигмоїдна функція активації

Сигмоїдна
функція активації

Рисунок 8.9 – Структура двошарової нейронної мережi для
розпiзнавання рукописних цифр

Тепер, використовуючи метод зворотного поширення помил-
ки, навчаємо нейронну мережу розпiзнавати рукописнi цифри з на-
вчальної вибiрки. Для кожної епохи навчання розраховуємо загаль-
ну помилку розпiзнавання та одержуємо залежнiсть точностi робо-
ти мережi вiд епохи навчання, як показано на рисунку 8.10.

Рисунок 8.10 – Залежнiсть точностi мережi вiд епохи навчання
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Результатом навчання нейронної мережi є матрицi вагових
коефiцiєнтiв wI

Mn та wII
nN , а також вектори змiщень bIn та bIIN . Пiсля

завершення навчання їх можна зберегти у файл для подальшого
використання для розпiзнавання цифр тестової вибiрки та власних
рукописних цифр.

Для того щоб протестувати навчену нейронну мережу вико-
нуємо такi дiї:

• завантажуємо з файлу матрицi вагових коефiцiєнтiв wI
Mn i

wII
nN та вектори змiщень bIn i bIIN ;

• даємо на вхiд зображення цифр iз тестової вибiрки;
• розпiзнаємо цифру та порiвнюємо вiдповiдь мережi зi зна-

ченням цiльового вектора;
• розраховуємо загальну помилку мережi на тестовiй вибiрцi;
• аналiзуємо частоту помилок на кожнiй цифрi тестової вибiр-

ки, як показано на рисунку 8.11.

Рисунок 8.11 – Частота помилок на кожнiй цифрi тестової вибiрки.

Тепер можна використати навчену мережу для розпiзнаван-
ня власних рукописних цифр. Вiдповiдно до типу нейронної мережi
цифра повинна вмiщатися у квадрат розмiром 28×28 пiкселiв i роз-
мiщуватися по центру. Для того, щоб вiдцентрувати та переформа-
тувати будь-яке зображення рукописної цифри можна використати
алгоритм, наведений в кiнцi роздiлу.
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Результат використання алгоритму масштабування зобра-
ження та тестування на навченiй нейроннiй мережi показано на
рисунках 8.12 та 8.13 для рiзних цифр.

⇒ ⇒

а) б)

Рисунок 8.12 – Переформатування зображення прописної цифри
та результат роботи мережi

Iз рисунка 8.12 видно, що алгоритм переформатування зо-
браження впорався з поставленою задачею, а навчена мережа з успi-
хом упоралась iз задачею розпiзнавання власних рукописних цифр
«3» та «4». На рисунку 8.13 наведено результати для двох рiзних
варiантiв написання цифри «8».

Бачимо, що для вiсiмки на рисунку 8.13а мережа зробила по-
милку, класифiкувавши цифру як «6». Водночас варто зазначити,
що ймовiрнiсть правильного розпiзнавання становить близько 14 %.
Такий результат роботи мережi пов’язаний лише з тим, що в бiль-
шостi прикладiв навчальної вибiрки для цифри «8» вiсiмка є або
вертикальною, або має дiагональний напрям iз правого верхнього
кута до нижнього лiвого, як це видно з рисунка 8.7. Для перевiр-
ки цього факту на вхiд нейронної мережi подавалось зображення
вiсiмки як на рисунку 8.13б, iз яким мережа з успiхом упоралася
давши близько 100 % упевненостi.
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⇒ ⇒

а) б)

Рисунок 8.13 – Переформатування зображення прописної цифри
та результат роботи мережi
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8.3.3. Код алгоритму для вiдцентрування
та переформатування будь-якого зображення

import math

import cv2

import numpy as np

from scipy.ndimage.measurements import center_of_mass

def get_best_shift(img):

cy , cx = center_of_mass(img)

rows , cols = img.shape

shiftx = np.round(cols / 2.0 - cx).astype(int)

shifty = np.round(rows / 2.0 - cy).astype(int)

return shiftx , shifty

def shift(img , sx , sy):

rows , cols = img.shape

M = np.float32([[1, 0, sx], [0, 1, sy]])

shifted = cv2.warpAffine(img , M, (cols , rows))

return shifted

def rec_digit(img_path):

img = cv2.imread(img_path , cv2.IMREAD_GRAYSCALE)

gray = 255 - img

# застосовуємо порогову обробку
(thresh , gray) = cv2.threshold(gray , 128 , 255 , cv2.

THRESH_BINARY | cv2.

THRESH_OTSU)

# видаляємо нульовi рядки та стовбцi
while np.sum(gray[0]) == 0:

gray = gray[1:]

while np.sum(gray[:, 0]) == 0:

gray = np.delete(gray , 0, 1)

while np.sum(gray[-1]) == 0:

gray = gray[:-1]

while np.sum(gray[:, -1]) == 0:

gray = np.delete(gray , -1, 1)

rows , cols = gray.shape
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# змiнюємо розмiр , щоб зображення вмiщувалось у квадрат
розмiром 20x20 пикселiв

if rows > cols:

factor = 20.0 / rows

rows = 20

cols = int(round(cols * factor))

gray = cv2.resize(gray , (cols , rows))

else:

factor = 20.0 / cols

cols = 20

rows = int(round(rows * factor))

gray = cv2.resize(gray , (cols , rows))

# розширюємо зображення до розмiру 28x28
colspadding = (int(math.ceil((28 - cols) / 2.0)), int(

math.floor((28 - cols) /

2.0)))

rowspadding = (int(math.ceil((28 - rows) / 2.0)), int(

math.floor((28 - rows) /

2.0)))

gray = np.lib.pad(gray , (rowspadding , colspadding), ’

constant ’)

# мiщуємо центр мас
shiftx , shifty = get_best_shift(gray)

shifted = shift(gray , shiftx , shifty)

gray = shifted

cv2.imwrite(’gray’ + img_path , gray)

img = gray / 255.0

img = np.array(img).reshape(28, 28)

return img
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Тема 9. Автоматизацiя навчання
нейромереж з використанням пакета

TensorFlow

У цьому роздiлi розглянемо процес навчання моделi нейрон-
ної мережi для класифiкацiї зображень одягу та взуття. Для ство-
рення нейронної мережi використовуємо бiблiотеку TensorFlow.

9.1. Початок роботи

Для роботи нам знадобляться такi бiблiотеки:
• numpy (iнсталяцiя: pip install numpy);
• matplotlib (iнсталяцiя: pip install matplotlib);
• keras (iнсталяцiя: pip install keras);
• tensorflow (iнсталяцiя pip install tensorflow).

# Пiдключаємо бiблiотеки
import tensorflow as tf

from tensorflow import keras

import numpy as np

import matplotlib.pyplot as plt

Для прикладу будемо використовувати набiр даних Fashion

MNIST, який мiстить 70 000 зображень у вiдтiнках сiрого в 10 кате-
горiях.
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Ми будемо використовувати 60 000 зображень для навчання
мережi та 10 000 зображень, щоб оцiнити, наскiльки точно мережа
навчилася класифiкувати зображення. Доступ до Fashion MNIST

можна одержати безпосередньо з TensorFlow, просто iмпортував-
ши та завантаживши данi.

# Iмпорт та завантаження даних
fashion_mnist = keras.datasets.fashion_mnist

(train_images , train_labels), (test_images , test_labels) =

fashion_mnist.load_data ()

Завантаження набору даних повертає чотири масиви NumPy:
• масиви train_images та train_labels – це данi, якi викори-

стовує модель для навчання;
• масиви test_images та test_labels використовують для те-

стування моделi.
Зображення являють собою NumPy масиви 28× 28, значення

пiкселiв яких знаходяться в дiапазонi вiд 0 до 255. Мiтки (labels)
є масивом цiлих чисел вiд 0 до 9. Вони вiдповiдають класу одягу.

Мiтка Клас
0 T-shirt (Футболка)
1 Trouser (Штани)
2 Pullover (Светр)
3 Dress (Сукня)
4 Coat (Пальто)
5 Sandal (Сандалi)
6 Shirt (Сорочка)
7 Sneaker (Кросiвки)
8 Bag (Сумка)
9 Ankle boot (Ботильйони)

Iмена класiв не включенi до набору даних, тому прописуємо
самi:

class_names = [’T-shirt/top’, ’Trouser ’, ’Pullover ’, ’Dress

’, ’Coat’,

’Sandal ’, ’Shirt’, ’Sneaker ’, ’Bag’, ’Ankle

boot’]
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9.2. Дослiдження даних

Розглянемо формат набору даних перед моделюванням.
train_images.shape # У навчальнiй вибiрцi мiститься 60 000

зображень , кожне зображення
представлено як $28\times28$
пiкселiв

test_images.shape # У тестовiй вибiрцi мiститься 10 000
зображень , кожне зображення
представлено як $28\times28$
пiкселiв

len(train_labels) # У навчальнiй вибiрцi 60 000 мiток

len(test_labels) # У тестовiй вибiрцi 10 000 мiток

train_labels # Кожна мiтка представляє собою цiле число вiд
0 до 9 (Виводиться на екран

першi 3 мiтки та останнi 3
мiтки)

Перед пiдготовкою моделi данi повиннi бути попередньо обро-
бленi. Значення пiкселiв першого зображення в навчальнiй вибiрцi
знаходяться в дiапазонi вiд 0 до 255, як це видно з рисунка 9.1.

Рисунок 9.1 – Iлюстрацiя першого зображення в навчальнiй
вибiрцi
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plt.figure ()

plt.imshow(train_images[0])

plt.colorbar ()

plt.grid(False)

Масштабуємо цi значення до дiапазону вiд 0 до 1:

train_images = train_images / 255.0

test_images = test_images / 255.0

Вiдобразимо першi 25 зображень iз тренувального набору
та покажемо iм’я класу пiд кожним зображенням на рисунку 9.2.
Переконаймося, що данi знаходяться в правильному форматi.

plt.figure(figsize=(10 ,10))

for i in range(25):

plt.subplot(5,5,i+1)

plt.xticks([])

plt.yticks([])

plt.grid(False)

plt.imshow(train_images[i], cmap=plt.cm.binary)

plt.xlabel(class_names[train_labels[i]])

9.3. Побудова моделi

Побудова нейронної мережi потребує налаштування шарiв
моделi. Основним будiвельним блоком нейронної мережi є шар. Бiль-
шiсть глибокого навчання полягає в поєднаннi простих верств. Бiль-
шiсть шарiв, таких як tf.keras.layers.Dense мають параметри,
якi вивчають пiд час навчання.

model = keras.Sequential([

keras.layers.Flatten(input_shape=(28, 28)),

keras.layers.Dense(128 , activation=tf.nn.relu),

keras.layers.Dense(10, activation=tf.nn.softmax)

])

Перший шар у мережi tf.keras.layers.Flatten перетво-
рює формат зображень з 2d-масиву (28 на 28 пiкселiв) в 1d-масив
iз 28 · 28 = 784 пiкселiв. Цей шар не має параметрiв для навчення,
вiн лише переформатує данi.
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Рисунок 9.2 – Зображення окремих предметiв одягу з роздiльною
здатнiстю (28× 28 пiкселiв)

Наступнi два шари це tf.keras.layers.Dense. Це тiсно пов’язанi
або повнiстю пов’язанi нейроннi шари. Перший шар Dense мiстить
128 вузлiв (або нейронiв). Другий (i останнiй) рiвень – це шар iз
10 вузлами tf.nn.softmax, який повертає масив iз десяти ймовiр-
нiсних оцiнок, сума яких дорiвнює 1. Кожен вузол мiстить оцiнку,
яка вказує на ймовiрнiсть того, що поточне зображення належить
одному з 10 класiв.
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9.4. Скомпiлювання моделi

Перш нiж модель буде готова до навчання, їй знадобиться
ще кiлька налаштувань. Вони додаються пiд час етапу компiляцiї
моделi:

• Loss function (функцiя втрати) – вимiрює, наскiльки точна
модель пiд час навчання;

• Optimizer (оптимiзатор) – це те, як модель оновлюється на
основi даних, якi вона бачить, та функцiї втрат;

• Metrics (метрики) – використовують для контролю за етапа-
ми навчання та тестування.
model.compile(optimizer=tf.train.AdamOptimizer (),

loss=’sparse_categorical_crossentropy ’,

metrics=[’accuracy ’])

9.5. Навчання моделi

Навчання моделi нейронної мережi потребує крокiв, описа-
них нижче.

1. Подання даних навчання моделi (у цьому прикладi – масиви
train_images та train_labels).

2. Модель учиться асоцiювати зображення та мiтки.
3. Ми просимо модель зробити прогнози про тестовий набiр

(у цьому прикладi – масив test_images). Ми перевiряємо вiдповiд-
нiсть прогнозiв мiток iз масиву мiток (у цьому прикладi – масив
test_labels).

Щоб розпочати навчання, потрiбно викликати метод model.fit.
model.fit(train_images , train_labels , epochs=5)
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Пiд час моделювання вiдображаються показники втрат (loss) та то-
чностi (acc). Ця модель досягає точностi близько 0.88 % (або 88 %)
за даними навчання.

9.6. Оцiнка точностi

Порiвняємо, як модель працює в тестовому наборi даних.

test_loss , test_acc = model.evaluate(test_images ,

test_labels)

print(’Test accuracy:’, test_acc)

Виявляється, точнiсть у тестовому наборi даних трохи мен-
ша за точнiсть у тренувальному наборi.

9.7. Прогнозування

Використовуємо навчену модель нейронної мережi для про-
гнозування деяких зображень.

predictions = model.predict(test_images)

Тут модель передбачила мiтку для кожного зображення те-
стового набору. Давайте подивимося на перший прогноз.

predictions[0]

Передбачення є масивом iз 10 чисел. Вони описують «упев-
ненiсть» моделi в тому, що зображення вiдповiдає кожному з 10
рiзних предметiв одягу. Ми можемо бачити, яка мiтка має найбiль-
ше довiрче значення:

115



np.argmax(predictions[0]) # 9

Отже, модель найбiльш упевнена в тому, що це зображення
– Ankle boot (Ботильйони), або class_names[9]. I ми можемо пере-
вiрити тестову мiтку, щоб переконатися, що це правильно.

test_labels[0] # 9

Напишемо функцiї для вiзуалiзацiї цих прогнозiв

def plot_image(i, predictions_array , true_label , img):

predictions_array , true_label , img = predictions_array[

i], true_label[i], img[i]

plt.grid(False)

plt.xticks([])

plt.yticks([])

plt.imshow(img , cmap=plt.cm.binary)

predicted_label = np.argmax(predictions_array)

if predicted_label == true_label:

color = ’blue’

else:

color = ’red’

plt.xlabel("{} {:2.0f}% ({})".format(class_names[

predicted_label], 100*np.

max(predictions_array),

class_names[true_label]),

color=color)

def plot_value_array(i, predictions_array , true_label):

predictions_array , true_label = predictions_array[i],

true_label[i]

plt.grid(False)

plt.xticks([])

plt.yticks([])

thisplot = plt.bar(range(10), predictions_array , color=

"#777777")

plt.ylim([0, 1])

predicted_label = np.argmax(predictions_array)

thisplot[predicted_label].set_color(’red’)

thisplot[true_label].set_color(’blue’)
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Подивимося на перше (з iндексом 0) зображення, передба-
чення та масив передбачень.

i = 0

plt.figure(figsize=(6,3))

plt.subplot(1,2,1)

plot_image(i, predictions , test_labels , test_images)

plt.subplot(1,2,2)

plot_value_array(i, predictions , test_labels)

Побудуємо кiлька зображень iз їх прогнозами. Правильнi мi-
тки прогнозу – синi, а неправильнi мiтки прогнозу – червонi.

num_rows = 5

num_cols = 3

num_images = num_rows*num_cols

plt.figure(figsize=(2*2*num_cols , 2*num_rows))

for i in range(num_images):

plt.subplot(num_rows , 2*num_cols , 2*i+1)

plot_image(i, predictions , test_labels , test_images)

plt.subplot(num_rows , 2*num_cols , 2*i+2)

plot_value_array(i, predictions , test_labels)
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Нарештi, використовуємо навчену модель, щоб зробити про-
гноз одного зображення.

# Вiзьмемо зображення з тестового набору даних
img = test_images[0]

Моделi tf.keras оптимiзованi для того щоб робити прогнози
на пакети (batch) або колекцiї (collection). Тому, хоча ми використо-
вуємо одне зображення, нам потрiбно додати його до пакету.

# Додамо зображення в пакет , де вiн є єдиним прикладом
img = (np.expand_dims (img , 0))

Робимо прогноз для зображення.

predictions_single = model.predict(img)

print(predictions_single)

118



plot_value_array(0, predictions_single , test_labels)

_ = plt.xticks(range(10), class_names , rotation=45)

np.argmax(predictions_single[0])

Як i ранiше, модель передбачає мiтку 9.
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Роздiл 3. Асоцiативна пам’ять,
класифiкацiя без учителя та

кластеризацiя

Тема 10. Органiзацiя асоцiативної
пам’ятi за допомогою мережi

Хопфiлда

Серед рiзних конфiгурацiй штучних нейронних мереж тра-
пляються такi, пiд час класифiкацiї яких за принципом навчання,
строго кажучи, не пiдходять нi навчання з учителем, нi навчання
без учителя. У таких мережах ваговi коефiцiєнти синапсiв розра-
ховують лише один раз перед початком функцiонування мережi
на основi iнформацiї про оброблюванi данi, i все навчання мережi
зводиться саме до цього розрахунку. З одного боку, пред’явлення
апрiорної iнформацiї можна розцiнювати, як допомогу вчителя, але
з iншого – мережа фактично просто запам’ятовує зразки до того,
як на її вхiд надходять реальнi данi, i не може змiнювати свою
поведiнку, тому говорити про ланку зворотного зв’язку зi «свiтом»
(учителем) не доводиться. Серед мереж iз подiбною логiкою роботи
найбiльш вiдомi мережа Хопфiлда та мережа Хеммiнга, якi зазви-
чай використовуються для органiзацiї асоцiативної пам’ятi.

10.1. Задача класифiкацiї
мережею Хопфiлда

Завдання, яке вирiшується цiєю мережею як асоцiативна
пам’ять, зазвичай формулюється так: вiдомий деякий набiр двiй-
кових сигналiв (зображень, звукових вiдцифровок, iнших даних,
що описують об’єкти або характеристики процесiв), якi вважають
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еталонними. Мережа повинна вмiти з довiльного неiдеального си-
гналу, поданого на її вхiд, видiлити («згадати» за частковою iн-
формацiєю) вiдповiдний зразок-еталон (якщо такий є) або «дати
висновок» про те, що вхiднi данi не вiдповiдають жодному еталон-
ному зразку. Загалом, будь-який сигнал може бути описаний ве-
ктором X = (x1, x2, . . . , xM ), M – число нейронiв у мережi та роз-
мiрнiсть вхiдних i вихiдних векторiв. Кожен елемент xi дорiвнює
або +1, або −1. Позначимо вектор, що описує k-ий зразок, через
X(k), а його компоненти, вiдповiдно, xki , k = 1, . . . , N , N – кiль-
кiсть зразкiв. Коли мережа розпiзнає (або «згадає») який-небудь
зразок на основi пред’явлених їй даних, її виходи будуть мiстити
саме його, тобто Y = X(k), де Y – вектор вихiдних значень ме-
режi: Y = {yi : i = 1, . . . ,M}. В iншому разi вихiдний вектор не
збiгається з жодним зразковим.

Якщо, наприклад, сигнали являють собою деякi зображен-
ня, то, вiдобразивши у графiчному виглядi данi з виходу мережi,
можна буде побачити картинку, що повнiстю збiгається з однiєю з
еталонних (у разi успiху) або «вiльну iмпровiзацiю» мережi (у разi
невдачi). Отже, нейронна мережа Хопфiлда, є авто асоцiативною
мережею, здатною виконувати функцiю пам’ятi.

Припустимо, ми хочемо зберегти за допомогою мережi Хо-
пфiлда цифри вiд нуля до дев’яти. Розглянемо, наприклад, цифри
2, 4, 6, 8, поданi на рисунку 10.1а. Це еталоннi зразки, якi за-
пам’ятовуються. Нехай мережу вже навчено, тобто цю цифру, як
i решту, ми зберегли в пам’ятi. Тодi, якщо ми подамо зашумле-
ний варiант збереженої цифри на вхiд, мережа повинна видати нам
правильне зображення (те, яке ми зберегли пiд час навчання, без
спотворень).

Наприклад, зразок, що подається на вхiд, може мати вигляд,
як показано на рисунку 10.1б, а в результатi своєї роботи мережа по-
винна видати нам перший, еталонний варiант як на рисунку 10.1а.
У цьому полягає завдання нейронної мережi Хопфiлда пiд час ви-
користання як авто асоцiативної пам’ятi.

Крiм того, нейронну мережу Хопфiлда використовують для
фiльтрацiї даних та вирiшення задач оптимiзацiї.

121



а) б)

Рисунок 10.1 – Приклади а) еталонних та б) тестових зображень

10.2. Структура мережi Хопфiлда

Структурну схему мережi Хопфiлда наведено на рисунку
10.2. Вона складається з єдиного шару нейронiв, кiлькiсть яких є
одночасно числом входiв та виходiв мережi. Кожен нейрон пов’язаний
синапсами з iншими нейронами, але не впливає на себе самого, а
також має один вхiдний синапс, через який здiйснюється введення
сигналу. Вихiднi сигнали зазвичай утворюються на аксонах.

Для активацiї нейронiв мережi Хопфiлда використовують
жорстку порогову функцiю активацiї, наведену на рисунку 10.3.

Комбiнований сигнал на входi кожного з нейронiв шару Хо-
пфiлда обчислюють iз використанням вагових коефiцiєнтiв зв’язкiв

xj =

M∑
i=1

siwij . (10.1)

Тут si – стан нейрона з номером i. Якщо комбiнований вхiд елемен-
та виявляється негативним, стан елемента стає рiвним −1, навпаки,
коли комбiнований вхiд позитивний, то стан елемента вiдповiдає
значенню +1. Якщо ж xj = 0, то нейрон не змiнює свого стану,
тобто зберiгає попереднiй.
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Внутрішній шар
Хопфілда
з нейронів Вихідний шар Вхідний шар

Жорстка порогова функція активації

……

Рисунок 10.2 – Структура нейронної мережi Хопфiлда

Рисунок 10.3 – Жорстка порогова активацiйна функцiя нейронної
мережi Хопфiлда

10.3. Навчання мережi Хопфiлда

Навчання мережi Хопфiлда значно вiдрiзняється вiд «звич-
них» алгоритмiв навчання (наприклад, навчання за методом зво-
ротного поширення помилки). У випадку мережi Хопфiлда проце-
дура навчання для одного вхiдного зразка (процедура збереження
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зразка) є просто розрахунком вагових коефiцiєнтiв за цiлком кон-
кретною формулою

W = xTx. (10.2)

Тут W – це матриця вагових коефiцiєнтiв розмiром M ×M ,
x – вхiдний зразок, а xT – транспонований вектор x. За умови наяв-
ностi декiлькох кiлька зразкiв (еталонних векторiв) для зберiгання
(k штук), необхiдно обчислити матрицю вагових коефiцiєнтiв для
кожного еталонного вектора, а потiм скласти одержанi матрицi Wk

W = W1 +W2 + · · ·+Wk. (10.3)

Отже, цей процес, знову ж таки, на вiдмiну вiд мереж iнших
типiв, вiдбувається лише в один етап. Потрiбно зазначити один ва-
жливий аспект. Як зазначалося вище, нейрони в мережi Хопфiлда
не впливають самi на себе. Тому для забезпечити виконання цiєї
умови необхiдно обнулити дiагональнi елементи одержаної в резуль-
татi збереження зразкiв матрицi. Отже, матриця вагових коефiцi-
єнтiв матиме такий вигляд:

W =

⎡
⎢⎢⎢⎢⎢⎣

0 w12 w13 · · · w1M

w21 0 w23 · · · w2M

w31 w32 0 · · · w3M
...

...
...

. . .
...

wM1 wM2 wM3 · · · 0

⎤
⎥⎥⎥⎥⎥⎦ . (10.4)

Ми одержали навчену мережу Хопфiлда. Кроки функцiону-
вання мережi Хопфiлда такi:

1) на вхiд подається дещо змiнений приклад – зашумлене зо-
браження (наприклад цифри, як на рисунку 10.1б);

2) у результатi iтеративної процедури стани нейронiв змiнюю-
ться вiдповiдно до формули

sj(p+ 1) =

M∑
i=1

wijxj(p), j = 1, . . . ,M ; (10.5)

3) за одержаними значеннями станiв нейронiв iз використан-
ням активацiйної функцiї розраховують новий сигнал

xj(p+ 1) = f (sj(p+ 1)) . (10.6)
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Iтерацiйна процедура повторюється, поки мережа перейде в стiй-
кий стан, тобто в результатi подальших оновлень жоден iз нейро-
нiв не змiнюватиме свого стану. У результатi всiх цих процесiв ми
одержимо збережений (еталонний) варiант зразка (зображення), що
подається на вхiд.

Iнодi мережа не може провести розпiзнавання i видає на ви-
ходi неiснуючий образ. Це пов’язано з проблемою обмеженостi мо-
жливостей мережi. Для мережi Хопфiлда число образiв k, що за-
пам’ятовуються, не повинно перевищувати величини kc � 0.15M .
Крiм того, якщо два образи А i Б дуже схожi, вони, можливо, ви-
кликатимуть у мережi перехреснi асоцiацiї, тобто пред’явлення вхо-
ди мережi вектора А призведе до появи на її виходах вектора Б i
навпаки.

10.4. Стiйкiсть мережi

Для успiшної роботи мережi Хопфiлда необхiдно, щоб ней-
рони перейшли в якийсь стiйкий стан, власне, звiдси й витiкає пи-
тання – чи стiйка мережа взагалi. Розглянемо два можливi режими
роботи.

1. Синхронний режим. Iдея полягає в тому, що розрахунки
для всiх нейронiв проводять послiдовно, тобто по черзi. Але їхнi
стани не змiнюються, а запам’ятовуються. I лише пiсля того, як
були пройденi всi нейрони мережi, їх стани одночасно змiнюються
на новi.

2. Асинхронний режим. Тут вiдмiннiсть полягає в тому, що
стани нейронiв змiнюються одночасно (не синхронно). Тобто пiсля
проведення розрахункiв для першого нейрона встановлюють його
новий стан. Далi проводять обчислення для другого нейрона, але
вже з урахуванням нового стану першого. I також слiдом за цим
змiнюють стан другого нейрона. I так далi.

Насправдi в переважнiй кiлькостi випадкiв використовує-
ться другий варiант, саме асинхронний режим. I, повертаючись до
питання стiйкостi, нейронна мережа Хопфiлда, що працює в асин-
хронному режимi, завжди буде стiйкою.
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Розберемося, iз чого випливає ця властивiсть. Уведемо по-
няття функцiї енергiї системи

E = −1

2

M∑
j=1

M∑
i=1

sisjwij . (10.7)

Пiд час змiни стану нейрона j на Δsj енергiя змiниться на величину

ΔE = −Δsj

M∑
i=1

siwij . (10.8)

Пiд знаком суми тут знаходиться вхiдний сигнал елемента елемента
j. Отже, якщо сигнал на входi позитивний, то змiна стану нейро-
на j позитивне (Δsj > 0). Аналогiчно, якщо

∑M
i=1 siwij < 0, то i

Δsj < 0. Тому змiна енергiї завжди буде негативною (енергiя змен-
шуватиметься в процесi роботи мережi), що й гарантує нам те, що
мережа є стiйкою.

10.5. Приклади роботи мережi Хопфiлда

10.5.1. Один вектор для запам’ятовування

Нехай є зразок (еталонний вектор) для запам’ятовування

x =
[
1 1 −1 −1] . (10.9)

Визначимо матрицю вагових коефiцiєнтiв

W =

⎡
⎢⎢⎣

1
1
−1
−1

⎤
⎥⎥⎦× [1 1 −1 −1] =

⎡
⎢⎢⎣

1 1 −1 −1
1 1 −1 −1
−1 −1 1 1
−1 −1 1 1

⎤
⎥⎥⎦ . (10.10)

Зануляємо елементи на головнiй дiагоналi

W =

⎡
⎢⎢⎣

0 1 −1 −1
1 0 −1 −1
−1 −1 0 1
−1 −1 1 0

⎤
⎥⎥⎦ . (10.11)
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Мережа готова до роботи. подаємо на вхiд зашумлений сигнал, на-
приклад

x =
[
1 1 −1 1

]
. (10.12)

Послiдовно проведемо обчислення

x1 = 1 · 0 + 1 · 1 + (−1) · (−1) + 1 · (−1) = 1

x1 > 0 ⇒ s1 = 1

x2 = 1 · 1 + 1 · 0 + (−1) · (−1) + 1 · (−1) = 1

x2 > 0 ⇒ s2 = 1

x3 = 1 · (−1) + 1 · (−1) + (−1) · 0 + 1 · 1 = −1
x3 < 0 ⇒ s3 = −1
x4 = 1 · (−1) + 1 · (−1) + (−1) · 1 + 1 · 0 = −1
x4 < 0 ⇒ s4 = −1.

(10.13)

У результатi на виходi мережi одержали той самий зразок, який
ранiше було збережено. Тепер необхiдно переконатися, що мережа
стiйка, а значить нейрони не змiнять свого стану в разi повторного
проходу

x1 = 1 · 0 + 1 · 1 + (−1) · (−1) + (−1) · (−1) = 1

s1 = 1

x2 = 1 · 1 + 1 · 0 + (−1) · (−1) + (−1) · (−1) = 1

s2 = 1

x3 = 1 · (−1) + 1 · (−1) + (−1) · 0 + (−1) · 1 = −1
s3 = −1
x4 = 1 · (−1) + 1 · (−1) + (−1) · 1 + (−1) · 0 = −1
s4 = −1.

(10.14)

Бачимо, що нейронна мережа Хопфiлда виконала свою функцiю
пам’ятi й дозволила вiдновити збережений зразок за зашумленим
варiантом, що подається на вхiд.
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10.5.2. Робота мережi з декiлькома еталонними
векторами

Розглянемо бiльш складний приклад розпiзнавання образiв.
Для цього визначимо три еталоннi зображення букв, як показано
на рисунку 10.4. Згенеруємо матрицю вагових коефiцiєнтiв з вико-

Рисунок 10.4 – Еталоннi зображення для запам’ятовування

ристанням правила (10.3). Далi згенеруємо тестовi зображення –
зашумленi варiанти еталонних зображень двома способами:

1) з певною ймовiрнiстю затирання iнформативного пiкселя;
2) з певною ймовiрнiстю замiна кольору кожного пiкселя.

Типовi приклади зашумлених зображень для вiдтворення наведено
на рисунку 10.5.

Рисунок 10.5 – Зашумленi зображення для вiдтворення за першим
та другим варiантом з iмовiрнiстю 20 %

Далi проаналiзуємо, як справиться навчена мережа пiд час
змiни ймовiрностi зашумлення зображення. Для цього для кожної
лiтери з еталонних зображень будемо генерувати 1 000 зашумлених
екземплярiв для кожного з двох варiантiв та пропускати їх через
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мережу. Водночас будемо рахувати кiлькiсть помилок для кожного
значення iмовiрностi зашумлення зображень. Результати наведено
на рисунку 10.6 для першого варiанта генерацiї шуму та на рисунку
10.7 для другого варiанта.

Рисунок 10.6 – Залежнiсть помилки класифiкацiї вiд iмовiрностi
зушумлення зображень для варiанта затирання iнформацiйних

пiкселiв

Для першого варiанта генерацiї безладу навiть у разi зати-
рання половини iнформацiйних пiкселiв мережа працює досить не-
погано даючи приблизно 90 % правильних вiдповiдей, як видно з
результатiв на рисунку 10.6. Водночас, навiть при 100 % безладу то-
чнiсть роботи мережi становить 33 %. Це пов’язано з тим, що в разi
сильного безладу (велику кiлькiсть чорних пiкселiв замiнено на бi-
лi) мережа видає як результат класифiкацiї лiтеру «T». Це поясню-
ють тим, що саме на зображеннi цифри «T» кiлькiсть бiлих пiкселiв
максимальна, порiвняно з двома iншими лiтерами. Оскiльки букви
подають у виглядi векторiв з координатами −1 (бiлий колiр) та +1
(чорний колiр), то за максимальним спiвпадiнням кiлькостi бiлих
пiкселiв за умов рiвня шуму > 50 % будь-яке зашумлене за першим
варiантом зображення найкраще спiвпадає з лiтерою «T». Тому в
третинi випадкiв, коли на вхiд мережi подається сильно зашумлене
зображення будь-якої лiтери, то мережа класифiкує зображення як
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Рисунок 10.7 – Залежнiсть помилки класифiкацiї вiд iмовiрностi
зашумлення зображень для варiанта генерацiї безладу всього

зображення

лiтеру «T» i зашумлене зображення лiтери «T» мережа розпiзнає
правильно.

Для варiанта генерацiї безладу всього зображення результа-
ти дещо вiдрiзняються. Тут помилка класифiкацiї стрiмко зростає
в разi ймовiрностi генерацiї безладу бiльше за 0.2, як видно з ри-
сунка 10.7. Крiм того, у разi значень рiвня шуму > 60 % мережа
дає 100 % неправильних вiдповiдей.
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Тема 11. Використання мережi
Хемiнга для класифiкацiї

Нейронна мережа Хеммiнга – це тип нейронної мережi, яку
використовують для класифiкацiї бiнарних векторiв i вона ґрунту-
ється на кодi Хеммiнга. Код Хеммiнга є методом виявлення та ви-
правлення помилок у передаваннi даних. У нейроннiй мережi Хем-
мiнга використовують спецiальнi нейрони, якi можуть опрацьову-
вати iнформацiю з урахуванням можливих помилок у даних. Це
дозволяє досягти бiльш надiйної роботи системи пiд час передачi
та оброблення iнформацiї. Нейронна мережа Хеммiнга була запро-
понована Рiчардом Лiппманном у 1987 роцi та позицiонувалася як
спецiалiзований гетероасоцiативний пристрiй. Основним критерiєм
цiєї нейронної мережi є вiдстань Хеммiнга. Мережу використовують
для того, щоб спiввiднести тестовий образ, який подається бiнарним
вектором x = (x1, x2, x3, . . . , xm), де xi = {−1, 1}, з одним з еталон-
них образiв (бiнарним вектором) e = (e1, e2, e3, . . . , em), водночас
кожному класу вiдповiдає свiй образ. Завдання мережi Хемiнга –
вирiшити якому саме еталонному образу найiмовiрнiше вiдповiдає
тестовий образ. Отже, нейронну мережу Хемiнга можна використо-
вувати для оброблення iнформацiї, вирiшення завдань, пов’язаних
iз виявленням та виправленням помилок у переданих даних, пере-
вiрки цiлiсностi даних та контролю помилок у системах передаван-
ня iнформацiї.

11.1. Архiтектура нейронної мережi Хемiнга

Мережа Хемiнга – це тришарова нейронна мережа зi зво-
ротним зв’язком. Вхiдний шар складається з M входiв, де M ви-
значає розмiр сигналу. Кiлькiсть нейронiв у другому та третьому
шарах дорiвнює кiлькостi класiв класифiкацiї. Синапси нейронiв
другого шару пов’язанi з кожним входом мережi, нейрони третьо-
го шару пов’язанi мiж собою негативними зв’язками, крiм синапсу,
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що з власним аксоном кожного нейрона має позитивний зворотний
зв’язок. Структуру нейронної мережi Хемiнга схематично подано
на рисунку 11.1.

…

Внутрішній шар
Хемінга
з нейронів

Вихідний шар 
Вхідний шар

Лінійна функція активації з насиченням

……

Внутрішній шар
MAXNET
з нейронів

Рисунок 11.1 – Схематичне подання тришарової структури
нейронної мережi Хемiнга

Перший прихований шар – шар Хемiнга, що виконує порiв-
няння вхiдного сигналу з еталонними векторами. Другий прихо-
ваний шар – шар MAXNET зi зворотним зв’язком, який визначає
найбiльш iмовiрний клас для вхiдного тестового сигналу. Для ней-
ронiв другого та третього шару використовують лiнiйну функцiю
активацiї з насиченням, подану на рисунку 11.2.

Вiдповiдно до принципу роботи нейронної мережi Хемiнга,
кожний тестовий сигнал порiвнюють iз набором тестових сигналiв.
Для оцiнювання мiри близькостi до кожного класу використовують
критерiй, що враховує вiдстань Хемiнга – кiлькiсть змiнних, що рi-
зняться, у тестового й еталонного вхiдних образiв.
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Рисунок 11.2 – Лiнiйна функцiя активацiї з насиченням для
нейронної мережi Хемiнга

11.2. Прихований шар Хемiнга

Iз математичного погляду порiвняти вектори a та b – знайти
скалярний добуток a · b =

∑N
i aibi цих векторiв. Водночас урахо-

вуючи бiнарну структуру еталонних та тестових векторiв, для ска-
лярного добутку векторiв a та b маємо такi властивостi:

• якщо певнi координати ai та bi обох векторiв є однаковими,
тобто: ai = bi = +1 або ai = bi = −1, то добуток цих координат aibi
дасть (+1);

• якщо певнi координати ai та bi обох векторiв є рiзними, тоб-
то: ai = +1, bi = −1 або ai = −1, bi = +1, то добуток цих координат
aibi буде давати (−1).
Вiдстань Хемiнга для двох векторiв H(a,b) – це кiлькiсть «бiтiв»
(координат векторiв) a та b, якi мають протилежнi значення, добу-
ток яких дає (−1). Беручи до уваги, що довжина векторiв (тесто-
вого й еталонного) M є однаковою, то кiлькiсть координат, якi для
двох векторiв є однаковими за значенням (коли aibi = (+1)) можна
подати у виглядi

A(a,b) = M −H(a,b). (11.1)

Ураховуючи наведенi властивостi можна подати скалярний
добуток двох бiполярних векторiв a та b у такому виглядi:

a · b = A(a,b)−H(a,b). (11.2)
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Далi, виражаючи вiдстань Хемiнга H(a,b) з рiвняння (11.2)
та пiдставляючи його в рiвняння (11.1) пiсля тривiальних перетво-
рень одержуємо вираз для кiлькостi A(a,b) координат двох векто-
рiв, значення яких спiвпадають у такому виглядi:

A(a,b) =
1

2
a · b+

M

2
. (11.3)

Отже, кiлькiсть координат двох бiполярних векторiв a та b
буде тим бiльшою, чим бiльшим буде скалярний добуток цих векто-
рiв. Оскiльки один iз векторiв a, b є еталонним, а iнший – тестовим,
то ваговi коефiцiєнти першого прихованого шару wI

ij можна визна-
чити через координати еталонних векторiв так:

wI
ij =

1

2
eij , i = 1, . . . ,M ; j = 1, . . . , N. (11.4)

Значення параметра зсуву для нейронiв першого прихованого шару
bIj будуть однаковими для всiх нейронiв

bIj =
1

2
M, j = 1, . . . , N. (11.5)

У результатi шар Хемiнга буде генерувати вектор вiдповiдей
yH = (yH1 , . . . yHN ) використовуючи матрицю вагових коефiцiєнтiв

wI =

⎡
⎢⎢⎢⎣
wI
11 wI

12 · · · wI
1N

wI
21 wI

22 · · · wI
2N

...
...

...
...

wI
M1 wI

M2 · · · wI
MN

⎤
⎥⎥⎥⎦ (11.6)

та вектор коефiцiєнтiв змiщень

bI =
[
bI1 bI2 · · · bIN

]
(11.7)

у такому виглядi:
yH = xwI + bI. (11.8)

Розмiрнiсть вихiдного вектора yH буде визначатися кiлькi-
стю нейронiв Хемiнга, а отже – кiлькiстю нейронiв вихiдного шару
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всiєї мережi – класiв (еталонних векторiв). Формально можна вва-
жати, що номер координати вектора yH з найбiльшим значенням
буде визначати клас, до якого найбiльш iмовiрно належить тесто-
вий вектор x.

Розглянемо приклад роботи прихованого шару Хемiнга. Для
цього будемо використовувати два еталонних вектори e1 та e2 у
такому виглядi:

e1 =
[
1 −1 −1 −1] , e2 =

[−1 −1 −1 1
]
. (11.9)

За тестовi вектори вiзьмемо такi чотири вектори:

x1 =
[
1 1 −1 −1] ,

x2 =
[
1 −1 −1 −1] ,

x3 =
[−1 −1 −1 1

]
,

x4 =
[−1 −1 1 1

]
.

(11.10)

Вiдповiдно до еталонних векторiв матриця вагових коефiцi-
єнтiв wI та вектор коефiцiєнтiв змiщень bI матимуть такий вигляд:

wI =

⎡
⎢⎢⎣

1
2 −1

2
−1

2 −1
2

−1
2 −1

2
−1

2
1
2

⎤
⎥⎥⎦ , bI =

[
2 2
]
. (11.11)

Розрахунок виходiв шару Хемiнга за формулою (11.8) для
кожного тестового вектора xi (11.10) дає

yH
1 =
[
3 1
]
, yH

2 =
[
4 0
]
, yH

3 =
[
0 4
]
, yH

4 =
[
1 3
]
.

Отже, аналiзуючи одержанi результати можна зробити ви-
сновок, що тестовi вектори x1 та x2 бiльше схожi на еталонний
вектор e1, оскiльки перша координата векторiв yH

1 та yH
2 бiльша

за другу координату. Вектори x3 та x4 бiльше схожi на еталонний
вектор e2. Для встановлення належностi того чи iншого тестового
сигналу до певного класу в мережi Хемiнга використовують другий
прихований шар – шар MAXNET.
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11.3. Прихований шар MAXNET

Нейронна мережа MAXNET це конкурентна нейронна ме-
режа. Її можуть застосовувати для знаходження нейрона мережi,
вихiд якого виявляється максимальним (знаходить нейрон перемо-
жець). Кожен нейрон у шарiMAXNET з’єднується сам iз собою та з
iншими нейронами за допомогою двонаправлених зважених зв’язкiв
за принципом кожен iз кожним.

Значення всiх вагових коефiцiєнтiв wII
ij встановлюють одна-

ковими, крiм вагових коефiцiєнтiв самозв’язку, що дорiвнює 1, тоб-
то

wII
ij =

{
1, якщо i = j

−ε, якщо i �= j.
(11.12)

При цьому на параметр ε накладається обмеження 0 < ε < N .
Матриця вагових коефiцiєнтiв для шаруMAXNET набуває вигляду

wII
ij =

⎡
⎢⎢⎢⎣

1 −ε · · · −ε
−ε 1 · · · −ε
...

...
. . .

...
−ε −ε · · · 1

⎤
⎥⎥⎥⎦ . (11.13)

Вихiднi значення з нейронного шару Хемiнга спочатку про-
пускаються через лiнiйну активацiйну функцiю з насиченням (див.
рис. 11.2): значення активностi нейрона визначають рiвним нулю,
якщо вхiдний сигнал менший вiд нуля; дорiвнює вхiдному сигналу
за умови що його величина не перевищує певного порогового зна-
чення T ; та визначають рiвним T , якщо величина сигналу занадто
висока. Верхнє порогове значення T використовують iз метою уни-
кнення пересичення.

Принцип роботи шаруMAXNET є таким: кожен нейрон одер-
жує зважений сигнал вiд нейрона шару Хемiнга, який попередньо
пропущений через активацiйну функцiю. Потiм починається iтера-
тивна процедура:

• кожен нейрон шару одержує зважений сигнал вiд усiх iнших
нейронiв i вiд самого себе;
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• нейрон змiнює свою активнiсть з урахуванням своєї актив-
ностi та активностi всiх iнших нейронiв за такою формулою:

yIIi (k + 1) = yIIi (k)− ε

N∑
j �=i

yIIj (k); (11.14)

• одержанi результати вiд усiх нейронiв пропускають через
активацiйну функцiю;

• перевiряють умову припинення iтеративної процедури: коли
залишиться не бiльше одного нейрона з ненульовою активнiстю.

Отже, нейрони шаруMAXNET функцiонують у режимi «пе-
реможець одержує все» (WTA – Winner Takes All). У цьому режимi
в кожнiй фiксованiй ситуацiї, активiзується лише один нейрон, iншi
нейрони прибувають у станi спокою.

Для iлюстрацiї роботи мережi MAXNET розглянемо про-
стий приклад, коли на вхiд шару приходять чотири нейрони з та-
кими значеннями активацiй:

yII1 (0) = 0.6, yII2 (0) = 0.2, yII3 (0) = 0.8, yII4 (0) = 0.4.

Фiксуючи значення ε = 0.2 для матрицi вагових коефiцiєнтiв одер-
жуємо послiдовнiсть результатiв роботи нейронної мережiMAXNET,
подану в таблицi 11.1.

З одержаних результатiв бачимо, що пiд час iтеративної про-
цедури всi активацiйнi значення yIIi зменшується з iтеративним кро-
ком k. При цьому «виживає» найбiльше значення, yII3 , яке зрештою

Крок, k yII1 (k) yII2 (k) yII3 (k) yII4 (k)

0 0.6 0.2 0.8 0.4
1 0.32 0 0.56 0.08
2 0.192 0 0.48 0
3 0.096 0 0.442 0
4 0.008 0 0.422 0
5 0 0 0.421 0

Таблиця 11.1 – Iтеративна процедура роботи мережi MAXNET
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i визначає клас до якого належить тестовий вектор. Усi iншi акти-
вацiйнi значення зменшуються до нуля й завдяки використанню
порогової активацiйної функцiї далi залишаються незмiнними.

Потрiбно зазначити, що пiд час написання програмного ал-
горитму для функцiонування шару MAXNET можна замiсть рiв-
няння (11.14) для iтеративної змiни активацiйних значень можна
використовувати матрицю вагових коефiцiєнтiв (11.13) «напряму»
у виглядi

yII(k + 1) = f(yII(k) ·wII), (11.15)

пропускаючи результат скалярного добутку векторiв yII та матрицi
wII через активацiйну функцiю.

11.4. Принцип роботи тришарової нейронної
мережi Хемiнга

Мережу Хемiнга можуть використовувати для розпiзнава-
ння зображень, що складаються лише з чорних та бiлих пiкселiв,
наприклад iндекс, написаний на кодовому штампi конверта. Кодо-
вий штамп – форма, трафарет iз реперними мiтками для заповнення
числових даних та спрощення їх подальшого розпiзнавання автома-
тизованими засобами. Найбiльш широко цю форму застосовують у
поштовому зв’язку, де використовують у виглядi iндексної сiтки на
поштових конвертах та картках (див. рис. 11.3).

Зразок написання цифр поштового індексу

Рисунок 11.3 – Кодовий штамп у виглядi iндексної сiтки на
поштових конвертах та картках
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Схема нейронної мережi Хеммiнга завдяки наявностi зво-
ротних зв’язкiв реалiзує технологiю асоцiативної пам’ятi. Основна
iдея асоцiативної пам’ятi полягає в тому, щоб за окремими фрагмен-
тами даних установити вiдповiднiсть вхiдного образу з одним iз вi-
домих шаблонiв. Технологiю асоцiативної пам’ятi використовують
для розпiзнавання тексту, голосу, у системах телеметрiї. Приклад
роботи нейронної мережi Хемiнга наведено на рисунку 11.4.

Вхідний сигнал

Клас « »

Клас « »

Еталонні вектори

Рисунок 11.4 – Асоцiативна пам’ять нейронної мережi Хемiнга в
разi розпiзнавання зображень цифр (клас «C1» – зображення
цифри 1, клас «C2» – зображення цифри 2, yII1 та yII2 – вихiднi

сигнали нейронної мережi Хемiнга
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11.5. Застосування мережi Хемiнга для кла-
сифiкацiї цифр

За приклад роботи тришарової нейронної мережi Хемiнга
розглянемо задачу класифiкацiї без учителя цифр вiд 0 до 9. Кроки
розв’язання цiєї задачi описанi нижче.

1. Для цього спершу треба згенерувати еталоннi вектори – вiд-
цифрованi бiнарнi зображення кожної цифри. Приклад еталонних
зображень цифр наведено на рисунку 11.5.

Рисунок 11.5 – Приклади еталонних зображень цифр

2. Сформувати тестовi приклади цифр. Тут можна використа-
ти два пiдходи:

1) випадковим чином «затирати» певнi чорнi пiкселi з певною
ймовiрнiстю;

2) генерувати шум (безлад) для кожної цифри: випадково «за-
тирати» чорнi пiкселi та «розкидати» додатковi чорнi пiкселi.
Приклади тестових цифр для класифiкацiї для варiанта 1) для двох
рiзних рiвнiв шуму на прикладi цифр 2, 4, 6 та 8 подано на рисунку
11.6.
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Рiвень шуму 50 %

а)

Рiвень шуму 75 %

б)

Рисунок 11.6 – Приклади тестових цифр для класифiкацiї для
варiанту «затирання» певних чорних пiкселiв iз рiзним рiвнем

шуму на прикладi цифр «2», «4», «6», «8»

Приклади тестових цифр для класифiкацiї для варiанта 2) для двох
рiзних рiвнiв шуму на прикладi цифр 2, 4, 6 та 8 подано на рисунку
11.7.

Рiвень шуму 10 %

а)

Рiвень шуму 20 %

б)

Рисунок 11.7 – Приклади тестових цифр для класифiкацiї для
генерування шуму на всьому зображеннi цифри з рiзним рiвнем

шуму на прикладi цифр «2», «4», «6», «8»

3. Згенерувати цiльовий вектор для тестових зображень, щоб
розраховувати кiлькiсть помилок класифiкацiї; матрицю вагових
коефiцiєнтiв та вектор зсуву для шару Хемiнга; матрицю вагових
коефiцiєнтiв для шару MAXNET.
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4. Змiнюючи значення рiвня шуму для тестових наборiв пора-
хувати залежнiсть загальної помилки класифiкацiї вiд рiвня зашум-
леностi зображення для двох випадкiв генерацiї безладу зображе-
ння. Результати розрахункiв для випадку зашумлення зображення
як на рисунку 11.6 подано на рисунку 11.8.

Рисунок 11.8 – Залежнiсть загальної помилки класифiкацiї вiд
рiвня зашумленостi зображення для випадку зашумлення

зображення як на рисунку 11.6

Результати розрахункiв для випадку зашумлення зображення як
на рисунку 11.7 подано на рисунку 11.9.

5. Для фiксованих значень рiвня шуму порахувати вiдсоток
помилок нейронної мережi на кожнiй цифрi.
Результати розрахункiв для випадку зашумлення зображення як
на рисунку 11.6 подано на рисунку 11.10.
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Рисунок 11.9 – Залежнiсть загальної помилки класифiкацiї вiд
рiвня зашумленостi зображення для випадку зашумлення

зображення як на рисунку 11.7

Рiвень шуму 80 %

Рисунок 11.10 – Вiдсоток помилок нейронної мережi на кожнiй
цифрi для випадку зашумлення зображення як на рисунку 11.6

Результати розрахункiв для випадку зашумлення зображення як
на рисунку 11.7 подано на рисунку 11.11.
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Рiвень шуму 20 %

Рисунок 11.11 – Вiдсоток помилок нейронної мережi на кожнiй
цифрi для випадку зашумлення зображення як на рисунку 11.7

Протестовану нейронну мережу можна перевiрити на спро-
можнiсть класифiкувати рукописнi цифри з бiблiотеки mnist. Для
цього:

• iмпортуємо данi з бiблiотеки mnist;
• переформатовуємо данi в одновимiрнi масиви за аналогiєю

до еталонних зображень;
• рахуємо загальну помилку класифiкацiї на вибiрцi mnist,

яка становить ∼ 62 %;
• розраховуємо кiлькiсть помилок для кожної цифри тестової

вибiрки mnist.
На рисунку 11.12 наведено вiдсоток помилок нейронної ме-

режi на кожнiй цифрi для вибiрки зображень рукописних цифр iз
бiблiотеки mnist.
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Рисунок 11.12 – Вiдсоток помилок нейронної мережi на кожнiй
цифрi для вибiрки зображень рукописних цифр iз бiблiотеки mnist

З одержаних результатiв робимо висновок, що нейронна ме-
режа Хемiнга є непридатною для класифiкацiї рукописних цифр,
оскiльки досить важко спiввiднести кожну рукописну цифру з ета-
лонним зображенням. Водночас використання рiзних еталонних зо-
бражень та нейронного шару Mexican Hat може привести до покра-
щення результатiв класифiкацiї.
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Тема 12. Нейронна мережа Mexican
Hat для збiльшення контрастностi

зображень

Для форматування зображень iз подальшим їх використан-
ням для класифiкацiї за допомогою нейронної мережi Хемiнга ви-
користовують додатковий шар нейронiв – нейронну мережу Mexi-
can Hat. Вона є першим прихованим шаром перед шаром Хемiнга
для переформатування вхiдного сигналу у бiнарний, що складає-
ться з нулiв та одиниць. Мережа Mexican Hat дозволяє пiдсилити
контрастнiсть зображення тим самим видiлити областi, якi можна
визначити як iнформативнi (значення ознаки 1) та не iнформативнi
(значення ознаки 0). Типовий вигляд функцiї Mexican hat наведено
на рисунку 12.1.

Рисунок 12.1 – Вигляд функцiї Mexican hat
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12.1. Архiтектура нейронної мережi
Mexican Hat

У нейроннiй мережi (шарi нейронiв)Mexican Hat для кожно-
го видiленого нейрона всi iншi прикрiпляються зi збуджувальними
позитивними ваговими коефiцiєнтами до нейронiв, ближчих до ви-
дiленого. Подiбно, нейрони також пов’язанi за допомогою негатив-
них гальмiвних вагових коефiцiєнтiв iз нейронами, що знаходяться
на бiльшiй вiдстанi вiд видiленого. У деяких архiтектурах певнi ней-
рони, розмiщенi дуже далеко вiд еталонного нейрона не пов’язанi
з ним у сенсi вагових коефiцiєнтiв. Усi цi зв’язки знаходяться в
межах певного рiвня нейронної мережi. Нейронна мережа одержує
зовнiшнi вхiднi данi. Цi данi множаться з вiдповiдними ваговими
коефiцiєнтами залежно вiд близькостi та в результатi одержують
значення на виходi шару.

Рисунок 12.2 – Архiтектура нейронної мережi Mexican Hat

12.2. Алгоритм функцiонування мережi
Mexican Hat

Основною iдеєю алгоритму є умовне видiлення двох сфер
навколо певного видiленого нейрона. Нехай R1 буде радiусом по-
силення вхiдного сигналу. Цей радiус визначає сферу найближчих
сусiдiв навколо видiленого нейрона. R2 – радiус сфери навколо ви-
дiленого нейрона такий, що виконується спiввiдношення: R1 < R2.
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У такому разi:
• нейрони, що знаходяться в безпосереднiй близькостi до видi-

леного нейрона (на вiдстанi, що не перевищує радiуса R1), з’єднанi
збудливими (позитивними) зв’язками й називаються «кооператив-
ними сусiдами»;

• нейрони, що знаходяться на бiльш вiддалених позицiях (тi,
що знаходять всерединi сфери радiуса R2, але не увiйшли до сфери
радiуса R1), з’єднанi гальмiвними (негативними) зв’язками й нази-
ваються «конкурентними сусiдами»;

• нейрони, що знаходяться за межами конкурентних сусiдiв,
не пов’язанi з видiленим нейроном.

Для кожного нейрона вводять ваговi коефiцiєнти wk, що змi-
нюються залежно вiд близькостi k-того нейрона до видiленого. Ва-
говi коефiцiєнти визначаються так:⎧⎪⎨

⎪⎩
wk > 0, якщо 0 < k ≤ R1;

wk < 0, якщо R1 < k ≤ R2;

wk = 0, якщо R2 < k.

(12.1)

У нейроннiй мережi Mexican Hat використовують iтерацiй-
ну процедуру й кожну iтерацiю називають епохою. Вiдповiдно, у
розгляд уведено максимальну кiлькiсть iтерацiй «пiдсилення кон-
трасту зображення», tmax.

Далi будемо називати X(1) та X(0) векторами активацiй на
поточнiй та попереднiй епосi.

Визначимо кроки iтеративної процедури мережiMexican Hat.
1. Iнiцiацiя параметрiв нейронної мереж:
• установлення значень радiусiв R1, R2 i tmax;
• установлення початкових значень вагових коефiцiєнтiв вiд-

повiдно до таких правил:

wk = C1 для k = 0, 1, 2, . . . R1, де C1 > 0;

wk = C2 для k = R1 + 1, R1 + 2, . . . , R2, де C2 < 0.

2. Для першої iтерацiї iнiцiювати вектор активацiїX(0). Оскiль-
ки для першого й останнього нейронiв також необхiдно визначати
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сфери радiусами R1 та R2, то вектори активацiй X(1) та X(0) ма-
тимуть розмiрнiсть S + 2R2. Iнiцiацiю вектора X(0) проводять за
такою формулою:

X
(0)
i =

{
Si, при i = 1, . . . ,M

0, при i = −R2, . . . 0 та i = M + 1, . . . R2
.

3. Знаходження загального виходу для кожного i-того нейрона
мережi за такою формулою:

X
(1)
i = C1

R1∑
k=−R1

X
(0)
i+k

+ C2

⎛
⎝−R1−1∑

k=−R2

X
(0)
i+k +

R2∑
k=R1+1

X
(0)
i+k

⎞
⎠
.

4. Застосування до одержаного вихiдного сигналу активацiйної
функцiї f(z)

f(z) =

{
z, якщо z > 0

0, в iншому разi.

та переприсвоєння векторiв активацiй X(0) = X(1) для наступної
iтерацiї.

5. Збiльшити iндекс iтерацiй t та перевiрити умову припинення
iтеративної процедури: якщо t < tmax – перейти на крок 3.

12.3. Застосування мережi Mexican Hat

Наведемо декiлька прикладiв використання нейронної ме-
режi Mexican Hat контрастностi зображення. Для цього спочатку
розглянемо зображення невеликого розмiру – рукописної цифри
з бiблiотеки mnist. Зафiксуємо значення глобальних параметрiв:
R1 = 1, R2 = 3, C1 = 0.3 та C2 = −0.1; кiлькiсть епох поставимо
рiвною 5, а активацiйну функцiю (12.2) обмежимо зверху значенням
1. Результати для декiлькох зображень цифр iз бiблiотеки mnist по-
дано на рисунку 12.3: злiва – оригiнальне зображення; справа – змi-
на зображення зi збiльшенням номера епохи. Видно, що кiлькiсть
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Оригiнал Епоха 1 Епоха 2 Епоха 3 Епоха 4 Епоха 5

Рисунок 12.3 – Результати для декiлькох зображень цифр iз
бiблiотеки mnist: злiва – оригiнальне зображення; справа – змiна

зображення зi збiльшенням номера епохи

чорних пiкселiв, якi в даних зображеннях мають iнформативний
характер стає бiльшою зi збiльшенням номера епохи. Крiм того, зо-
браження стають бiльш чiткими, як це добре видно iз зображень
цифр «4» та «6». Цi зображення далi можна пропускати через пев-
ний фiльтр i переводити в чорно-бiлий (бiнарний) формат без втрат
iнформацiї.

а) б)

Рисунок 12.4 – Оригiнальнi зображення: а) у градацiях сiрого
кольору; б) кольорове
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Далi розглянемо зображення бiльшого розмiру, оригiнали
яких у градацiях сiрого кольору та кольоровий наведенi на рисунку
12.4. Такi зображення можуть бути одержанi пiд медичного оглядi,
наприклад, флюрографiчнi знiмки, знiмки КТ або МРТ; або у фiзи-
чних чи бiологiчних дослiдженнях, зокрема зображення одержанi
з мiкроскопа, чи будь-якi iншi зображення. Метою аналiзу зобра-
жень може бути, наприклад, визначення наявностi та статистичних
характеристик певних об’єктiв: пухлин, дефектiв, тощо. Саме для
цього можна застосувати нейронну мережу Mexican Hat для збiль-
шення контрастностi цих зображень. Оскiльки розмiр зображень є
бiльшим, то доцiльно збiльшити значення радiусiв R1 та R2. Покла-
демо R1 = 3, R2 = 5, C1 = 0.05 та C2 = −0.02 та застосуємо мережу
Mexican Hat. Змiну зображень зi збiльшенням номера епохи подано
на рисунку 12.5.

Епоха 1 Епоха 2 Епоха 3 Епоха 4 Епоха 5

Рисунок 12.5 – Змiна зображень рисунка 12.4 зi збiльшенням епохи

Видно, що нейронна мережа Mexican Hat успiшно упоралась
iз задачею та видiлила бiльш явно та чiтко iнформативнi областi
на зображеннях: темнi дiлянки на зображеннях у градацiях сiрого
кольору й жовтi – у кольорових зображеннях.
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Тема 13. Нейронна мережа Кохонена
в задачах кластеризацiї

Нейроннi мережi Кохонена це клас нейронних мереж, основ-
ним елементом яких є шар Кохонена. Шар Кохонена складається
з адаптивних лiнiйних суматорiв (лiнiйних формальних нейронiв).
Зазвичай, вихiднi сигнали шару Кохонена обробляють за правилом
«Переможець отримує все»: найбiльший сигнал перетворюється на
одиничний, iншi перетворюються на нуль.

Нейроннi мережi Кохонена – типовий приклад нейромере-
жевої архiтектури, що навчається без учителя. Звiдси й перелiк
розв’язуваних ними завдань: кластеризацiя даних або прогнозуван-
ня властивостей. Крiм того, мережi Кохонена можуть використову-
вати з метою зменшення розмiрностi даних iз мiнiмальною втратою
iнформацiї.

У нейронних мережах Кохонена вихiднi вектори в навчаль-
нiй вибiрцi можуть бути, але можуть бути вiдсутнiми, i, в будь-
якому випадку, вони не беруть участi в процесi навчання. Тобто ви-
ходи не використовуються як орiєнтири пiд час корекцiї синапсiв.
Саме тому цей принцип налаштування нейронної мережi називають
самонавчанням.

13.1. Архiтектура мережi Кохонена

Нейронну мережу Кохонена переважно використовують для
вирiшення завдань кластеризацiї, тобто об’єднання деяких об’єктiв
в окремi групи (кластери). Рiшення про потрапляння об’єкта в той
чи iнший кластер приймають з урахуванням значень його ознак,
якi є вхiдними даними цього класу нейромереж.

Наприклад, може бути завдання класифiкацiї спортсменiв
за видом спорту, яким вони займаються. Ознаками можуть бути
зрiст, вага, час, за який спортсмен пробiгає стометрiвку тощо. Якщо
пропустити «параметри» всiх спортсменiв через мережу Кохонена,
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то на виходi ми одержимо певну кiлькiсть груп. Водночас повиннi
бути виконанi такi умови:

• зразки, що належать до однiєї i тiєї самої групи, повиннi
бути подiбнi один одному в деякому сенсi;

• групи, подiбнi одна до одної, зi свого боку повиннi розмiщу-
ватися близько одна вiд одної.

У цьому прикладi всi спортсмени, якi займаються легкою
атлетикою, потраплять до однiєї групи, а баскетболiсти – до iншої.
Пiд час подальшого навчання мережi вiд групи легкоатлетiв може
вiдокремитися група бiгунiв. I тодi за другою з перерахованих вла-
стивостей група бiгунiв повинна розмiщуватися близько до групи
легкоатлетiв i далеко вiд групи баскетболiстiв. Надалi, подаючи да-
нi ознак спортсмена на вхiд мережi, ми одержуємо результат, який
полягає у визначеннi того, до якої групи (кластеру) кожний спортс-
мен може бути вiднесений.

Практичний змiст полягає в тому, що не завжди можна мате-
матичними або аналiтичними методами згрупувати наявнi об’єкти,
нейронна мережа Кохонена дає спосiб це здiйснити. Причому меха-
нiзм буде незмiнний, якими б не були данi.

Об’єктами можуть бути, припустимо, органiзацiї, а ознаками
– показники прибутку, оборотний капiтал, якiсь ще данi з вiдкритої
фiнансової звiтностi. Нейронна мережа Кохонена може допомогти
в розподiленнi цих фiрм на групи бiльш-менш благонадiйних кон-
трагентiв, на основi чого вже можна приймати рiшення про доцiль-
нiсть спiльної дiяльностi з тiєю чи iншою органiзацiєю.

За структурою нейронна мережа Кохонена складається з
одного вхiдного шару та одного вихiдного, причому всi нейрони вхi-
дного шару пов’язанi з кожним iз нейронiв вихiдного, як показано
на рисунку 13.1.

Число вхiдних нейронiв дорiвнює кiлькостi ознакM об’єктiв,
а кiлькiсть вихiдних нейронiв – кiлькостi кластерiв N , на якi подi-
ляються об’кти.

Ця мережа працює за принципом «переможець отримує все»,
тобто максимальний вихiдний сигнал трансформується в одини-
чний, iншi виходи зануляються. Отже, подаючи ознаки деякого об’єкта
на вхiд, на виходi ми одержуємо ряд нульових значень, i лише в
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…

Вихідний шар Вхідний шар

…

Рисунок 13.1 – Схематичне подання структури нейронної мережi
Кохонена

одного нейрона значення дорiвнюватиме одиницi. Це й сигналiзує
про те, що об’єкт вiднесений до кластера.

Об’єкти подаються на вхiд мережi векторами з координата-
ми, рiвними значенням ознак

x = {x1, x2, x3, . . . , xM}. (13.1)

Аналогiчно вихiднi елементи також можна подати у виглядi векто-
рiв, координати яких визначаються як ваговi коефiцiєнти зв’язкiв,
що приходять до них вiд нейронiв вхiдного шару

yk = w1k, w2k, w3k, . . . , wMk (13.2)

Тут x – об’єкт на входi, yk – k-ий вихiдний нейрон, wij – ваговий
коефiцiєнт зв’язку мiж i-м вхiдним та j-м вихiдним нейронами. От-
же, матриця вагових коефiцiєнтiв розмiром M × N матиме такий
вигляд:

W =

⎡
⎢⎢⎢⎢⎢⎣

w11 w21 w31 · · · wM1

w12 w22 w32 · · · wM2

w13 w23 w33 · · · wM3
...

...
...

. . .
...

w1N w2N w3N · · · wMN

⎤
⎥⎥⎥⎥⎥⎦ . (13.3)
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Iнiцiацiя матрицi вагових коефiцiєнтiв – обрання координат розта-
шування центрiв кластерiв вiдбувається випадковими числами.

13.2. Навчання нейронної мережi

Навчання мережi Кохонена полягає в налаштуваннi значень
вагових коефiцiєнтiв wij . Мережа Кохонена навчається методом по-
слiдовних наближень. У процесi навчання таких мереж на входи
подаються данi, але мережа при цьому пiдлаштовується не пiд ета-
лонне значення виходу, а пiд закономiрностi у вхiдних даних. По-
чинається навчання iнiцiацiї матрицi коефiцiєнтiв wij .

У процесi послiдовної подачi на вхiд мережi прикладiв iз ви-
бiрки визначається найбiльш схожий (найближчий) нейрон з iнде-
ксом k – той нейрон, для якого скалярний добуток вектора вагових
коефiцiєнтiв

wk = {w1k, w2k, w3k, . . . wMk}
i поданого на вхiд вектора

x = x1, x2, x3, . . . xM

є мiнiмальним. Цей нейрон є переможцем i визначається як центр
у разi пiдлаштовування вагових коефiцiєнтiв iнших нейронiв. Таке
правило навчання передбачає «змагання» з урахуванням вiдстанi
нейронiв вiд «нейрона-переможця».

Навчання при цьому полягає не в мiнiмiзацiї помилки, а в
пiдлаштовуваннi вагових коефiцiєнтiв (внутрiшнiх параметрiв ней-
ронної мережi) для найбiльшого збiгу зi вхiдними даними.

Основний iтерацiйний алгоритм Кохонена послiдовно про-
ходить ряд епох, у кожнiй iз яких обробляється один приклад з
навчальної вибiрки. Вхiднi сигнали послiдовно пред’являються ме-
режi, водночас бажаних вихiдних сигналiв не визначають. Пiсля
пред’явлення достатньої кiлькостi вхiдних векторiв синаптичнi ва-
ги мережi стають здатними визначити кластери. Ваги органiзую-
ться так, що близькi топологiчно вузли чутливi до схожих вхiдних
сигналiв.

Умовно всю процедуру навчання мережi Кохонена можна
подiлити на чотири етапи.
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Етап 1
Iнiцiалiзуємо ваговi коефiцiєнти випадковими значеннями.

Тут необхiдно зупинитися на одному нюансi, у цiлому звичайному
для нейромережевих завдань. I полягає вiн у тому, що вхiднi ознаки
зазвичай нормалiзуються так, щоб їх значення знаходилися або в
дiапазонi вiд -1 до 1 або вiд 0 до 1.

Залежно вiд цього запроваджують обмеження на початковi
значення вагових коефiцiєнтiв:

• якщо вибiрку нормалiзовано в дiапазонi [−1; 1], то початковi
значення вагових коефiцiєнтiв повиннi задовольняти спiввiдношен-
ню

|wij | < 1√
M

;

• якщо вибiрку нормалiзовано в дiапазонi [0; 1], то початковi
значення вагових коефiцiєнтiв повиннi задовольняти спiввiдношен-
ню

1

2
− 1√

M
< wij <

1

2
+

1√
M

.

Тут M – це кiлькiсть ознак, яка й визначає кiлькiсть нейронiв вхi-
дного шару.

Фiксуємо кiлькiсть кластерiв – кiлькiсть нейронiв вихiдного
шару, N .

Етап 2
На входи мережi подаються значення навчальної вибiрки,

тобто ознаки одного з дослiджуваних об’єктiв. Для цих значень про-
водять розрахунок евклiдових вiдстаней Rn вiд вхiдного вектора x
до центрiв кожного з N кластерiв окремо за стандартною форму-
лою

Rj =

√√√√ N∑
j=1

(xi − wij)
2. (13.4)

Етап 3
Одержанi на другому етапi значення R1, R2, . . . RN аналiзу-

ють iз метою пошуку мiнiмального з них. Нехай мiнiмальною ви-
явилася вiдстань Rk вiд вхiдного вектора до k-того нейрона. Тодi
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вихiдний нейрон k оголошують переможцем i починається коригу-
вання його вагових коефiцiєнтiв вiдповiдно до спiввiдношення

wik(s) = wik(s− 1) + η(s)(xi − wik), (13.5)

де wik(s) та wik(s−1) – значення вагових коефiцiєнтiв на поточнiй та
попереднiй епохах навчання; η(s) – швидкiсть навчання, яка зага-
лом залежить вiд номера епохи s. Її визначають як спадну функцiю.
Отже, ваговi коефiцiєнти нейрона-переможця будуть змiнюватися
все менше в процесi навчання. Для швидкостi навчання можна ви-
користати, наприклад зворотну пропорцiональну залежнiсть

η(s) =
η0
s
, (13.6)

де η0 – де-яке початкове значення кроку навчання, s0 < 1, або екс-
поненцiйну залежнiсть

η(s) = η0 exp

(
−s− 1

sc

)
, (13.7)

де sc визначає швидкiсть спадання експоненти, а одиницю вiднiма-
ють для забезпечення того, щоб на першiй епосi значення швидкостi
навчання η(1) вiдповiдало зафiксованому початковому значенню η0.

Типовi залежностi швидкостi навчання вiд епохи навчання
подано на рисунку 13.2. Аналiзуючи наведенi залежностi можна
побачити, що зворотна пропорцiональна залежнiсть (синя крива)
спадає повiльнiше, анiж експоненцiальна залежнiсть (помаранчева
крива) при sc = 1. Збiльшення параметра sc приводить до уповiль-
нення спадання залежностi швидкостi навчання вiд епохи (порiвняй
помаранчеву та зелену кривi).

Етап 4
Кроки 2–3 повторюються для всiх вхiдних векторiв. Коли всi

об’єкти вибiрки «пропущенi» через нейронну мережу – закiнчилась
перша епоха. Навчання нейронної мережi проводять, поки виконає-
ться умова закiнчення навчання. Для умови припинення навчання
можна використовувати рiзнi варiанти:

• час, витрачений на навчання;
• досягнення фiксованої кiлькостi епох навчання;
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Рисунок 13.2 – Типовi залежностi швидкостi навчання вiд епохи
навчання для η0 = 0.1

• значення вагових коефiцiєнтiв майже не змiнюються.
Останнiй варiант дозволяє частково оптимiзувати процес навчання:
фiксуючи максимальне значення епох навчання, пiсля завершення
поточної можна знаходити вiдстань мiж матрицями вагових коефi-
цiєнтiвW(s) таW(s−1), порiвнюючи її iз заздалегiдь зафiксованим
значенням помилки ε. Умовою припинення навчання буде

[W(s)−W(s− 1)] ≤ ε. (13.8)

Необхiдно вiдзначити, що нейронна мережа Кохонена мо-
же навчатися, навiть якщо початкова структура мережi невiдома,
яким би дивним це не здавалося. У такому разi на початку навча-
ння вихiднi нейрони вiдсутнi, але фiксоване значення максималь-
ної кiлькостi нейронiв на вихiдному шарi – максимально допустима
кiлькiсть кластерiв.

Пiд час навчаннi такої мережi вiдправною точкою є певне
значення евклiдової вiдстанi R0, яка вiдповiдає максимально допу-
стимiй вiдстанi вiд нейрона-переможця до вхiдного вектора.
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На першiй iтерацiї навчання матриця вагових коефiцiєнтiв
порожня. Отже, у мережу додається один нейрон, координати яко-
го wi1 iнiцiюються вiдповiдно до процедури першого етапу навча-
ння. На вхiд мережi аналогiчно подається один з елементiв, тобто
ознаки-координати вхiдного вектора з навчальної вибiрки. Також
як i в описаному вище прикладi вiдбувається розрахунок евклiдо-
вих вiдстаней вiд цього вектора до цього вихiдного нейрона

R1 =

√
(xi − wi1)

2. (13.9)

Якщо виконується спiввiдношення R1 < R0, то проводять
коригування вагових коефiцiєнтiв wi1 нейрона за формулою

wik(s) = wik(s− 1) + η(s)(xi − wik(s− 1)). (13.10)

У протилежному разi, тобто коли R1 > R0, до нейронної
мережi додається новий вихiдний нейрон. Його ваговi коефiцiєнти
задають рiвними поточному вхiдному вектору, який ми подали на
вхiд мережi. Ця процедура повторюється вiдповiдно до етапiв 2–3,
поки всi приклади з навчальної вибiрки не будуть проаналiзованi
мережею. Для цього випадку умовою припинення навчання може
бути те, що кiлькiсть видних нейронiв перестає змiнюватись i вико-
нується умова (13.8).

Треба зупинитися на одному моментi. Справа в тому, що
в разi фiксованого значення максимально допустимої вiдстанi вiд
нейрона-переможця до вхiдного вектора R0 та максимальної кiль-
костi нейронiв вихiдного шару N , може виникнути ситуацiя, коли
залишаться певнi об’єкти навчальної вибiрки, якi не попади в жо-
дний кластер. Тодi можливi два пiдходи залежно вiд поставленого
завдання:

1) фiксувати цi об’єкти як «викиди»;
2) збiльшити значення максимальної вiдстанi R0 або кiлькiсть

кластерiв N i провести донавчання мережi за цими об’єктами.
У першому пiдходi ми визначимо найбiльш не типовi об’єкти

вибiрки. Такi задачi актуальнi, наприклад, пiд час виявлення бан-
ком нетипових (пiдозрiлих) транзакцiй. Другий пiдхiд застосову-
ють, коли є необхiднiсть обов’язково всi об’єкти розподiлити по кла-
стерах.
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13.3. Приклад застосування нейронної
мережi Кохонена

У цьому роздiлi наведемо приклад використання нейронної
мережi Кохонена для кластеризацiї даних. Одержанi в результатi
навчання мережi кластери можуть iнтерпретуватися як найбiльш
типовi представники об’єкти свого класу. Розглянемо окремо два
приклади:

• навчання мережi з фiксованою кiлькiстю кластерiв;
• мережi з невизначеною кiлькiстю вихiдних нейронiв.

За приклад вiзьмемо набiр зображень рукописних цифр iз бiблiоте-
ки mnist: розмiр навчальної вибiрки становить 60 000 зображень;
тестова вибiрка мiстить 10 000 зображень. Типовi приклади на-
вчальної вибiрки подано на рисунку 8.7. Репрезентативнiсть на-
вчальної вибiрки подано на рисунку 8.8.

13.3.1. Фiксована кiлькiсть нейронiв вихiдного шару

Для прикладу фiксованої кiлькостi нейронiв у вихiдному
шарi, оберемо їх кiлькiсть рiвною 10, що вiдповiдає кiлькостi рiзних
цифр: вiд 0 до 9 у вибiрцi mnist. Кожна цифра в цiй вибiрцi має
розмiр 28× 28 пiкселiв, отже матриця вагових коефiцiєнтiв W ма-
тиме розмiр 784 × 10. Вiднормуємо значення ознак кожної цифри
вiд 0 до 1 та оберемо вiдповiдний алгоритм для iнiцiацiї вагових
коефiцiєнтiв wij . Для функцiї зменшення кроку навчання обере-
мо експоненцiйну залежнiсть (13.7) iз зафiксованими η0 = 0.5 та
sc = 1. За критерiй зупинки iтерацiйного процесу оберемо такий:
якщо рiзниця норм матриць вагових коефiцiєнтiв на попереднiй та
поточнiй епохах

Δ|| = ||W(s)|| − ||W(s− 1)||
стає меншою за фiксоване число ε. Для цього розрахуємо норму
iнiцiйованої матрицi W та покладемо ε = 0.001. Далi по черзi пода-
ємо на вхiд мережi об’єкти – зображення цифр у виглядi вектора й
робимо визначенi в попередньому роздiлi кроки:

• розраховуємо вiдстанi Rj вiд поточного об’єкта до кожного
нейрона з iндексом j = 0, . . . , 9 за формулою (13.9);
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• визначаємо нейрон-переможець – той нейрон з iндексом k,
для якого вiдстань Rk виявилась мiнiмальною;

• використовуючи правило перерахунку вагових коефiцiєнтiв
(13.10) змiнюємо значення вагових коефiцiєнтiв wik нейрона-переможця.
Пiсля подання всiх об’єктiв iз навчальної вибiрки перевiряємо кри-
терiй зупинення алгоритму i, якщо вiн не виконується, повторюємо
зазначенi кроки.

Процес навчання, як залежнiсть рiзницi норм матриць ваго-
вих коефiцiєнтiв на поточнiй та попереднiй епохах навчання Δ|| вiд
епохи, подано на рисунку 13.3. Вже пiсля першої епохи навчання
значення Δ|| зменшується з 27.8 до 0.233, що пов’язано з великою
кiлькiстю об’єктiв навчальної вибiрки. Для виконання встановлено-
го критерiю достатньо було 10-ти епох навчання. У результатi на-
вчання ми одержали 10 центрiв кластерiв, координати яких визна-
чаються ваговими коефiцiєнтами wij . Цi десять центрiв кластерiв
можна асоцiювати як найбiльш типовi представники свого класу.

Рисунок 13.3 – Залежнiсть рiзницi норм матриць вагових
коефiцiєнтiв на поточнi i попереднiй епохах Δ|| навчання вiд епохи

Зображення десяти центрiв кластерiв подано на рисунку 13.4.
Тут зверху наведено номер j нейрону вихiдного шару в позначеннi
yj ; пiд ним вiдповiдне зображення для центру j-го кластеру.
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Рисунок 13.4 – Результат роботи мережi Кохонена – зображення
кластерiв рукописних цифр

З первинного аналiзу одержаних результатiв можна зробити
промiжнi висновки.

1. У вибiрцi mnist реалiзується два типи цифри «1», для яких
нейронна мережа Кохонена видiлила окремi кластери: нахилена
одиниця – кластер iз номером 0 та пряма одиниця – кластер iз iн-
дексом 6.

2. Досить однозначно видiленi кластери з номерами 9, 8 та 2
для цифр «0», «2» та «6».

3. Доволi непогано видiлилися кластери iз цифрами «3» та «4»,
що репрезентовано нейронами з номерами 7 та 3. Водночас певнi
варiанти цифри «3» можна також розгледiти в зображеннi нейрону
з номером 1, а певнi варiанти цифри «4» можуть бути знайденi в
зображеннях нейронiв iз номерами 4 та 5.

4. Зображення нейрона номер 1 мiстить у собi перетин зобра-
жень цифр «5» та «8». Отже, можна стверджувати що зображення
цих цифр перетинаються й вiдокремити їх дуже важко.

5. Для зображень цифри «7» також вiдсутнi явно виражений
типовий представник – центр вiдповiдного кластера; нейрони з но-
мерами 4 та 5 можуть мiстити зображення цифри «7».

Для перевiрки наведених висновкiв перевiримо належнiсть
кожного iз зображень навчальної та тестової вибiрки набору mnist

до свого кластера. Для цього будемо рахувати частоту попадання
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зображень кожної з десяти цифр до рiзних кластерiв для обох ви-
бiрок. Одержанi результати для зображень цифри «0» наведено на
рисунку 13.5. З рисунка 13.5а видно, що в навчальнiй вибiрцi 80 %
зображень цифри «0» є найближчими в сенсi евклiдової вiдстанi
мiж координатами-ознаками до центра свого кластера з номером
9. 10 % цифр потрапили до кластера з номером 1, де перемiшанi
зображення цифр «5» та «8», а отже цифра «0» теж може бути
схожа на зображення центру кластера 1. Iмовiрнiсть приналежно-
стi цифри «0» до iнших кластерiв менша за 5 %. Результати для
тестової вибiрки наведенi на рисунку 13.5б. Вони топологiчно по-
вторюють результати для навчальної вибiрки з тiєю вiдмiннiстю,
що тут iмовiрнiсть попадання цифри «0» до свого кластера номер 9
становить майже 70 % i вiдповiдно вiдсоток вiднесення цифри «0»
до iнших кластерiв (вiдсоток помилок кластеризацiї) є бiльшим, нiж
на навчальнiй вибiрцi.

y0 y1 y2 y3 y4 y5 y6 y7 y8 y9

а) б)

Рисунок 13.5 – Номера й зображення центрiв кластерiв та
розподiлення цифр «0» за кластерами для: а) навчальної та б)

тестової вибiрки

Результати для зображень цифри «1» наведено на рисунку
13.6. Бачимо, що як у навчальнiй, так i в тестовiй вибiрках близько
40 % зображень цифри «1» є представниками кластеру з номером
0, який представляє нахиленi одиницi, та близько 60 % зображень
належать до кластера з номером 6 – прямi одиницi.
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y0 y1 y2 y3 y4 y5 y6 y7 y8 y9

а) б)

Рисунок 13.6 – Номера й зображення центрiв кластерiв та
розподiлення цифр «1» за кластерами для: а) навчальної та б)

тестової вибiрки

y0 y1 y2 y3 y4 y5 y6 y7 y8 y9

а) б)

Рисунок 13.7 – Номера й зображення центрiв кластерiв та
розподiлення цифр «2» за кластерами для: а) навчальної та б)

тестової вибiрки

З рисунка 13.7а,б видно, що майже 70 % двiйок у навчальнiй
вибiрцi кластеризувалися в один кластер iз номером 8, при тому, що
з ненульовою iмовiрнiстю можна зустрiти двiйки в усiх 10 класте-
рах. Аналогiчна ситуацiя спостерiгається i на тестовiй вибiрцi, де
трохи бiльше 69 % двiйок кластеризовано в один кластер.
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y0 y1 y2 y3 y4 y5 y6 y7 y8 y9

а) б)

Рисунок 13.8 – Номера й зображення центрiв кластерiв та
розподiлення цифр «3» за кластерами для: а) навчальної та б)

тестової вибiрки

Бiльшiсть трiйок в обох вибiрках потрапили до свого класте-
ру (близько 60 %) iз номером 7, як це видно з рисунка 13.8. Дещо
нахиленi зображення трiйок (близько 20 % усiх трiйок) знаходяться
ближче до центру кластера з номером 1.

y0 y1 y2 y3 y4 y5 y6 y7 y8 y9

а) б)

Рисунок 13.9 – Номера й зображення центрiв кластерiв та
розподiлення цифр «4» за кластерами для: а) навчальної та б)

тестової вибiрки
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Четвiрки здебiльшого потрапили в три кластери з номерами
3, 4 та 5, як це видно з рисунка 13.9. Це надає змогу зробити ви-
сновок, що загалом усi зображення цифри «4» можна подiлити на
три рiзнi типи.

y0 y1 y2 y3 y4 y5 y6 y7 y8 y9

а) б)

Рисунок 13.10 – Номера й зображення центрiв кластерiв та
розподiлення цифр «5» за кластерами для: а) навчальної та б)

тестової вибiрки

Зображення цифри «5» кластеризовано приблизно так само
як i цифри «3» через подiбнiсть написання цих цифр 13.10: прибли-
зно третина всiх трiйок схожi на зображення нейронiв iз номерами
1 та 7 на обох вибiрках.

Вiдповiдно до результатiв на рисунку 13.11 майже 70 вiд-
соткiв зображення цифри «6» належать до кластера з номером 2.
Водночас невелика кiлькiсть 10–15 % належать до кластера з но-
мером 3.

Кластери з номерами 4 та 5 мiстять зображення прямої та
нахиленої цифри «7», кiлькiсть яких приблизно однакова в навчаль-
нiй та тестовiй вибiрках, що видно з рисунка 13.12.

Аналогiчно з результатiв на рисунку 13.13 можна видiлити
два типи зображень цифри «8», а саме – нахиленi якi належать до
кластера з номером 1, та прямi – кластер iз номером 7. Водночас
нахилених зображень приблизно удвiчi бiльше як у навчальнiй, так
i в тестовiй вибiрках.
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y0 y1 y2 y3 y4 y5 y6 y7 y8 y9

а) б)

Рисунок 13.11 – Номера й зображення центрiв кластерiв та
розподiлення цифр «6» за кластерами для: а) навчальної та б)

тестової вибiрки

y0 y1 y2 y3 y4 y5 y6 y7 y8 y9

а) б)

Рисунок 13.12 – Номера й зображення центрiв кластерiв та
розподiлення цифр «7» за кластерами для: а) навчальної та б)

тестової вибiрки

Зображення цифри «9» здебiльшого знаходяться в третьому,
четвертому та п’ятому кластерах, подiбно до розподiлення цифри
«4», проте найбiльше дев’яток у кластерi з номером 4, як видно з
рисунка 13.14.
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y0 y1 y2 y3 y4 y5 y6 y7 y8 y9

а) б)

Рисунок 13.13 – Номера й зображення центрiв кластерiв та
розподiлення цифр «8» за кластерами для: а) навчальної та б)

тестової вибiрки

y0 y1 y2 y3 y4 y5 y6 y7 y8 y9

а) б)

Рисунок 13.14 – Номера й зображення центрiв кластерiв та
розподiлення цифр «9» за кластерами для: а) навчальної та б)

тестової вибiрки

Аналiзуючи одержанi результати, можна зробити висновок
про те, що кiлькiсть кластерiв, що реалiзуються в усьому наборi зо-
бражень цифр iз бiблiотеки mnist є бiльшою, за фiксоване значення
N = 10. За умови використання певного значення pc можна встано-
вити найбiльш оптимальне значення кiлькостi кластерiв, коли ча-
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стота зустрiчi певної цифри в кластерах є бiльшою за pc. Фiксуючи
pc = 0.2, тобто якщо частота зустрiчi цифри в кластерi перевищує
0.2, за одержаними результати можна видiлити:

• один кластер для зображення цифри «0»;
• два кластера для зображення цифри «1»;
• один кластер для зображення цифри «2»;
• один кластер для зображення цифри «3»;
• три кластери для зображення цифри «4»;
• два кластери для зображення цифри «5»;
• два кластери для зображення цифри «6»;
• два кластери для зображення цифри «7»;
• два кластери для зображення цифри «8»;
• два кластери для зображення цифри «9».

Загалом можна видiлити 18 кластерiв для зображень цифр iз бi-
блiотеки mnist.

13.3.2. Нейронна мережа Кохонена з невизначеною
структурою

Тепер розглянемо нейронну мережу Кохонена з невизначе-
ною структурою, коли початкова кiлькiсть вихiдних нейронiв – кла-
стерiв невiдома. У такому разi вiдповiдно до алгоритму необхiдно
зафiксувати максимально допустиме значення вiдстанi вiд об’єкта
до кластерiв, R0. Водночас кiлькiсть кластерiв визначають у про-
цесi навчання мережi й вона залежить вiд значення R0. Одержанi
результати залежностi кiлькостi кластерiв – нейронiв вихiдного ша-
ру N , що реалiзуються для навчальної вибiрки з набору mnist вiд
фiксованої максимальної вiдстанi R0 наведено на рисунку 13.15.

Видно, що зi збiльшенням вiдстанi R0 кiлькiсть кластерiв N
монотонно зменшується та вже при R0 = 13 мережа кластеризує
всi зображення з навчальної вибiрки як один кластер, центр якого
хараетризується зображенням, показаним на рисунку 13.16.

У разi меншого значення максимальної вiдстанi мiж об’єктами
вибiрки та центрами кластерiв, R0 = 12 мережа видiляє три кла-
стери зображення центрiв яких подано на рисунку 13.17.
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Рисунок 13.15 – Залежнiсть кiлькостi кластерiв у нейроннiй
мережi Кохонена вiд максимальної вiдстанi вiд об’єкта

(зображення цифри) до iснуючих кластерiв

Рисунок 13.16 – Зображення центрiв кластерiв для R0 = 13

Рисунок 13.17 – Зображення центрiв кластерiв для R0 = 12

Зображення, характернi для центрiв дванадцяти кластерiв
при R0 = 11 наведено на рисунку 13.18. Порiвнюючи цi зображе-
ння iз зображеннями десяти центрiв, одержаними в попередньому
прикладi, можна виявити топологiчну схожiсть певних кластерiв.
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Рисунок 13.18 – Зображення центрiв кластерiв для R0 = 11

У попередньому роздiлi ми виявили, що всi зображення ру-
кописних цифр iз бiблiотеки mnist можна подiлити на 18 кластерiв.
Вiдповiдно до результатiв на рисунку 13.15 зменшимо максимальну
вiдстань R0 до R0 = 10.5 та проаналiзуємо кiлькiсть кластерiв та
зображення їх центрiв. Мережа згрупувала всi зображення цифр iз
навчальної вибiрки в 19 кластерiв, центри яких мають зображення,
показанi на рисунку 13.19.

0 1 2 3 4 5 6 7 8

9 10 11 12 13 14 15 16

17 18

Рисунок 13.19 – Зображення центрiв кластерiв для R0 = 10.5

Бачимо, що одержанi результати щодо розподiлення кiль-
костi кластерiв для кожної цифри дещо рiзняться зi зробленими
висновками в кiнцi попереднього роздiлу. Крiм того, два останнi
зображення не мiстять певної iнформацiї щодо того, зображення
яких саме цифр належать до цих кластерiв. Отже, проведемо на-
вчання мережi для R0 = 10.5 i зафiксуємо максимальну кiлькiсть
кластерiв N = 17. Результати навчання нейронної мережi як зале-
жностi рiзницi норм матриць вагових коефiцiєнтiв на поточнiй та
попереднiй епохах навчання вiд епохи подано на рисунку 13.20.
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Рисунок 13.20 – Залежнiсть рiзницi норм матриць вагових
коефiцiєнтiв на поточнiй та попереднiй епохах Δ|| навчання вiд

епохи

Бачимо, що в разi фiксованих параметрiв навчання, а саме
η0 = 0.5 та ε = 0.001 та експоненцiйному закону (13.7) зменшення
кроку навчання η достатнiм виявилось 12 епох навчання. На рисун-
ках 13.21–13.30 наведено розподiлення зображень цифр вiд «0» до
«9» iз тестової вибiрки.

Рисунок 13.21 – Розподiлення цифри «0» за кластерами для
тестової вибiрки
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Рисунок 13.22 – Розподiлення цифри «1» за кластерами для
тестової вибiрки

Рисунок 13.23 – Розподiлення цифри «2» за кластерами для
тестової вибiрки

Рисунок 13.24 – Розподiлення цифри «3» за кластерами для
тестової вибiрки
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Рисунок 13.25 – Розподiлення цифри «4» за кластерами для
тестової вибiрки

Рисунок 13.26 – Розподiлення цифри «5» за кластерами для
тестової вибiрки

Рисунок 13.27 – Розподiлення цифри «6» за кластерами для
тестової вибiрки
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Рисунок 13.28 – Розподiлення цифри «7» за кластерами для
тестової вибiрки

Рисунок 13.29 – Розподiлення цифри «8» за кластерами для
тестової вибiрки

Рисунок 13.30 – Розподiлення цифри «9» за кластерами для
тестової вибiрки
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З одержаних результатiв можна зробити такi висновки:
• зображення цифри «0» розподiленi майже рiвномiрно по сво-

їх трьох кластерах на вiдмiну вiд випадку з фiксованої кiлькiстю
N = 10 кластерiв;

• зображення цифри «1» розподiленi аналогiчно до прикладу
з фiксованої кiлькiстю N = 10 кластерiв;

• бiльшiсть зображень двiйок, як i в попередньому прикладi,
зосередженi в одному кластерi;

• трiйки, прямi та нахиленi, здебiльшого розподiленi за двома
кластерами;

• четвiрки, як i ранiше, мають три рiзнi типи;
• п’ятiрки також розподiлено за трьома кластерами;
• усi зображення цифри «6» подiленi здебiльшого на два типи;
• для зображень цифри «7» реалiзується два типи кластерiв;
• видiлився явний кластер iз зображеннями цифри «8»;
• для дев’яток також видiлився один найбiльш iмовiрний кла-

стер.
Отже, пiд час використання мережi Кохонена з невизначе-

ною кiлькiстю кластерiв для кластеризацiї даних спочатку треба,
змiнюючи значення максимально допустимої вiдстанi мiж об’єктами
та центрами кластерiв, проаналiзувати центри кластерiв i потiм за-
фiксувати максимально допустиму кiлькiсть кластерiв навчити ней-
ронну мережу.

13.4. Карти Кохонена, що самоорганiзуються

Карта Кохонена, що самоорганiзується (SOM, Self-Organizing
Map) – це одна з версiй нейронних мереж Кохонен. Ключовий мо-
мент полягає в тому, що використання карт Кохонена дозволяє вiд-
образити результати своєї роботи у виглядi зручних для розумiння
карт (найчастiше двовимiрних). I вже на основi наочної графiчної
iнтерпретацiї можна проводити аналiз одержаних даних, пошук за-
лежностей, прогнозування тощо.

Отже, карти Кохонена дозволяють перетворити вихiдний N -
вимiрний простiр на простiр меншої розмiрностi, iз яким вже наба-
гато простiше працювати.
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13.4.1. Структура карти Кохонена

Вихiднi нейрони карти Кохонена найчастiше зображують
розташованими у виглядi двовимiрної сiтки, як показано на рисунку
13.31. Водночас кожен з цих нейронiв, як i ранiше, характеризується
значеннями своїх вагових коефiцiєнтiв.

Вихідний шар 

Вхідний шар …

Рисунок 13.31 – Схематичне подання карти Кохонена

Отже суть i логiка залишаються такими самими як i для
звичайних мереж Кохонена з тiєю вiдмiннiстю, що вихiднi нейрони
впорядковано розмiщенi, що дозволяє наочно побачити результа-
ти роботи мережi. Очевидно, що N -вимiрний простiр, елементами
якого, по сутi, i є нейрони вихiдного шару з координатами

{w1k, w2k, w3k, . . . , wMN},
не вiдображається на екранi або паперi. У тому разi, коли нейрони
умовно розташовують у виглядi двовимiрної сiтки, її легко можна
представити графiчно.

Процес навчання протiкає так само, як i для загального ви-
падку нейронних мереж Кохонена, тобто за тими кроками, якi ви-
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кладено в попередньому роздiлi, але є одна важлива вiдмiннiсть.
Полягає вона в тому, що оновлення значень вагових коефiцiєнтiв
здiйснюється не лише для нейрона-переможця з iндексом k, а й для
деяких сусiднiх нейронiв. Яких саме сусiдiв – визначається фун-
кцiєю сусiдства hkj(s), що визначає мiру сусiдства вихiдних нейро-
нiв. Найчастiше застосовують варiант, коли ця функцiя репрезентує
функцiю Гауса

hkj(s) = exp

(
− d2kj
2σ2(s)

)
, (13.11)

де
• k, j – номери нейрона-переможця та iншого нейрона;
• s – поточна епоха процесу навчання;
• σ(s) – навчальний множник, значення якого зменшується зi

збiльшенням номера епохи навчання s;
• dkj – евклiдова вiдстань мiж нейронами k i j.
Типовi залежностi функцiї сусiдства hkj мiж нейроном пере-

можцем з iндексом k та iншими нейронами з iндексами j вихiдного
шару наведено на рисунку 13.32.

Рисунок 13.32 – Типовi залежностi функцiї сусiдства вiд вiдстанi
мiж нейронами для рiзних значень множника σ
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Видно, що функцiя сусiдства спадає зi збiльшенням вiдста-
нi мiж нейронами dkj . Крiм того, збiльшення значення множника
σ приводить до того, що функцiя сусiдства спадає бiльш плавно.
Оскiльки множник σ(s) зменшується з номером епохи s, то для
подання цього ефекту можна використати експоненцiальну фун-
кцiональну залежнiсть, аналогiчну тiй, що використовувалася для
залежностi швидкостi навчання (13.7), а саме

σ(s) = σ0 exp

(
−s− 1

sc

)
, (13.12)

де sc визначає швидкiсть спадання експоненти, а одиницю вiднiма-
ють для забезпечення того, щоб на першiй епосi значення множника
σ(1) вiдповiдало зафiксованому початковому значенню σ0. У тако-
му разi залежнiсть функцiї близькостi вiд вiдстанi мiж нейронами
d та номера епохи навчання s набуває вигляду, як показано на ри-
сунку 13.33.

Рисунок 13.33 – Типовi залежностi функцiї сусiдства вiд вiдстанi
мiж нейронами та епохи навчання
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Видно, що функцiя сусiдства спадає як зi збiльшенням вiд-
станi мiж нейронами, так i зi збiльшенням номера епохи навчання.
З використанням уведеної функцiї сусiдства (13.11) оновлення ва-
гових коефiцiєнтiв wij вiдбувається за формулою

wij(s) = wij(s− 1) + η(s)hkj(s) (xi − wij(s− 1)) . (13.13)

Зауважимо, що оновлюються не лише ваговi коефiцiєнти wik

для k-го нейрона-переможця, але й ваговi коефiцiєнти всiх iнших
вихiдних нейронiв wij . Крiм того, формула оновлення вагових ко-
ефiцiєнтiв (13.13) вiдрiзняється вiд попередньої формули для стан-
дартної мережi Кохонена (13.5) тим, що тут перерахунок вагових
коефiцiєнтiв здiйснюється з урахуванням функцiї сусiдства, яка й
визначає, якою мiрою буде скориговано ваговi коефiцiєнти того чи
iншого нейрона. Якщо нейрон з iндексом j сильно вiддалений вiд
нейрона-переможця з iндексом k, то значення hkj(s) теж буде ма-
лим.

Розглянемо функцiю сусiдства безпосередньо для нейрона-
переможця, тобто приймемо j рiвним k. Одержуємо

hkk(s) = exp

(
− d2kk
2σ2(s)

)
= [dkk = 0] = exp

(
− d0

2σ2(s)

)
= 1, (13.14)

де враховано, що вiдстань вiд k-го нейрона до нього самого дорiвнює
0. Тодi для оновлення вагових коефiцiєнтiв формула (13.13) пере-
творюється на формулу (13.5). Отже, вiдмiннiсть процесу навчання
карти Кохонена полягає саме в тому, що оновлюються значення не
лише для нейрона-переможця, а й для його сусiдiв. Механiзм по
сутi незмiнний:

1) подаємо на вхiд данi одного з об’єктiв, визначаємо нейрон-
переможець, а потiм для нього та його сусiдiв здiйснюємо оновлення
вагових коефiцiєнтiв (див. рис. 13.34);

2) вiдповiдно до функцiї сусiдства в мiру протiкання проце-
су навчання, дедалi менше сусiдiв будуть пiддаватися оновленню,
оскiльки для «далеких» сусiдiв значення функцiї сусiдства буде
близьким до нуля, i ними можна знехтувати (див. рис. 13.35).
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Вихідний шар 

Вхідний шар …

Нейрон-переможець

Рисунок 13.34 – Схематичне подання карти Кохонена

Вихідний шар 

Вхідний шар …

Нейрон-переможець

Рисунок 13.35 – Схематичне подання карти Кохонена

Найчастiше пiд час коригування вагових коефiцiєнтiв нейрон-
переможець та його сусiди перемiщаються ближче до того об’єкта,
який було подано на вхiд на поточнiй iтерацiї.
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Розберемо детальнiше цей процес.
1. На початку навчання вихiдний шар має структуру, як пока-

зано на рисунку 13.36а.
2. На вхiд карти Кохонена подається один з об’єктiв вибiрки

x0 = {x01, x02, x03, . . . , x0M}.
3. У межах подання нейронiв у виглядi двовимiрної сiтки ми

маємо справу з двома просторами:
• n-вимiрний простiр, у якому нейрон з iндексом k характери-

зується координатами {w1k(0), w2k(0), w3k(0), . . . , wnk(0)};
• двовимiрний простiр, у межах якого ми графiчно розмiстили

вихiднi нейрони.
4. Визначаємо нейрон-переможець з iндексом k (позначений

помаранчевим кольором) та його сусiдiв (позначенi жовтим кольо-
ром), як показано на рисунку 13.36б.

а) б)

Рисунок 13.36 – Схематичне подання вихiдного шару карти
Кохонена: а) до навчання та б) пiсля навчання

5. Одержанi вектор yk = {w1k(1), w2k(1), w3k(1), . . . , wMk(1)}
для нейрона-переможця з iндексом k та вектори його найближчого
оточення yj = {w1j(1), w2j(1), w3j(1), . . . , wMj(1)} пiсля перерахун-
ку вагових коефiцiєнтiв wij(0)→ wij(1) за формулою (13.13) стають
ближчими до вхiдного вектора x0. Водночас у двовимiрному вигля-
дi вихiднi нейрони залишаються розмiщенi так само.
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13.4.2. Приклади використання карт Кохонена

Далi розглянемо низку наочних прикладiв.

Приклад № 1: кластеризацiя за ознаками

Припустимо, у нас є набiр iз 100 000 об’єктiв, кожен iз яких
має свiй колiр. RGB-складовi кольори – це три значення, вiдповiд-
но об’єкти мають по 3 ознаки. Вихiдних нейронiв нехай буде 400, їх
розмiстимо у виглядi сiтки розмiром 20 на 20 (графiчно репрезен-
туємо кожен iз них у виглядi прямокутника).

Значення вагових коефiцiєнтiв iнiцiалiзуємо випадковими ве-
личинами, а для вiзуалiзацiї кожен iз нейронiв зобразимо за до-
помогою кольору, причому цей колiр вiдповiдатиме його ваговим
коефiцiєнтам. Так для нейрона зi значеннями вагових коефiцiєнтiв
{255, 0, 0} колiр буде червоним. На етапi iнiцiалiзацiю маємо конфi-
гурацiю карти Кохонена, як показано на рисунку 13.37.

Рисунок 13.37 – Iнiцiалiзацiя карти Кохонена

Оскiльки ваговi коефiцiєнти проiнiцiалiзованi випадковими
величинами, то кольори нейронiв аналогiчно випадковi.

За навчальну вибiрку використовуємо згаданi 100 000 об’єктiв
лише не якихось конкретних, а випадково згенерованих. Це дозво-
лить одержати рiвномiрне розподiлення їх ознак. Навчання карти
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Кохонена проводять методом почергового подання на вхiд мережi
кожного з об’єктiв навчальної вибiрки. У результатi отримаємо кар-
ту Кохонена, як показано на рисунку 13.38.

Рисунок 13.38 – Результат навчання карти Кохонена

У разi подачi на вхiд одного з елементiв вiдбувається кори-
гування нейрона-переможця та сусiдiв, що приводить до «перемi-
щення» цих нейронiв «ближче» до вхiдного вектора. У цьому разi
це означає змiну кольору. Тобто, якщо на входi в нас об’єкт з озна-
ками {0, 255, 0} (колiр – зелений), то нейрон-переможець та його
сусiди змiнять свої ваговi коефiцiєнти так, щоб їх значення стали
«ближчими» до {0, 255, 0}, тобто їх кольори стануть «зеленiшими».

Пiд час вивчення нейронних мереж Кохонена на початку те-
ми ми використовували термiн «кластер», причому кожен вихiдний
нейрон вiдповiдав одному кластеру. У прикладi з картами Кохоне-
на, що самоорганiзуються, сенс кластера стає трохи iншим. Кла-
стером буде група нейронiв вихiдного шару, вiдстань мiж якими
менша, нiж вiдстань до сусiднiх груп. Отже, для цього прикладу
можна ефективно видiлити 6 кластерiв за кольорами, як показано
на рисунку 13.39. Групи нейронiв, що мають схожi значення ознак
(а значить i колiр при такому графiчному вiдображеннi), згрупованi
в кластери.
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Рисунок 13.39 – Кластери на картi Кохонена

Приклад № 2: аналiз за ознаками та прогнозування

У попередньому прикладi ми використовували забарвлення
нейронiв вiдповiдно до всiх трьох його ознак. Зазвичай буває дещо
iнакше. Нехай цього разу об’єктами для дослiдження є деякi орга-
нiзацiї. Ознаками будуть певнi данi фiнансової звiтностi – доходи,
оборот, кiлькiсть спiвробiтникiв та ще щось аналогiчне. Усього, при-
пустимо, ознак 10, а об’єктiв, якi будуть використанi для навчання
– 10 000. Сформуємо картку Кохонена, що самоорганiзується, з ви-
хiдними нейронами у виглядi сiтки 20 на 20.

Навчаємо мережу, одержуємо змiненi значення вагових кое-
фiцiєнтiв, при цьому структурування нейронiв не змiнюється.

Шляхом забарвлення одержаної карти вiдповiдно до значе-
ння однiєї з 10-ти ознак, ми матимемо наочне подання результатiв.
Наприклад, перша ознака – це прибуток пiдприємства за попере-
днiй звiтний перiод. Серед 10 000 об’єктiв, якими ми оперували пiд
час навчання, мiнiмальне значення становить 0.1 млрд, максималь-
не – 1 млрд. Приймемо, що 0 млрд вiдповiдає чорному кольору,
а 1 млрд – червоному, i пофарбуємо вихiднi нейрони вiдповiдно
до значення першої ознаки кожного з них. Так вихiдний нейрон iз
координатами-ознаками {1, x2, x3, . . . , xn} буде забарвлений у чер-
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воний колiр {255, 0, 0}, а нейрон з координатами {0.5, x2, x3, . . . , xn}
– у промiжний мiж чорним i червоним кольором, {127, 0, 0} (0.5 тут
– це дохiд 0.5 млрд), як показано на рисунку 13.40.

Рисунок 13.40 – Результат навчання

Отже, з використанням карти Кохонена ми, по-перше, змен-
шили вихiдний набiр iз 10 000 об’єктiв iз 10 ознаками кожен до нао-
чного подання у виглядi сiтки з 400 комiрок. По-друге, можемо ана-
лiзувати данi шляхом проведеного забарвлення комiрок-нейронiв
залежно вiд значення тiєї чи iншої ознаки. У результатi ми одер-
жуємо карту Кохонена, за допомогою якої можемо оцiнити доходи
органiзацiй.

Побудуємо ще одну карту Кохонена, у якiй забарвлення бу-
демо проводити залежно вiд того, скiльки об’єктiв iз вибiрки по-
трапили в ту чи iншу комiрку. Оскiльки вихiдних об’єктiв бiльше
(до того ж на порядок), нiж комiрок-нейронiв, то логiчно, що в
бiльшiсть комiрок потрапило кiлька об’єктiв.

Нехай максимальна кiлькiсть об’єктiв в однiй комiрцi дорiв-
нює 45, а мiнiмальна – 4. Задамо для значення 45 синiй колiр, а для
значення 4 – бiлий колiр. Одержуємо наочну демонстрацiю, як роз-
подiленi об’єкти по комiрках карти Кохонена, як на рисунку 13.41.
Це надає вiдмiнний механiзм для аналiзу даних.
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Рисунок 13.41 – Результат навчання

У цьому конкретному прикладi, на основi всього двох варi-
антiв подання карти Кохонена ми можемо зробити певнi висновки.

1. Iз другої карти бачимо, що переважна кiлькiсть об’єктiв роз-
ташованi у верхньому правому кутку. А за першою картою робимо
висновок, що дохiд у цiй галузi середнiй, оскiльки колiр комiрок
мiж червоним та чорним.

2. Розглянемо комiрку, позначену бiлим кольором. За першою
картою можемо зробити висновок про середнiй дохiд, за другою
– про кiлькiсть органiзацiй, що потрапили до цiєї групи. Далi цю
iнформацiю можна використовувати для подальшого фiнансового
аналiзу.

3. Iз першої карти видно двi областi: мiнiмальний дохiд – верх-
нiй лiвий кут, максимальний – нижнiй правий. Iз другої ж можна
дiйти висновку, що успiшних органiзацiй бiльше, нiж збиткових (ко-
лiр нижнього правого кута бiль синiй нiж верхнього лiвого).

Крiм того, з урахуванням одержаних даних можна робити
певнi прогнозування. Наприклад, крiм набору з 10-ти ознак, що
брали участь у навчаннi, iснує ще один фактор – перспективнiсть
вкладень в акцiї компанiї. Для наявних 10 000 об’єктiв цей чинник
вiдомий (хоча й не брав участi в навчаннi), але є низка органiзацiй,
для яких цей чинник не визначено.
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Для кожної комiрки знайдемо середнє значення «перспе-
ктивностi», беручи значення вiднесених до комiрки об’єктiв та усе-
реднюючи їх. Далi навчену карту Кохонена пофарбуємо вiдповiдно
до нового чинника: перспективнiшi комiрки – золотий колiр, менш
перспективнi – чорний колiр, як показано на рисунку 13.42а.

а) б)

Рисунок 13.42 – Прогнозування за допомогою карт Кохонена

Беремо нову органiзацiю, для якої з фiнансової звiтностi взя-
то 10 ознак, але «перспективнiсть» не вiдома, i подаємо її на вхiд
мережi. У результатi цей новий об’єкт буде вiднесений до якоїсь iз
комiрок карти. Нова точка розмiщена досить близько до найпер-
спективнiших (золотих) комiрок, як показано на рисунку 13.42б.
Це сигнал, що цiлком може виявитися прогноз про те, що i в цю
органiзацiю є сенс iнвестувати.

Приклад № 3: стискання даних

Завдання: є 500 об’єктiв, кожен iз яких має двi ознаки. При-
чому якщо вiдобразити об’єкти на двовимiрнiй площинi, де за вiс-
сю абсцис вiдкладено значення першої ознаки, а за вiссю ординат –
другої, то одержуємо таке розподiлення об’єктiв у просторi ознак,
як показано на рисунку 13.43а. На осях – значення ознак дослiджу-
ваних об’єктiв (дiапазон для обох ознак: вiд 0 до 1). Карта Кохонена
матиме на виходi сiтку розмiром 10×10 зi 100 нейронiв. Ваговi кое-
фiцiєнти зв’язкiв знову проiнiцiалiзуємо випадковими величинами,
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нехай з iнтервалу (0.4, 0.6), i вiдобразимо вихiднi нейрони на тiй са-
мiй площинi зi значеннями ознак за осями, як показано на рисунку
13.43б.

а) б)

Рисунок 13.43 – Об’єкти (а) та карта Кохонена (б) до навчання

Рисунок 13.44 – Результат
навчання

Проводимо навчання, у ре-
зультатi якого знову нейрон-пере-
можець i сусiднi до нього нейрони
змiщуватимуться ближче до еле-
ментiв, що подаються на вхiд, що
в глобальному результатi приве-
де до нових значень вагових ко-
ефiцiєнтiв. У результатi навчан-
ня вiдображення вихiдних нейро-
нiв матиме вигляд, як на рисун-
ку 13.44. Нейрони змiщувалися в
процесi навчання до зразкiв, що
подаються, i в результатi повто-
рюють форму, яка вiдповiдає роз-
мiщенню початкових об’єктiв. От-
же, карта Кохонена, дозволяє «спростити» (стиснути) данi (в цьо-
му разi замiсть 500 елементiв одержали 100), зберiгаючи взаємо-
залежностi та тип цих даних. Водночас структура не змiнилася, а
значення ознак значно скоригувалися.
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Приклад № 4: одновимiрне подання вихiдних нейронiв

Ключовою вiдмiннiстю вiд попереднього прикладу є меха-
нiзм визначення сусiдiв. На входi тi самi 500 об’єктiв, на виходi тi
самi 100 нейронiв, проiнiцiалiзованi значеннями ознак з дiапазону
(0.4, 0.6) як на рисунку 13.45.

Вихідний шар

Вихідний шар

Рисунок 13.45 – Одновимiрне подання нейронiв вихiдного шару

Рисунок 13.46 – 1D карта Кохонена

Результат навчання буде дещо iншим, як показано на рисун-
ку 13.46. Проте мережа чiтко працює, тобто значення вагових ко-
ефiцiєнтiв дозволяють вихiдним нейронам успiшно вiдбивати стру-
ктуру вхiдних даних.
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Роздiл 4. Глибоке навчання.
Комп’ютерний зiр. Згортковi

нейроннi мережi

Тема 14. Глибокi нейроннi мережi
та глибоке навчання

Поняття неглибока нейронна мережа (або просто нейронна
мережа (НМ) та глибока нейронна мережа (ГНМ) є дещо абстра-
ктними. Пiд неглибокою НМ зазвичай розумiють мережу з одним
прихованим шаром. Вiдповiдно, глибока НМ – це мережа з дво-
ма та бiльше прихованими шарами. Чим бiльше прихованих шарiв,
тим бiльш глибокою вважається нейронна мереж. Iз 2006 року було
розроблено кiлька технологiй, що дозволяють навчати глибокi НМ.
Вони ґрунтуються на методах стохастичного градiєнтного спуску та
зворотного поширення помилки, але мiстять i новi iдеї. Це дозволи-
ло навчати бiльш глибокi мережi – сьогоднi без проблем навчають
мережi з 5–10 шарами. I виявляється, що вони набагато краще вирi-
шують бiльшiсть проблем, нiж неглибокi НМ, тобто мережi з одним
прихованим шаром.

14.1. Сенс прихованих шарiв

Розглянемо процес навчання «не дуже» глибокої нейроме-
режi, що складається з вхiдного шару, двох прихованих шарiв та
вихiдного шару. Припустимо, завдання мережi – розпiзнати руко-
писний символ (цифру) зображення якої має розмiр 28 × 28 = 784
пiкселiв (приклад рукописних цифр iз бiблiотеки mnist). У такому
разi вхiдний шар складається з 784 нейронiв, вихiдний шар мiстить
10 нейронiв, як показано на рисунку 14.1.
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Рисунок 14.1 – Нейромережа, що складається зi вхiдного шару,
двох прихованих шарiв та вихiдного шару, для розпiзнавання

рукописних цифр

Принцип роботи нейромережi полягає в тому, що активацiя
в одному шарi визначає активацiю в наступному. Збуджуючись, де-
яка група нейронiв викликає збудження iншої групи. Якщо переда-
ти навченiй нейроннiй мережi на перший шар значення активацiї
згiдно яскравостi кожного пiкселя картинки, ланцюжок активацiй
вiд одного шару нейромережi до наступного приведе до переважної
активацiї одного з нейронiв останнього шару, що вiдповiдає розпi-
знанiй цифрi – вибору нейронної мережi.

Визначимо що роблять промiжнi шари мiж вхiдним та ви-
хiдним шарами. Для цього спробуємо уявити процеси, якi вiдбува-
ються всерединi нейромережi. Природно припустити, що в процесi
розпiзнавання цифр рiзнi компоненти зображення зводять воєдино.
Наприклад, дев’ятка складається з кола зверху та лiнiї праворуч;
вiсiмка також має коло вгорi, але замiсть лiнiї праворуч, у неї є
коло знизу; четвiрку можна уявити як три певним чином з’єднанi
лiнiї (як показано на рисунку 14.2).

В iдеалiзованому випадку переважно можна очiкувати, що
кожен нейрон iз другого прихованого шару спiввiдноситься з одним
iз цих компонентiв. Коли нейромережi передається зображення з
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Рисунок 14.2 – Рiзнi компоненти зображення рукописних цифр

колом у верхнiй частинi, iснує певний нейрон, чия активацiя стане
ближче до одиницi. Отже, перехiд вiд другого прихованого шару
до вихiдного вiдповiдає знанням про те, який набiр компонентiв
якiй цифрi вiдповiдає. Схематично активацiю певних нейронiв ней-
ромережi при розпiзнаваннi рукописних цифр репрезентовано на
рисунку 14.3.

Рисунок 14.3 – Активацiя певних нейронiв нейромережi при
розпiзнаваннi рукописних цифр
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Завдання розпiзнавання кола так само можна розбити на
пiдзавдання. Наприклад, розпiзнавати рiзнi маленькi гранi, iз яких
воно утворене (див. рис. 14.4а). Аналогiчно довгу вертикальну лiнiю
можна подати як шаблон з’єднання кiлькох менших вiдрiзкiв (див.
рис. 14.4б).

а)

б)

Рисунок 14.4 – Видiлення примiтивiв для компонентiв зображення.

Отже, можна сподiватися, що кожен нейрон iз першого при-
хованого шару нейромережi здiйснює операцiю розпiзнавання цих
малих граней. Вхiдне зображення призводить до активацiї певних
нейронiв першого прихованого шару, якi визначають характернi ма-
лi деталi. Цi нейрони зi свого боку активують бiльш великi фор-
ми, у результатi активуючи нейрон вихiдного шару, асоцiйований
iз певною цифрою. У цьому разi зображення цифри на кожному
прихованому шарi нейронної мережi бкде виглядати як показано
на рисунку 14.5.

Чи буде дiяти нейромережа саме так, чи нi – складне пи-
тання, однак наведенi вище мiркування можуть бути певним орi-
єнтиром для розумiння сенсу шарованої структури нейромережi.
Якщо припустити, що мережа працює саме так, як описано вище,
тодi ваговi коефiцiєнти зв’язкiв нейронiв вхiдного шару з певним
нейроном iз першого прихованого шару (припустимо, що цей ней-
рон вiдповiдає за коротку вертикальну лiнiю) будуть позитивними,
якщо цей елемент (вертикальна лiнiя) присутня на зображеннi. У
разi наявностi позитивних зв’язкiв даний нейрон буде активований.
Отже, сформувавши з вагових коефiцiєнтiв зв’язкiв цього нейрона
матрицю розмiром 28× 28 та вiзуалiзувавши її, ми повиннi побачи-
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Рисунок 14.5 – Зображення цифри на кожному прихованому шарi
нейронної мережi

ти елемент зображення на екранi. Не саме зображення, звичайно, а
його подання в мережi, однак на практицi ми не побачимо очiкува-
них фiгур, якi б вiдповiдали малим елементам цифр. Ми побачимо
набагато менш яснi структури, що вiдповiдають тому, як нейронна
мережа мiнiмiзувала функцiю вартостi. На рисунку 14.6 показано
структури для рiзних нейронiв першого прихованого шару пiсля
навчання мережi.

На зображеннях вiдсутнi явно вираженi елементи цифр тому
що це усередненi результати по всьому набору прикладiв зображень
цифр iз навчальної вибiрки, однак на малюнках явно видно вiзерун-
ки з темних та свiтлих плям. Кожен iз цих вiзерункiв є вiзитною
карткою того чи iншого елемента зображення й мережа навчилася
розумiти який iз вiзерункiв якому елементу вiдповiдає.
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Рисунок 14.6 – Зображення структури для рiзних нейронiв
першого прихованого шару пiсля навчання мережi

14.2. Застосування глибокого навчання
в задачах комп’ютерного зору

Iснує безлiч завдань комп’ютерного зору, якi вирiшують за
допомогою нейронних мереж глибокого навчання. Серед них мо-
жна видiлити класифiкацiю зображень, виявлення об’єктiв, семан-
тичну сегментацiю та сегментацiю екземплярiв. Розглянемо деталь-
нiше наведенi задачi.

Класифiкацiя зображень передбачає присвоєння мiтки
або класу цифрового зображення. Наприклад, знiмок безпiлотно-
го лiтального апарата на рисунку 14.7 злiва може бути помiчений
як натовп, а цифрова фотографiя на рисунку 14.7 справа – як кi-
шка. Цей тип класифiкацiї також вiдомий як класифiкацiя об’єктiв
або розпiзнавання зображень, i вiн може бути використаний для
категоризацiї об’єктiв на зображеннi.
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Рисунок 14.7 – Класифiкацiя зображень iз використанням
глибокого навчання

Виявлення об’єктiв – це процес пошуку об’єктiв на зобра-
женнi. Наприклад, на знiмку дистанцiйного зондування наведеному
на рисунку 14.8 злiва нейронна мережа виявила мiсцезнаходження
лiтака. У бiльш загальному варiантi використання комп’ютерного
зору модель може виявляти розмiщення рiзних тварин (див. рис.
14.8 справа). Цей процес зазвичай передбачає побудову обмежу-

Рисунок 14.8 – Виявлення об’єктiв iз використанням глибокого
навчання
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вального прямокутника навколо об’єктiв, що цiкавлять. Вiн може
бути використаний для визначення розмiщення конкретних об’єктiв
на супутникових, аерофотознiмках або знiмках з БПЛА та нанесе-
ння цих об’єктiв на карту.

Семантична сегментацiя вiдбувається, коли кожен пiксель
у зображеннi класифiкується як той, що належить якомусь кла-
су. Наприклад, на зображеннi злiва на рисунку 14.9 дорожнi пiксе-
лi класифiкують окремо вiд недорожнiх пiкселiв. На рисунку 14.9
справа пiкселi, що зображують кiшку на фотографiї, класифiкують
як кiшку, тодi як iншi пiкселi на цьому зображеннi належать до iн-
ших класiв. Класифiкацiєю пiкселiв часто називають сегментацiєю
зображень чи класифiкацiєю зображень. Це часто використовую-
ться для створення карток класифiкацiї землекористування.

Рисунок 14.9 – Семантична сегментацiя з використанням
глибокого навчання

Сегментацiя екземпляра – це точнiший метод виявлення
об’єктiв, у якому малюють межу кожного екземпляра об’єкта. На-
приклад, на зображеннi злiва на рисунку 14.10 видно дахи будин-
кiв, зокрема точний контур даху. На рисунку 14.10 справа видно
машини, i можна чiтко бачити форму машин. Застосування цього
глибокого навчання також вiдоме як сегментацiя об’єктiв.
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Рисунок 14.10 – Сегментацiя екземпляра з використанням
глибокого навчання

Загальна сегментацiя поєднує в собi як семантичну се-
гментацiю, так i сегментацiю екземплярiв. Наприклад, на зобра-
женнi н арисунку 14.11 показано, що всi пiкселi класифiкованi, i
кожен унiкальний об’єкт, наприклад кожен автомобiль, є окремим
унiкальним об’єктом.

Рисунок 14.11 – Загальна сегментацiя з використанням глибокого
навчання
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Перетворення зображення – це завдання перетворення
зображення з одного можливого уявлення або стилю сцени в iнший,
наприклад зменшення шуму або суперроздiльна здатнiсть. Напри-
клад, зображення на рисунку 14.12 злiва показує вихiдне зображе-
ння низької роздiльної здатностi, а зображення праворуч показує
результат застосування глибокої нейронної мережi.

Рисунок 14.12 – Приклад збiльшення контрастностi знiмка

Виявлення змiн – завдання глибокого навчання виявити
змiни в об’єктах, що цiкавлять, у промiжку мiж двома датами й
створити логiчну карту змiн. Наприклад, на рисунку 14.13 зобра-
ження злiва внизу показує будiвництво п’ять рокiв тому, зображен-
ня посерединi показує це будiвництво зараз, а зображення праворуч
показує логiчну карту змiн, де новi будинки вiдображенi бiлим.

Рисунок 14.13 – Приклад виявлення змiн на знiмках
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Тема 15. Згортковi нейроннi мережi

15.1. Структура згорткової мережi
та основнi парадигми

Досi не iснує методiв, що дозволяють однозначно визначити
структуру та склад нейромережi виходячи з огляду на опис завда-
ння. Одне з емпiричних правил свiдчить, що кiлькiсть нейронiв у
прихованому шарi повинна бути хоча б на порядок бiльша вiд кiль-
костi входiв. Якщо взяти до уваги що саме собою перетворення iз
зображення в iндикатор класу досить складне та iстотно нелiнiйне,
одним шаром тут не обiйтися. Беручи до уваги вищесказане можна
оцiнити, що кiлькiсть нейронiв у прихованих шарах буде приблизно
15 000 (10 000 у другому шарi та 5 000 у третьому). Водночас для
конфiгурацiї з двома прихованими шарами кiлькiсть зв’язкiв, якi
налаштовуються та навчаються буде 10 млн мiж входами та пер-
шим прихованим шаром +50 млн мiж першим та другим +50 тис.
мiж другим i вихiдним, якщо рахувати що в нас 10 виходiв, кожен
iз яких позначає цифру вiд 0 до 9 (завдання розпiзнавання рукопи-
сних цифр). Разом приблизно 60 000 000 зв’язкiв. Пiд час навчання
до кожного зв’язку потрiбно буде обчислювати градiєнт помилки.

Коли зображення перетворюється на лiнiйний ланцюжок бай-
тiв, то щось безповоротно втрачається, а саме – топологiя зобра-
ження, тобто, взаємозв’язок мiж окремими його частинами. Крiм
того, завдання розпiзнавання передбачає вмiння нейромережi бути
стiйкою до невеликих зсувiв, поворотiв та змiни масштабу зобра-
ження, тобто, вона повинна отримувати з даних деякi iнварiанти,
якi не залежать вiд почерку людини (для завдання розпiзнавання
рукописних букв чи цифр). Отже, оптимальна нейромережа повин-
на бути не дуже обчислювально складною i бiльше iнварiантною до
рiзних спотворень зображення.

Розглянута нами в роздiлi 2 мережа прямого поширення вмiє
розпiзнавати символи однакового формату, вiдцентрованi та попе-
редньо обробленi. У разi, коли символ буде зменшено й написано
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в кутку всього зображення, то така мережа мережа не зможе йо-
го правильно класифiкувати, оскiльки кожен нейрон внутрiшнього
шару жорстко прив’язаний до певних координат пiкселiв зображе-
ння.

Вирiшення цiєї проблеми було знайдено американським уче-
ним французької походження Яном Ле-Куном, натхненним робота-
ми нобелiвських лауреатiв в областi медицини Torsten Nils Wiesel
та David H. Hubel. Цi вченi дослiджували зорову кору головного
мозку кiшки та виявили, що iснують так званi простi клiтини, якi
особливо сильно реагують на прямi лiнiї пiд рiзними кутами та скла-
днi клiтини, якi реагують на рух лiнiй в одному напрямi. Ян Ле-
Кун запропонував використовувати так званi згортковi нейроннi
мережi. Iдея згорткових нейронних мереж полягає в чергуваннi
прихованих згорткових шарiв C-layers, прихованих субдискрети-
зуючих шарiв S-layers та наявностi повнозв’язних шарiв F-layers

на виходi. Така архiтектура мiстить у собi три основних парадигми:
1) локальне сприйняття;
2) роздiлення вагових коефiцiєнтiв;
3) субдискретизацiя.

Розглянемо цi парадигми детальнiше.
Локальне сприйняття передбачає, що на вхiд одного ней-

рона внутрiшнього шару подається не все зображення (або виходи
попереднього шару), а лише деяка його область. Такий пiдхiд дозво-
ляє зберiгати топологiю зображення вiд шару до шару. Тобто, якщо
на входi зображення має розмiр 32× 32 пiкселя, то кожен iз нейро-
нiв наступного шару прийме на вхiд лише невелику дiлянку цього
зображення розмiром, наприклад, 5×5. Водночас вхiдне зображен-
ня не переводиться на одновимiрний вектор-стовпець, аналiзується
двовимiрний масив, а отже, топологiя зображення не губиться.

Концепцiя роздiлення вагових коефiцiєнтiв припускає,
що для великої кiлькостi зв’язкiв використовують дуже невеликий
набiр вагових коефiцiєнтiв, як це схематично подано на рисунку
15.1. Фактично кожен нейрон наступного внутрiшнього шару (на-
приклад, нейрон 1 на рисунку 15.1 справа) «вiдповiдає» за певну
дiлянку попереднього шару (матриця A). Вхiд цього нейрона роз-
раховують аналогiчно тому, як це робили ранiше. Маємо 25 зв’язкiв,
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Рисунок 15.1 – Схематичне подання концепцiї роздiлення вагових
коефiцiєнтiв

причому ваговi коефiцiєнти цих зв’язкiв занесенi в матрицю розмi-
ром 5×5 (на початковому етапi ця матриця формується за допомо-
гою генератора випадкових чисел). Для одержання входу нейрона 1
необхiдно поелементно перемножити ваговi коефiцiєнти на вхiдний
сигнал (A · B) i пiдсумувати, за аналогiєю до звичайних нейроме-
реж. Аналогiчну процедуру виконують для кожної дiлянки вхiдної
матрицi (попереднього шару), наприклад, добуток C · B формує
вхiдний сигнал нейрона 2 на рисунку 15.1 справа.

Потрiбно зазначити, що матрицю B – матрицю вагових кое-
фiцiєнтiв називають фiльтром чи ядром; вона не змiнюється пiд час
формування сигналiв на входах наступного шару (перший прихо-
ваний шар на рисунку 15.1). Фактично ваговi коефiцiєнти зв’язкiв
нейронiв наступного шару з нейронами попереднього шару одна-
ковi. У такому разi перший прихований шар формується за таким
принципом. Вiдбувається послiдовне перемiщення фiльтра вправо
на одиницю. Перемiщення може вiдбуватися й на декiлька одиниць.
Головне, щоб вiдбувалося перекриття фiльтрами зображення: кiль-
кiсть крокiв перемiщення фiльтра повинна бути меншою за лiнiй-
ний розмiр фiльтра. Кожна унiкальна позицiя уведеного зображе-
ння генерує число. Пiсля проходження фiльтра по всiх позицiях
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виходить матриця розмiром 28× 28 (перший прихований шар), яку
називають карткою ознак. Перший прихований шар (або карта
ознак) являє собою матрицю розмiром 28 × 28, оскiльки iснує 784
рiзних позицiї, що можуть пройти через фiльтр розмiром 5 × 5 зо-
браження розмiром 32×32. Цi 784 числа перетворюються на матри-
цю розмiром 28 × 28. Матрицю B застосовують до зображення за
допомогою математичної операцiї, яку називають згорткою (звiдси
назва – згортковий шар C-layer). Суть цiєї операцiї в тому, що ко-
жен фрагмент зображення множать на матрицю B – ядро згортки
поелементно й результат пiдсумовують та записують в аналогiчну
позицiю вихiдного зображення, що подається на вхiд нейрона на-
ступного шару. Приклад згортки наведено на рисунку 15.2.

Рисунок 15.2 – Приклад згортки

Основна властивiсть фiльтрiв полягає в тому, що значення
їх виходу тим бiльше, чим бiльше фрагмент зображення схожий на
сам фiльтр. Отже, зображення, згорнуте з якимось ядром (фiль-
тром, матрицею вагових коефiцiєнтiв) B дасть iнше зображення,
кожен пiксель якого означатиме ступiнь схожостi фрагмента зобра-
ження на фiльтр B. Саме тому одержаний прихований шар нази-
вають карткою ознак.

Фiльтрiв може бути дуже багато, причому кожен iз них вiд-
повiдає за елементи, з яких складається вихiдне зображення. Отже,
прихований шар буде являти собою набiр двовимiрних карт ознак
(буде мати шаровану структуру), причому кiлькiсть карт буде збi-
гатися з кiлькiстю фiльтрiв.
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Розглянемо простий приклад, що подано на рисунку 15.3.
Припустимо, у нас є зображення розмiром 8 × 8, i нашою метою
буде визначення горизонтальних та вертикальних кордонiв (зеленi
клiтини на рисунку 15.3). Для досягнення поставленої мети будемо
використовувати два фiльтри розмiром 2 × 2 (двi ознаки, якi ми
хочемо знайти на вихiдному зображеннi).

Рисунок 15.3 – Приклад використання фiльтрiв

Iз наведеного прикладу видно, що перший прихований згор-
тковий шар призначений для розкладання зображення на окремi
елементи – примiтиви. Причому кожна карта ознак мiстить iнфор-
мацiю про те, де на зображеннi є той або iнакший примiтив. Кiль-
кiсть ядер (наборiв вагових коефiцiєнтiв) визначає розробник i за-
лежить вiд того, яка кiлькiсть ознак необхiдно видiлити. Зрозумiло,
що для розпiзнавання геометричних фiгур, достатньо, наприклад,
десяти ядер. Для розпiзнавання фотографiй кiлькiсть ядер можна
обчислювати сотнями.

Неважко порахувати, що навiть для 10 ядер (фiльтрiв) роз-
мiром 5 × 5 для вхiдного зображення розмiрами 32 × 32 кiлькiсть
зв’язкiв виявиться рiвною приблизно 256 000 (порiвнюємо з 10 млн.
для мережi прямого поширення), а кiлькiсть налаштовуваних пара-
метрiв (значень елементiв матрицi згортки) всього 5× 5× 10 = 250.
Отже, швидкiсть навчання порiвняно зi звичайною мережею пря-
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мого поширення буде збiльшуватися в рази. Водночас iз використа-
нням згорткової мережi якiсть розпiзнавання пiдвищується. Справа
в тому, що таке штучно уведене обмеження на ваговi коефiцiєнти
покращує узагальнювальнi характеристики мережi, що в результатi
позитивно позначається на можливостi мережi шукати iнварiанти
в зображеннi та реагувати здебiльшого на них, не звертаючи уваги
на iнший шум.

Суть субдискретизацiї та шарiв S-layers полягає в змен-
шеннi просторової розмiрностi зображення. Тобто, вхiдне зображе-
ння грубо (усередненням) зменшується в задану кiлькiсть разiв.
Частiше всього у 2 рази (крок дорiвнює 2), хоча може бути й не
рiвномiрна змiна, наприклад, 2 за вертикаллю та 3 за горизонта-
ллю. Субдискретизацiя потрiбна для забезпечення iнварiантностi
до масштабу, прискорення процесу навчання та зменшення спожи-
вання обчислювальних ресурсiв. Iснує кiлька способiв виконати су-
бдискретизацiю. Розглянемо найбiльш простий та поширений iз них
– максимальне об’єднання (процедура Max Pool). Операцiя макси-
мального об’єднання полягає в тому, що вздовж даних перемiща-
ється так зване вiкно просiювання. Iз пiкселiв, що потрапляють у
його поле зору, вiдбирається максимальний i перемiщується в ре-
зультуючу матрицю, як це показано на рисунках 15.4 та 15.5. Крок
для цього вiкна може бути вiдмiнним вiд одиницi; усе залежить вiд
того, якого розмiру вихiдну матрицю потрiбно одержати, i з яким
ступенем потрiбно «стиснути» данi.

Рисунок 15.4 – Приклад використання процедури максимального
об’єднання Max-pool
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Рисунок 15.5 – Приклад використання процедури максимального
об’єднання Max-pool

Необхiдно зауважити, що максимальне об’єднання карти ознак
робить процес розпiзнавання бiльше точним, очищаючи зображен-
ня вiд «тiней» навколо елементiв зображення та скорочуючи кiль-
кiсть параметрiв згорткової нейронної мережi.

Отже, фiльтри першого згорткового шару виявляють вла-
стивостi базового рiвня, такi як межi та кривi. У разi використання
декiлькох згорткових шарiв вхiдних значенням для другого згор-
ткового шару буде одна або кiлька карт ознак – результат оброблен-
ня попереднiм шаром. Кожен набiр вхiдних даних визначає позицiї,
де на вихiдному зображеннi трапляються певнi базовi ознаки. Тодi
застосовують новий набiр фiльтрiв (пропускається зображення че-
рез другий згортковий шар) – на виходi будуть одержанi новi карти
ознак, що демонструють властивостi бiльше високого рiвня. Типами
таких властивостей можуть бути пiвкола (комбiнацiя прямої межi
з вигином) або квадратiв (поєднання кiлькох прямих ребер). Чим
бiльше згорткових шарiв проходить зображення й чим далi воно ру-
хається по мережi, тим бiльше складнi характеристики виводяться
в картах активацiї.
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Чергування шарiв дозволяє складати карти ознак iз карт
ознак, що на практицi означає здатнiсть розпiзнавання складних
iєрархiй ознак. Наприкiнцi мережi можуть бути фiльтри, що акти-
вуються за наявностi рукописного тексту на зображеннi за наявно-
стi рожевих об’єктiв тощо.

Рисунок 15.6 – Приклад побудови карти ознак

Розглянемо простий приклад розпiзнавання обличчя, припу-
скаючи що воно характеризується трьома ознаками: очима, носом
та ротом. За допомогою трьох фiльтрiв, якi видiляють цi три озна-
ки, одержимо три карти ознак, як показано на рисунку 15.6 на шарi
m − 1. Для того щоб одержати на шарi m карту ознак, що розпi-
знає обличчя, потрiбно одержати iнформацiю з трьох рiзних карт
ознак, поданих на шарi нейронiв (m− 1). Це означає, що необхiдно
створити фiльтри, якi залежать вiд усього обсягу iнформацiї та пе-
ретинають рiзнi карти ознак у межах шару. Такi зв’язки можуть
бути визначенi за допомогою повного згорткового шару.

Ще один цiкавий момент: пiд час руху вглиб мережi (роз-
мiрностi матриць скорочуються), фiльтри працюють зi все бiльшим
полем сприйняття, а значить, вони в змозi обробляти iнформацiю
з бiльшої площi початкового зображення. Простими словами, во-
ни краще пристосованi до оброблення бiльшої областi пiксельного
простору.

208



Повнозв’язнi шари F-layers.
Пiсля того, як високорiвневi властивостi мережi виявлено,

найважливiше – це прикрiплення повнозв’язного шару в кiнцi ме-
режi для визначення результату роботи мережi. Цей шар бере вхiднi
данi й виводить N -просторовий вектор, де N – кiлькiсть класiв з
яких мережа обирає необхiдний (пiд час розпiзнавання рукописних
цифр N = 10). Спосiб, за допомогою якого працює повнозв’язний
шар – це звернення до виходу попереднього шару та визначення
властивостей, якi бiльше пов’язанi з певним класом. Наприклад,
якщо нейронна мережа повинна передбачати, що на якомусь зобра-
женнi собака, то в карт властивостей, якi вiдбивають високорiвневi
характеристики, такi як лапи або хвiст, повиннi бути високi значе-
ння. Так само, якщо мережу застосовують для розпiзнавання того,
що на зображеннi птах, у неї будуть високi значення в картах вла-
стивостей, репрезентованих високорiвневими характеристиками та-
кими як крила або дзьоб. Фактично згорткова мережа складається
з двох частин:

• перша частина являє собою комбiнацiю згорткових та об’єд-
нувальних шарiв S-layers, при чому кiлькiсть цих шарiв та поря-
док чергування визначає архiтектор нейромережi;

• друга частина – звичайна нейромережа прямого поширення
з одного або кiлькох повнозв’язних шарiв та вихiдного шару.

15.2. Побудова згорткової нейромережi
для розпiзнавання рукописних цифр

Як приклад побудови згорткової нейронної мережi розгля-
немо просту модель згорткової мережi з двох згорткових шарiв,
одного об’єднувального шару Max-pool, одного прихованого повно-
зв’язного шару та вихiдного шару. Незважаючи на її простоту (ли-
ше два згортковi шари) така мережа здатна давати близько 98.5 %
правильних результатiв розпiзнавання рукописних цифр пiд час на-
вчання за набором iз бiблiотеки mnist (див. роздiл 2). Структура
такої мережi подана на рисунку 15.7.
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Рисунок 15.7 – Структура згорткової нейронної мережi для
завдання розпiзнавання рукописних цифр

Для такої мережi алгоритм прямої передачi сигналу буде
таким:

1) вилучаємо з набору даних (датасета) чергове зображення
(або пакет iз певною кiлькiстю прикладiв);

2) перший шар згорткової мережi приймає зображення й на
виходi вiддає набiр карт ознак (шар 2 на рисунку 15.7);

3) другий шар приймає одержанi на попередньому кроцi карти
та на виходi дає iншi карти ознак (шар 3 на рисунку 15.7);

4) шар максимального об’єднання Max-Pool, який знижує роз-
мiрнiсть карт ознак (шар 4 на рисунку 15.7);

5) додавання одержаних на попередньому кроцi карт та пере-
форматування результату в один вектор-стовпець (шар 5 на рисун-
ку 15.7) (в один стовпець розкладаються всi карти, одержанi на ви-
ходi шару максимального об’єднання Max-Pool, пiсля чого стовпцi
конкатенуються в один великий стовпець, як показано на рисунку
15.8;
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Рисунок 15.8 – Генерацiя вектора-стовпця з карт ознак

6) перший шар повнозв’язної мережi приймає вектор, прово-
дить обчислення, якi дають значення для прихованого повно-зв’язного
шару (шар 6 на рисунку 15.7);

7) другий (вихiдний) шар повнозв’язної мережi (шар 7 на ри-
сунку 15.7) призначений для формування результату роботи мере-
жi; кiлькiсть вихiдних нейронiв цього шару визначається кiлькiстю
класiв у використовуваному наборi даних;

8) розрахунок помилки та корегування вагових коефiцiєнтiв.
Далi розглянемо покрокову процедуру передачi сигналу по нейро-
мережi зi структурою 15.7 слiдуючи зазначеному вище алгоритму.

15.2.1. Налаштування параметрiв згортковiй мережi

1. Iмпортуємо матрицю навчальних даних (наприклад, 20 000
зразкiв розмiром di × di), di = 28, X : 20000 × 784 та мiтки класiв
(правильнi вiдповiдi) Y : 20000× 1, елементи масиву – цифри вiд 0
до 9. Виконуємо попереднє оброблення даних – проводимо норма-
лiзацiю та центрування:

X =
X − 〈X〉
〈(δX)2〉 ,

де 〈X〉 – середнє значення; 〈(δX)2〉 – дисперсiя.
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2. Задаємо архiтектуру мережi:
• nf1 = 8 – кiлькiсть фiльтрiв у першому згортковому шарi

(кiлькiсть карт на шарi 2 на рисунку 15.7);
• nf1 = 7 – кiлькiсть фiльтрiв у другому згортковому шарi

(кiлькiсть карт на шарi 3 на рисунку 15.7);
• d = 1 – глибина зображення: чорно-бiле зображення (один

канал) має глибину 1, для кольорового зображення кiлькiсть кана-
лiв (глибина зображення) дорiвнює 3;

• f = 5 – розмiри фiльтрiв (ядер) 5× 5;
• f1 = {nf1, d, f, f} – параметри фiльтрiв першого шару;
• f2 = {nf2, d, f, f} – параметри фiльтрiв другого шару;
• w3 = (128, 700) – параметри масиву вагових коефiцiєнтiв

першого (прихованого) повнозв’язного шару;
• w4 = (10, 128) – параметри масиву вагових коефiцiєнтiв дру-

гого (вихiдного) повнозв’язного шару.
3. Аналiзуємо обранi числовi значення для параметрiв мережi:
• зображення розмiром 28 × 28 (шар 1 на рисунку 15.7) про-

пускається через nf1 = 8 фiльтрiв; отже, шар 2 на рисунку 15.7 має
шаровану структуру та складається з восьми карт ознак;

• якщо фiльтр має розмiр 5×5 i вiн перемiщується з кроком 1,
то на другому шарi карти ознак будуть мати розмiр 24× 24 (легко
перевiрити);

• на третьому шарi з тим же фiльтром i кроком 1 карти ознак
матимуть розмiр 20× 20;

• пiсля пропускання через шар максимального об’єднання Max-pool
з кроком 2 на виходi будуть одержанi стисненi карти розмiром
10× 10;

• оскiльки карт 7 (7 фiльтрiв другого шару), то пiсля їх об’єднання
в один вектор-стовпець, його розмiрнiсть буде 700×1 (шар 5 на ри-
сунку 15.7);

• у повнозв’язному шарi 128 нейронiв – iндивiдуальний вибiр
архiтектора мережi.

4. Iнiцiалiзуємо ваговi коефiцiєнти. На початковому етапi всi
ваговi коефiцiєнти зв’язкiв (зокрема фiльтри) розподiленi випадко-
вим чином. Коефiцiєнти змiщення для кожного шару можна iнiцi-
алiзувати нулями.
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5. Далi запускаємо цикл за епохами навчання. Їх може бути 2
i бiльше. Упродовж кожної епохи беремо по черзi зразки з маси-
ву й пропускаємо через мережу. Одержуємо помилку та за допо-
могою алгоритму зворотного поширення помилки коригуємо ваги
повнозв’язних шарiв, фiльтри та змiщення (фiльтр – це набiр ваго-
вих коефiцiєнтiв): масиви f1, f2, w3, w4, b1, b2, b3, b4.

15.2.2. Прямий хiд сигналу по нейроннiй мережi

Розглянемо процес прямого ходу бiльше докладно на при-
кладi першого прикладу:

• i = 1 – номер зразка;
• d = 1 – кiлькiсть каналiв;
• di = 28 – розмiр зображення;
• N = 10 – кiлькiсть цифр.
1. Перетворюємо одномiрний масив iз 784 рядкiв у матрицю

розмiром 28×28. Масив Y мiстить мiтки класiв (цифри вiд 0 до 9).
Нехай пред’явлений i-й зразок мiстить зображення цифри 5. Отже
Y [i] = 5. Але останнiй шар нейромережi мiстить 10 нейронiв – набiр
нулiв з однiєю одиницею на шостому виходi: [0, 0, 0, 0, 0, 1, 0, 0, 0, 0].
Для цього виконують вiдповiднi перетворення i замiнюють мiтку,
наприклад 5, на 1:

y = 5⇒ y = [0, 0, 0, 0, 0, 1, 0, 0, 0, 0].

2. Пропускаємо зображення через фiльтри першого шару. Оскiль-
ки фiльтрiв 8, то в першому згортковому шарi буде 8 карт ознак:

• фiксуємо крок з яким перемiщаємо фiльтр (s = 1);
• розраховуємо розмiр карт ознак (24× 24);
• створюємо новий масив (8 × 24 × 24) для зберiгання карт

ознак;
• перемiщаємо фiльтр за горизонталлю та вертикаллю (змiй-

кою);
• виконуємо згортку (поелементне множення з подальшим пiд-

сумовуванням) i додаємо змiщення (в кожного фiльтра є своє (одне)
змiщення).

3. Пропускаємо одержанi карти через активацiйну функцiю.
У згорткових мереж часто використовують просту функцiю ReLU
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(Rectified Linear Unit): f(z) = max(0, x). Її графiк має вигляд як
показано на рисунку 15.9. Вiдповiдно до цiєї функцiї вiд’ємнi еле-
менти матриць-карт зануляються.

Рисунок 15.9 – Активацiйна функцiя ReLU (Rectified Linear Unit)

4. Використовуючи аналогiчну процедуру пропускаємо карти
ознак через другий згортковий шар. Кожен фiльтр другого ша-
ру (їх 7) – це набiр iз 8 (за кiлькiстю вхiдних карт ознак) пiд-
фiльтрiв розмiром 5×5. 8 карт розмiром 24×24 пропускаємо через
7 фiльтрiв другого шару:

• фiксуємо крок iз яким перемiщаємо фiльтр (s = 1);
• розраховуємо розмiр карт ознак (20× 20);
• створюємо новий масив (7 × 20 × 20) для зберiгання карт

ознак другого шару;
• перемiщаємо фiльтр за горизонталлю та вертикаллю (змiй-

кою);
• виконуємо згортку (поелементне множення з подальшим пiд-

сумовуванням) i додаємо змiщення (в кожного фiльтра є своє (одне)
змiщення).
Алгоритм згортки другого шару: беремо черговий фiльтр; витягує-
мо з нього 8 пiдфiльтрiв (оскiльки 8 карт ознак). Кожен пiдфiльтр
накладаємо на вiдповiдну йому карту ознак i виконуємо глобаль-
ну згортку. Тим самим пронизуємо всi карти ознак, об’єднуючи їх,
як показано на рисунку 15.10. Тут, наприклад, три карти ознак i
вiдповiдно у кожному наборi фiльтрiв другого шару буде по 3 пiд-
фiльтри. Пiсля згортки одержується одну – нову карту ознак, що
вiдповiдає одному фiльтру (набору) другого шару.
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Рисунок 15.10 – Приклад побудови карти ознак.

Цей фiльтр використовують для сканування всiєї областi карт ознак
та пiсля згортки одержують нову (одну) карту ознак розмiром 20×
20. Далi беруть наступний фiльтр у якого теж 8 своїх пiдфiльтрiв i
процедуру повторюють.
На другому згортковому шарi iснує 7 фiльтрiв, а отже, буде сфор-
мовано сiм нових карт ознак розмiром 20× 20 кожна. Але цi карти,
за рахунок об’єднання (див. рис. 15.10), на вiдмiну вiд карт першого
шару, мiстять бiльш високорiвневi елементи вихiдного зображення.

5. Пропускаємо держанi карти через активацiйну функцiю ReLU.
6. Зменшуємо розмiр карт ознак (шар 4 на рис. 15.7), проводя-

чи субдискретизацiю (максимальне об’єднання – Max-pool).
7. Розгортаємо всi карти в один вектор-стовпець, послiдовно

одна за одною.
8. Подаємо одержаний сигнал на перший повнозв’язний шар iз

128 нейронiв.
9. Перемножуємо на ваговi коефiцiєнти й пiдсумовуємо за до-

помогою матричного множення та додаємо вектор коефiцiєнтiв змi-
щення.

10. Пропускаємо результат через активацiйну функцiю ReLU та
одержуємо вихiд першого повнозв’язного шару iз 128 нейронiв.

11. Подаємо сигнал на вихiдний повнозв’язний шар-стовпець роз-
мiром 10× 1.
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12. Укiнцi пропускаємо сигнал через активацiйну функцiю. Си-
гмоїду використовують лише якщо класiв (для завдання класифi-
кацiї) не бiльше двох: вихiд моделi буде числом вiд нуля (перший
клас) до одиницi (другий клас). Для бiльшої кiлькостi класiв, щоб
вихiд моделi вiдбивав iмовiрнiсть цих класiв (i сума iмовiрностей
з виходiв мережi дорiвнювала одиницi), використовують функцiю
SoftMax

ŷi = f(zi) =
exp(zi)

N∑
k=1

exp(zi)

. (15.1)

13. Завершальний етап – розрахунок якостi роботи мережi. Для
згорткових мереж як функцiю втрат (функцiю помилки) зазвичай
використовують не сумарну рiзницю мiж виходом i бажаним ре-
зультатом, як у прикладi мереж прямого поширення помилки, а
крос-ентропiю

C = −
N∑
k=1

yk ln(ŷk), (15.2)

де yk та ŷk це вiдповiдно вiдомий та одержаний мережею результати.

15.2.3. Зворотний хiд: корегування значень вагових
коефiцiєнтiв

Згорткова мережа навчається за алгоритмом зворотного
поширення помилки. Iдея методу докладно розглянута в роздiлi 2
цього посiбника. Якщо розрахунок помилок у повнозв’язнiй частинi
мережi є тривiальним (його було розглянуто ранiше), то розрахунок
помилок на згорткових шарах є доволi заплутаним. Розглянемо цей
процес бiльш детально.

1. Починається зворотний шлях iз коригуванням вагових кое-
фiцiєнтiв. Ваговi коефiцiєнти wij та змiщення bi повнозв’язних ша-
рiв коригуються за (6.7–6.15), одержаними в роздiлi 2, вiдповiдно
до алгоритму зворотного поширення помилки, що ґрунтується на
методi градiєнтного спуску. Отже,

wij = wij − η
∂C

∂wij
. (15.3)
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Розраховуємо ∂C/∂wij

∂C

∂wij
=

∂C

∂zj

∂zj
∂wij

. (15.4)

Для другого множника маємо
∂zj
∂wij

= zji , (15.5)

де zji – сигнал, що надiйшов на нейрон j з i-го виходу попереднього
шару.
Оскiльки функцiя SoftMax мiстить суму по всiх нейронах вихiдного
шару, вiдповiдно множник ∂C

∂zj
набуде вигляду

∂C

∂zj
=

n∑
k=1

∂C

∂ŷk

∂ŷk
∂zj

, (15.6)

де
∂C

∂ŷj
= −yj

ŷj
,

∂ŷj
∂zi

=

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎩

exp(zj)
n∑

k=1

exp(zk)

−

⎛
⎜⎜⎝ exp(zj)

n∑
k=1

exp(zk)

⎞
⎟⎟⎠

2

= ŷj(1− ŷj), i = j;

− exp(zj) exp(zj)(
n∑

k=1

exp(zk)

)2 = −ŷiŷj , i �= j.

(15.7)

Вiдповiдно

∂C

∂zj
= −yj(1− ŷj) +

∑
k �=j

ykŷj = −yj + ŷj

n∑
k=1

yk = ŷj − yj , (15.8)

оскiльки
∑

k yk = 1. Остаточно маємо

∂C

∂wij
= (ŷj − yj) z

j
i . (15.9)

Використовуючи формулу (15.9), обчислюємо градiєнт для всiх ва-
гових коефiцiєнтiв зовнiшнього (вихiдного) шару.
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2. Далi, використовуючи формули (6.7–6.15), одержанi в роз-
дiлi 2, розрахуємо помилку δ на першому прихованому шарi зi 128
нейронiв. Схематично поширення помилки вiд зовнiшнього до при-
хованого повнозв’язного шару показано на рисунках 6.12–6.13.

3. Розраховуємо помилку на шарi зi 700 нейронiв та збираємо
назад у тривимiрний масив розмiром 7 × 10 × 10 (7 карт розмiром
10× 10).

4. Тепер завдання протягнути набiр помилок δ назад через шар
субдискретизацiї (шар 4 на рисунку 15.7), щоб дiстатися до фiльтрiв
та скоригувати їх.
Помилка «проходить» лише через тi значення вихiдної матрицi,
що були обранi максимальними на кроцi максимального об’єднання
Max-pool. Iншi значення помилки для матрицi будуть рiвнi нулевi,
як це схематично показано на рисунку 15.11.

Рисунок 15.11 – Схематичне подання процесу «протягування»
помилки через шар Max-pool.

Такий вибiр є обґрунтованим, оскiльки значення за цими елемента-
ми не були обранi функцiєю Max-pool пiд час прямого проходження
через мережу й вiдповiдно нiяк не вплинули на пiдсумковий резуль-
тат. Операцiя протягування помилки нагадує просiювання пiску че-
рез сито з частково закритими комiрками.Шар Max-pool не впливає
на помилку, а лише перенаправляє помилку в потрiбнi комiрки.
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5. Далi коригують фiльтри (ваговi коефiцiєнти зв’язкiв мiж
картами першого згорткового шару та картами другого згорткового
шару), з використанням тiєї самої формули

wij = wij − η
∂C

∂wij
. (15.10)

Розглянемо процес коригування бiльш детально. Якщо би фiльтр
мав розмiр 20 × 20, вiн цiлком би лягав на карту розмiром 20 × 20
i, в результатi, вийшла б звичайна нейронна мережа, де кожен ней-
рон попереднього шару (попередньої карти) пов’язаний iз кожним
нейроном наступного шару (нової карти). Усi ваговi коефiцiєнти в
такiй мережi унiкальнi. У такому разi для коригування вагових ко-
ефiцiєнтiв ми б скористалися формулою

∂C

∂wij
=

∂C

∂zj

∂zj
∂wij

, (15.11)

де перший множник – локальний градiєнт (який був протягнутий
через шар субдискретизацiї з першого повнозв’язного шару), а дру-
гий множник – вихiд нейрона i попереднього шару (15.9), проте
фiльтр має розмiр 5 × 5. Крiм того, вiн ковзає по картi ознак iз
кроком s. Отже, один i той самий зв’язок (ваговий коефiцiєнт) бу-
дуть застосовувати до рiзних нейронiв карти, якою ковзає фiльтр.
Бiльше того, якщо крок невеликий (наприклад, 1), то сусiднi обла-
стi карти, до яких застосовують фiльтр, перекриваються. Отже, у
формулу для розрахунку ∂C/∂wij необхiдно ввести суму за всiм
можливим положенням фiльтра на картi ознак

∂C

∂wij
=
∑
q

∑
w

∂C

∂ŷqw

∂ŷqw
∂zqw

∂zqw
∂wij

=
∑
q

∑
w

∂C

∂ŷqw

∂ŷqw
∂zqw

∂

(∑
r

∑
t
wrtz

j
(q·s−r)(w·s−t) + b

)
∂wij

=
∑
q

∑
w

∂C

∂ŷqw

∂ŷqw
∂zqw

zj(q···−r)(w∗s−t);

∂C

∂b
=
∑
q

∑
w

∂C

∂ŷqw

∂ŷqw
∂zqw

.

(15.12)
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Отже, множник ∂C
∂ŷqw

∂ŷqw
∂zqw

– локальний градiєнт, що «перетя-
гується з попереднього шару».

Для побудованої мережi для однiєї карти ознак iснує одне
значення коефiцiєнта змiщення, пов’язаного з усiма елементами цi-
єї карти. Вiдповiдно пiд час коригування значення коефiцiєнта змi-
щення потрiбно враховувати всi значення з карти, одержанi пiд час
зворотного поширення помилки. Як альтернативний варiант можна
використовувати кiлькiсть параметрiв змiщення, що дорiвнює кiль-
костi елементiв у цiй картi, але в такому разi параметрiв змiщення
буде занадто багато – бiльше, нiж параметрiв самих ядер згортан-
ня. Далi роблять аналогiчну процедуру для розрахунку величини
для коригування фiльтрiв та змiщення першого шару.

На цьому зворотнiй хiд завершено. За допомогою одержаних
похiдних коригують ваговi коефiцiєнти та змiщення за формулою
(15.3). Потiм беруть наступне зображення та знову пропускаються
через мережу. Прискорити процес можна, використовуючи пакетне
навчання.
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15.3. Лiстинг коду для побудови мережi

Iнiцiалiзацiя

Вилучаємо навчальнi данi (наприклад, 20 000 зразкiв) iз
файлу «1» та мiтки класiв (правильнi вiдповiдi) з файлу «2» (extract
– умовне позначення для функцiї вилучення даних).

X = extract (’1’, 20000 , 28) # Розмiр X: 20000x784. Розмiр
зображення 28х28 = 784.

Y = extract (’2’, 20000) # Розмiр Y: 20000x1. Елементи
масиву – цифри вiд 0 до 9

Виконуємо попереднє оброблення даних – проводимо норма-
лiзацiю, перетворюємо одномiрний масив iз 784 рядкiв у матрицю,
переформатовуємо цiльовi значеннi у вектори-стовпцi.

i = 1 # номер зразка
img_d = 1 # кiлькiсть каналiв
img_s = 28 # розмiр зображення
num_classes = 10 # кiлькiсть цифр
X -= int(np.mean(X))

X /= int(np.std(X))

x = X[i].reshape(img_d , img_s , img_s) # X: [1x784]->[28x28]
y = np.eye(num_classes)[int(Y[i])].reshape(num_classes , 1)

Задаємо архiтектуру мережi

num_filt1 = 8 # кiлькiсть фiльтрiв у 1-ому шарi
num_filt2 = 7 # кiлькiсть фiльтрiв у 2-ому шарi
f = 5 # розмiри фiльтрiв (ядер) 5х5
f1=(num_filt1 , img_d , f, f) # Фiльтри 1-ого шару
f2=(num_filt2 ,num_filt1 , f, f) # Фiльтри 2-ого шару
w3=(128 ,700) # ваги першого повнозв ’язного шару.
w4 = (10 , 128) # ваги другого повнозв ’язного шару.

Iнiцiалiзуємо ваговi коефiцiєнти та змiщення.

def initializeFilter(size , scale = 1.0):

stddev = scale / np.sqrt(np.prod(size))

return np.random.normal(loc=0, scale=stddev , size=size)

def initializeWeight(size):

return np.random.standard_normal(size = size)*0.01
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f1 = initializeFilter(f1)

f2 = initializeFilter(f2)

w3 = initializeWeight(w3)

w4 = initializeWeight(w4)

b1 = np.zeros((f1.shape[0],1))

b2 = np.zeros((f2.shape[0],1))

b3 = np.zeros((w3.shape[0],1))

b4 = np.zeros((w4.shape[0],1))

Прямий хiд

Пропускаємо зображення X[i] через фiльтри першого шару
(8 фiльтрiв генерує 8 карт ознак).

s=1 # крок iз яким перемiщуємо фiльтр
(n_f , n_c_f , f, _) = f1.shape # результат (8,1,5,5)
n_c , in_dim , _ = x.shape # результат (1,28 ,28)
out_dim = int(( in_dim - f)/s) + 1 # результат 24
out = np.zeros((n_f , out_dim , out_dim)) # створюємо новий

масив розмiром (8х24х24) для
зберiгання карт ознак

for curr_f in range (n_f):

curr_y = out_y = 0

# перемiщаємо фiльтр за горизонталлю та вертикаллю
while curr_y + f <= in_dim:

curr_x = out_x = 0

while curr_x + f <= in_dim:

# виконуємо згортку
out[curr_f , out_y , out_x] =

np.sum(f1[curr_f]*x[:,curr_y:curr_y + f,

curr_x:curr_x + f]) + b1[curr_f]

curr_x += s

out_x += 1

curr_y += s

out_y += 1

conv1 = out

conv1[conv1<=0] = 0 # пропускаємо одержанi карти через
активацiйну функцiю
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Пропускаємо одержанi карти через другий згортковий шар.

s=1 # крок iз яким перемiщуємо фiльтр
(n_f , n_c_f , f, _) = f2.shape # результат (7,8,5,5)
n_c , in_dim , _ = conv1.shape # результат (8,24 ,24)
out_dim = int (( in_dim - f)/s) + 1 # результат 20
out = np.zeros((n_f , out_dim , out_dim)) # масив (7х20х20)

для зберiгання карт ознак
for curr_f in range (n_f): #

curr_y = out_y = 0

# перемiщаємо фiльтр по горизонталi та вертикалi
while curr_y + f <= in_dim:

curr_x = out_x =0

while curr_x + f <= in_dim:

out[curr_f , out_y , out_x] =

np.sum(f2[curr_f]*conv1[:,curr_y:curr_y + f,

curr_x:curr_x + f]) + b2[curr_f]

curr_x += s

out_x += 1

curr_y += s

out_y += 1

conv2 = out

conv2[conv2<=0] = 0 # пропускаємо одержанi карти через
активацiйну функцiю

Зменшуємо розмiр карт ознак (Max-pool).

f = 2 #крок перемiщення вiкна за картами ознак по х
s = 2 #крок перемiщення вiкна за картами ознак по у
n_c , h_prev , w_prev = conv2.shape

h = int(( h_prev - f)/s) + 1 # розмiри карт
w = int(( w_prev - f)/s) + 1 # пiсля стиснення
pooled = np.zeros((n_c , h, w))

for i in range (n_c):

curr_y = out_y = 0

while curr_y + s <= h_prev:

curr_x = out_x =0

while curr_x + f <= w_prev:

pooled[i, out_y , out_x] =

np.max(conv2[i, curr_y:curr_y+s, curr_x:curr_x+f])

curr_x += f

out_x += 1

curr_y += s

out_y += 1

(nf2 , dim2 , _) = pooled.shape
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Пропускаємо карти ознак через повнозв’язнi шари.

fc = pooled.reshape ((nf2 * dim2 * dim2 , 1)) # розгортаємо
всi карти в один стовпець ,
послiдовно одна за одною.
Розмiр fc : 700x1.

z = w3.dot( fc ) + b3 # подаємо одержаний сигнал на перший
повнозв ’язний шар. z - вектор
стовпець розмiром 128х1.

z[z<=0] = 0 # пропускаємо через активацiйну функцiю ReLU i
одержуємо вихiд першого
повнозв ’язного шару з 128
нейронiв

out = w4.dot(z) + b4 # подаємо сигнал на вихiдний повнозв ’
язний шар. out - стовпець
розмiром 10х1.

out = np.exp(out) # пропускаємо сигнал через активацiйну
функцiю softmax

probs = out / np.sum(out) # на виходi одержуємо вiдповiдь
мережi

loss = - np.sum(y * np.log(probs)) # розраховуємо помилку

Зворотний хiд
Обчислюємо градiєнт для всiх вагових коефiцiєнтiв зовнi-

шнього шару.

dout = probs - y # помилка на кожному нейронi
dw4 = dout.dot(z.T) # розраховуємо градiєнти всiх вагових

коефiцiєнтiв вихiдного шару
за формулою. z - вектор
стовпець розмiром (128 ,1) -
сигнал на виходi повнозв ’
язного шару

# dw4 має розмiр (10 ,1) х (1,128) = (10х128)
db4 = np.sum(dout , axis = 1).reshape(b4.shape) # рахуємо

помилку на параметрi змiщення
Розмiр 10х1
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Розраховуємо помилку на першому прихованому шарi.
dz = w4.T.dot(dout) # сумуємо добутки всiх вихiдних помилок

на ваговi коефiцiєнти
вiдповiдних нейронiв.
Розмiрнiсть dz 128x1

dz [z<=0] = 0 # множимо на похiдну вiд функцiї ReLU =1,
якщо х>0, або нуль , якщо x<0.

# обчислюємо градiєнт для вагових коефiцiєнтiв та змiщень
першого повнозв ’язного шару
iз 128 нейронiв

dw3 = dz.dot(fc.T) # розмiр dw3: 128x700
db3 = np.sum(dz , axis = 1).reshape(b3.shape) # розмiр db3:

128x1
dfc = w3.T.dot(dz) # розраховуємо помилку на шарi з 700

нейронiв. Розмiр dfc : 700x1
dpool = dfc.reshape(pooled.shape) # збираємо назад у

тривимiрний масив 7х10х10 (7
карт розмiром 10х10)

Протягування помилок (dpool) через шар Max-pool.
def nanargmax(arr):

idx = np.nanargmax(arr)

idxs = np.unravel_index(idx , arr.shape)

return idxs

f = 2

s = 2

(n_c , orig_dim , _) = conv2.shape

dout = np.zeros(conv2.shape)

for curr_c in range (n_c):

curr_y = out_y = 0

while curr_y + f <= orig_dim:

curr_x = out_x =0

while curr_x + f <= orig_dim :

(a, b) = nanargmax(conv2[curr_c , curr_y: curr_y + f,

curr_x: curr_x + f])

dout[curr_c , curr_y + a, curr_x + b ] = dpool[curr_c ,

out_y , out_x]

curr_x += s

out_x += 1

curr_y += s

out_y += 1

dconv2 = dout # помилка. Розмiр 7х20х20
dconv2[conv2<=0] = 0 # множимо на похiдну вiд функцiї ReLU
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Коригуємо фiльтри (ваговi коефiцiєнти зв’язкiв мiж карта-
ми першого та другого згорткового шару).

s=1

(n_f , n_c , f, _) = f2.shape

(_, orig_dim , _) = dconv2.shape

dout = np.zeros(conv1.shape)

dfilt = np.zeros(f2.shape)

dbias = np.zeros ((n_f , 1))

for curr_f in range (n_f):

curr_y = out_y = 0

while curr_y + f <= orig_dim:

curr_x = out_x =0

while curr_x + f <= orig_dim:

dfilt[curr_f] += dconv2[curr_f , out_y , out_x]

* conv1[:, curr_y:curr_y + f, curr_x:curr_x + f]

dout[:, curr_y:curr_y + f, curr_x:curr_x + f] +=

dconv2[curr_f , out_y , out_x] * f2[curr_f]

curr_x += s

out_x += 1

curr_y += s

out_y += 1

# loss gradient of the bias
dbias [ curr_f ] = np.sum (dconv2[ curr_f ])

df2= dfilt # одержали коригування для фiльтрiв
db2= dbias # коригування для змiщення
dconv1 = dout # помилка на першому згортковому шар. Розмiр

8х24х24
dconv1[conv1<=0] = 0 # локальний градiєнт: помилку

помножена на похiдну вiд
активацiйної функцiї
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Коригування фiльтрiв та змiщення першого шару.

s=1

(n_f , n_c , f, _) = f1.shape

(_, orig_dim , _) = x.shape

dout = np.zeros(x.shape)

dfilt = np.zeros(f1.shape)

dbias = np.zeros ((n_f , 1))

for curr_f in range(n_f):

curr_y = out_y = 0

while curr_y + f <= orig_dim :

curr_x = out_x =0

while curr_x + f <= orig_dim :

dfilt[curr_f] += dconv1[curr_f , out_y , out_x]

* x[:, curr_y:curr_y + f, curr_x:curr_x + f]

curr_x += s

out_x += 1

curr_y += s

out_y += 1

dbias[curr_f] = np.sum(dconv1[curr_f])

df1 = dfilt

db1= dbias

За допомогою одержаних df1, db1, df2, db2, dw3, db3, dw4,
db4 проводять коригування вагових коефiцiєнтiв зв’язкiв.

f1 = f1 - eta * df1

f2 = f2 - eta * df2

w3 = w3 - eta * dw3

w4 = w4 - eta * dw4

b1 = b1 - eta * db1

b2 = b2 - eta * db2

b3 = b3 - eta * db3

b4 = b4 - eta * db4
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15.4. Застосування побудованої мережi
для розпiзнавання зображень

Як приклад використання побудованої згорткової мережi для
завдання розпiзнавання зображень розглянемо три набори даних:

• зображення рукописних арабських цифр з бiблiотеки mnist;

0 1 2 3 4

5 6 7 8 9

• зображення одягу та взуття з бiблiотеки mnist;
T-shirt/top Trouser Pullover Dress Coat

Sandal Shirt Sneaker Bag Ankle boot

228



• зображення рукописних китайських iєроглiфiв цифр з бi-
блiотеки mnist.

0 1 2 3 4

5 6 7 8 9

10 102 103 104 108

Кожне зображення в усiх трьох наборах переведемо до роз-
мiру 28× 28. Для зображень рукописних арабських цифр та зобра-
жень одягу i взуття набiр навчальних даних мiстить 60 000 екзем-
плярiв, тодi як тестовий набiр мiстить 10 000 екземплярiв. Набiр
зображень рукописних китайських iєроглiфiв цифр мiстить всього
15 000 екземплярiв по 100 зображень для кожного числа. Для цього
набору всю вибiрку роздiлимо на навчальну та тестову у пропорцiї
80 % на 20 %.

Структура мережi буде однакова для всiх трьох наборiв з
рiзною кiлькiстю нейронiв вихiдного шару: 10 – для зображень ру-
кописних арабських цифр та зображень одягу i взуття; 15 – для
зображень рукописних китайських iєроглiфiв цифр. Навчання бу-
демо проводити упродовж 10 епох для всього набору вiдповiдних
навчальних прикладiв.

229



Залежнiсть втрат вiд епохи у процесi навчання

Зображення рукописних арабських цифр

Зображення одягу та взуття

Зображення рукописних китайських iєроглiфiв цифр
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Залежнiсть якостi розпiзнавання вiд епохи навчання

Зображення рукописних арабських цифр

Зображення одягу та взуття

Зображення рукописних китайських iєроглiфiв цифр
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Перевiряємо роботу мережi на тестовiй вибiрцi: ана-
лiзуємо кiлькiсть помилок для кожного класу для кожного набору.

Зображення рукописних арабських цифр

Зображення одягу та взуття

Зображення рукописних китайських iєроглiфiв цифр
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Роздiл 5. Рекурентнi нейроннi
мережi: робота з текстом

Тема 16. Рекурентнi нейроннi мережi
в задачах оброблення текстiв

Рекурентнi нейроннi мережi (RNN) – це клас нейронних ме-
реж, якi обробляють послiдовностi даних, зберiгаючи iнформацiю
про попереднi стани. Їх широко використовують для роботи з по-
слiдовними даними, такими як тексти, оброблення природної мови
(Natural Language Processing), часовi ряди та iншi.

Основна iдея RNN полягає в тому, що вони мають внутрi-
шню пам’ять, яка дозволяє їм запам’ятовувати iнформацiю про по-
переднi входи та використовувати її для оброблення подальших
входiв. Цього досягають методом додавання зворотних зв’язкiв у
мережу, що дозволяють iнформацiї «протiкати» через час.

У RNN кожен нейрон має два набори вагових коефiцiєнтiв:
один для поточного входу та один для попереднього стану. Це дозво-
ляє мережi враховувати контекст та залежностi мiж послiдовними
елементами даних.

Однiєю з ключових властивостей RNN є здатнiсть моделю-
вати довгостроковi залежностi в послiдовних даних. Це означає, що
RNN можуть уловлювати та використовувати iнформацiю, репре-
зентовану в минулому, щоб приймати рiшення в сьогоденнi.

Однак RNN має свої обмеження. Однiєю з проблем є зни-
кнення та «вибух» градiєнта, якi можуть виникнути пiд час навча-
ння мережi на довгих послiдовностях. Це може призвести до того,
що мережа не зможе ефективно використовувати iнформацiю про
далекi входи. Для вирiшення цiєї проблеми було розроблено рiзнi
модифiкацiї RNN, такi як LSTM (Long Short-Term Memory) та GRU
(Gated Recurrent Unit), якi мають механiзми для збереження та ви-
користання iнформацiї на довгi перiоди часу.
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16.1. Архiтектура RNN та особливостi
їх використання

Архiтектура RNN може бути рiзною. Наведемо деякi з мо-
жливих варiантiв архiтектури рекурентних нейронних мереж. Ти-
повi структури подано на рисунку 16.1.

а) б) в)

г) д)

Рисунок 16.1 – Типовi структури рекурентних нейронних мереж
рiзної архiтектури
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Один-до-одного: це стандартна загальна нейронна мере-
жа, для цього нам не потрiбна RNN. Цю нейронну мережу викори-
стовують для вхiдних даних фiксованого розмiру та для вихiдних
даних фiксованого розмiру, наприклад, для класифiкацiї зображень
(рисунок 16.1а).

Один-до-багатьох: пiдписи до зображень. Для пiдписiв до
зображень вхiд – це зображення, а вихiд – пiдпис до зображення.
Цю нейронну мережу використовують, наприклад, для генерацiя
музики. Для створення музики одна вхiдна нота подається в ме-
режу й вона передбачає наступну ноту в послiдовностi (рисунок
16.1б).

Багато-до-одного: вхiднi данi – це рецензiя на фiльм (кiль-
ка слiв у вхiдних даних), а вихiднi данi – це настрої, пов’язанi з
рецензiєю (рисунок 16.1в). textbfБагато-до-багатьох: машинний пе-
реклад речення однiєю мовою на речення iншою мовою; розпiзна-
вання мови (рисунок 16.1г).

Багато-до-багатьох: розпiзнавання iменних сутностей, де
вхiдна довжина та вихiдна довжина iдентичнi (рисунок 16.1д).

Основнi властивостi рекурентних нейронних мереж.
• Рекурентнiсть: RNN мають зворотнi зв’язки, що дозволяють

їм передавати iнформацiю з попереднiх крокiв у часi (епох навчан-
ня) до наступних. Це дозволяє моделювати залежностi в послiдов-
ностях даних.

• Внутрiшня пам’ять: RNN мають внутрiшню пам’ять, що до-
зволяє їм запам’ятовувати iнформацiю про попередня кроки в часi
та використовувати її для прийняття рiшень на поточному кроцi.

• Параметри: RNN мають параметри, якi можуть бути навче-
нi з використанням алгоритмiв градiєнтного спуску. Це дозволяє
моделi адаптуватися до конкретних даних та задач.

Приклади задач, якi можуть бути розв’язанi з використан-
ням рекурентних нейронних мереж.

• Мовне моделювання: RNN можуть бути використанi для пе-
редбачення наступного слова в текстi або генерацiї нового тексту.

• Машинний переклад (приклад Google Translate): RNN мо-
жуть бути використанi для перекладу тексту з однiєї мови на iн-
шу за принципом «багато-до-багатьох». Оригiнальну послiдовнiсть
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тексту подають у рекурентну нейронну мережу, яка потiм створює
перекладений текст як результат виведення.

• Аналiз настроїв часто виконується за допомогою рекурен-
тних нейронних мереж iз принципом «багато-до-одного» для вста-
новлення позитивностi чи негативностi вiдгуку, чи визначення емо-
цiйного забарвлення тексту. Аналiзований текст подається в ней-
ронну мережу, яка потiм створює єдину класифiкацiю виведення.
Наприклад, цей вiдгук позитивний.

• Розпiзнавання мови: RNN можуть бути використанi для роз-
пiзнавання мови та її транскрибування.

• Аналiз часових рядiв: RNN можуть бути використанi для
прогнозування майбутнiх значень часових рядiв, наприклад, цiни
акцiй або погоди.

16.2. Побудова рекурентної нейронної
мережi

Припустимо, що в нас є нейронна мережа, яка працює за
принципом «багато-до-багатьох». Вхiднi данi: x0, 1, . . . , xn, а резуль-
тати виведення (виходи): y0, y1, . . . , yn. Данi xi та yi є векторами й
можуть бути довiльних розмiрiв.

Рекурентнi нейроннi мережi RNN працюють методом iтеро-
ваного оновлення прихованого стану h, який є вектором, що може
мати довiльний розмiр. Приклад рекурентної мережi з архiтекту-
рою «багато-до-багатьох» наведено на рисунку 16.2.

Потрiбно враховувати, що на будь-якому заданому етапi (ча-
совiй iтерацiї) t:

• значення прихованого стану ht в наступний момент часу t
пiдраховують за допомогою значення прихованого стану в попере-
днiй момент часу ht−1 та значення входу в наступний момент часу
xt;

• вихiд у наступний момент часу yt пiдраховується за допомо-
гою значення прихованого стану ht у наступний момент часу.

На кожному кроцi рекурентна нейронна мережа використо-
вує тi самi ваговi коефiцiєнти. Iншими словами, типова класична
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Рисунок 16.2 – Рекурентна нейронна мережа RNN з архiтектурою
«багато-до-багатьох»

рекурентна нейронна мережа використовує лише три набори пара-
метрiв вагових коефiцiєнтiв для виконання необхiдних пiдрахункiв:

• Wxh використовують для всiх зв’язкiв xt → ht;
• Whh використовують для всiх зв’язкiв ht−1 → ht;
• Why використовують для всiх зв’язкiв ht → yt.
Для цiєї рекурентної нейронної мережi також необхiдно ви-

користовувати два параметри змiщення:
• bh додають пiд час пiдрахунку ht;
• by додають пiд час пiдрахунку yt.
У цьому разi ваговi коефiцiєнти W будуть подаватися як

матрицi, а параметри змiщення b як вектори. В цьому разi випадку
рекурентна нейронна мережа складається з трьох матриць вагових
коефiцiєнтiв та двох векторiв змiщень.

16.3. Застосування рекурентних нейронних
мереж для генерацiї тексту

Генерацiя тексту – це створення нового тексту, що має сенс i
структуру з використанням комп’ютерних алгоритмiв. Це завдання
є однiєю з ключових областей штучного iнтелекту та оброблення
природної мови.
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Генерацiя тексту може бути корисною в багатьох областях,
таких як автоматичне створення контенту для сайтiв, генерацiя дiа-
логових систем, створення лiтературних творiв та багато iншого.
Вона дозволяє комп’ютерам створювати тексти, якi можуть бути
схожими на тексти, створенi людьми.

Для генерацiї тексту використовують рiзнi методи та алго-
ритми, зокрема статистичнi моделi, маркiвськi ланцюги, глибоке
навчання та рекурентнi нейроннi мережi.

Одним з основних пiдходiв до генерацiї тексту є використан-
ня рекурентних нейронних мереж (RNN) з урахуванням контексту
та залежностi в текстi пiд час генерацiї нового тексту.

Генерацiя тексту з використанням RNN ґрунтується на на-
вчаннi моделi на великому наборi текстових даних. Модель обро-
бляє послiдовнiсть вхiдних символiв i передбачає наступний сим-
вол у послiдовностi. Цей процес повторюється для створення цiлого
тексту.

Рекурентнi нейроннi мережi (RNN) широко застосовують у
завданнях генерацiї тексту. Вони дозволяють моделювати ймовiрнi-
сне розподiлення послiдовностi символiв або слiв i генерувати новi
тексти, якi можуть бути схожими на навчальний набiр даних.

Одним з основних застосувань генерацiї тексту з використа-
нням RNN є автоматичне створення текстових описiв зображень.
Наприклад, модель може бути навчена на наборi даних, що мiстить
зображення та вiдповiднi їм описи. Потiм, використовуючи навчену
модель, можна згенерувати опис нового зображення.

Iншим застосуванням є створення тексту на основi задано-
го початкового фрагмента. Наприклад, модель може бути навчена
на наборi даних, що мiстить вiршi або прозу, а потiм використо-
вуватися для генерацiї нових текстових фрагментiв, починаючи iз
заданого початкового слова або речення.

Генерацiя тексту з використанням RNN також може бути
корисною в завданнях автокомплiту або передбачення наступного
символу або слова в текстi. Наприклад, пiд час введення тексту в
пошуковий рядок або пiд час написання повiдомлення модель може
пропонувати варiанти продовження тексту, ґрунтуючись на попере-
дньому контекстi.
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Однак, пiд час генерацiї тексту за допомогою RNN можуть
виникати деякi проблеми, такi як повторення фраз, нелогiчнiсть
або неправильна граматика. Для покращення якостi генерацiї текс-
ту можуть застосовувати рiзнi технiки, такi як використання бiльш
складних архiтектур RNN, додавання додаткових контекстних ознак
або використання алгоритмiв навчання з пiдкрiпленням.

16.4. Архiтектури рекурентних нейронних
мереж для генерацiї тексту

Для генерацiї тексту з використанням рекурентних нейрон-
них мереж (RNN) iснує кiлька рiзних архiтектур, якi можуть бути
застосованi залежно вiд конкретного завдання та вимог.

Проста рекурентна нейронна мережа (Simple RNN)
Проста рекурентна нейронна мережа є базовою архiтекту-

рою для генерацiї тексту. Вона складається з одного шару рекурен-
тних нейронiв, якi передають iнформацiю вiд попереднього кроку
до наступного. Ця архiтектура може бути використана для створе-
ння тексту посимвольно або за словами.

Довга короткострокова пам’ять
(Long Short-Term Memory, LSTM)

Архiтектура LSTM є розширенням простої RNN i дозволяє
моделювати довгостроковi залежностi в текстi. Вона складається
з трьох основних компонентiв: вхiдного гейту, гейта що забуває та
вихiдного гейту. Вхiдний гейт вирiшує, яка iнформацiя буде збе-
режена в пам’ятi, гейт, що забуває, визначає, яка iнформацiя буде
забута, а вихiдний гейт визначає, яка iнформацiя буде використана
для генерацiї наступного символу.

Глибока рекурентна нейронна мережа (Deep RNN)
Глибока рекурентна нейронна мережа складається з кiлькох

шарiв рекурентних нейронiв, якi передають iнформацiю вiд одного
шару до iншого. Ця архiтектура дозволяє моделювати складнiшi
залежностi в текстi та може покращити якiсть генерованого тексту.
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Мережа з довго- та короткостроковою пам’яттю
(Gated Recurrent Unit, GRU)

Архiтектура GRU є альтернативою LSTM i має простiшу
структуру. Вона складається з двох гейтiв: оновлення та скидання.
Гейт оновлення вирiшує, яку iнформацiю буде збережено в пам’ятi,
а гейт скидання визначає, яку iнформацiю буде забуто.

Вибiр конкретної архiтектури залежить вiд завдання та ви-
мог. Деякi архiтектури можуть бути бiльш застосовними для ство-
рення тексту посимвольно, у той час як iншi можуть краще пiд-
ходити для створення тексту за словами. Також можна експери-
ментувати з рiзними комбiнацiями архiтектур та налаштуваннями
гiперпараметрiв для досягнення найкращих результатiв.

16.5. Проблеми та виклики у генерацiї тексту
з використанням RNN

Генерацiя тексту з використанням рекурентних нейронних
мереж може зiткнутися з кiлькома проблемами та викликами, якi
можуть ускладнити процес та впливати на якiсть результатiв. Роз-
глянемо деякi з них.

Обмежена пам’ять
Рекурентнi нейроннi мережi мають обмежену пам’ять, i це

означає, що вони можуть мати труднощi запам’ятовування довгих
залежностей у текстi. Це може призвести до проблеми «загасаю-
чого градiєнта», коли градiєнти, необхiднi для оновлення вагових
коефiцiєнтiв, стають занадто малими й мережа втрачає здатнiсть
ураховувати далекi залежностi в текстi.

Проблема вибору
Генерацiя тексту вимагає прийняття рiшень щодо вибору на-

ступного символу або слова на основi попереднього контексту. Це
може бути складним завданням, особливо, коли є кiлька можливих
варiантiв. Рекурентнi нейроннi мережi можуть зiткнутися з про-
блемою «експоненцiйного зростання можливостей», коли кiлькiсть
можливих варiантiв зростає експоненцiйно зi збiльшенням довжини
генерованого тексту.
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Повторення та недомовленiсть
Рекурентнi нейроннi мережi можуть мати тенденцiю повто-

рюватися або генерувати недомовлений текст. Це може бути викли-
кано недостатнiм розмаїттям у навчальних даних або недостатньою
складнiстю моделi. Для вирiшення цiєї проблеми можна викори-
стовувати рiзнi методи, такi як додавання випадковостi до процесу
генерацiї або використання бiльш складних архiтектур мереж.

Збереження сенсу та граматичної коректностi
Генерацiя тексту вимагає збереження сенсу та граматичної

коректностi. Рекурентнi нейроннi мережi можуть мати труднощi в
генерацiї тексту, який є логiчним та граматично правильним. Для
вирiшення цiєї проблеми можна використовувати додатковi мето-
ди, такi як використання мовних моделей або включення правил
граматики в процес генерацiї.

У цiлому, генерацiя тексту з використанням рекурентних
нейронних мереж є складним завданням, яке вимагає врахування
безлiчi факторiв та вирiшення рiзних проблем. Однак, iз правиль-
ним пiдходом та налаштуваннями, рекурентнi нейроннi мережi мо-
жуть бути потужним iнструментом для створення якiсного тексту.

16.6. Приклади застосування генерацiї
тексту з використанням рекурентних
нейронних мереж

Генерацiя тексту з використанням рекурентних нейронних
мереж має широкий спектр застосувань у рiзних галузях. Нижче
наведено деякi приклади використання цiєї технологiї.

Генерацiя тексту для машинного перекладу
Рекурентнi нейроннi мережi можуть бути використанi для

генерацiї тексту завдання машинного перекладу. Нейронна мережа
може бути навчена на парах речень рiзними мовами, щоб навчитися
перекладати одне речення iншою мовою. Пiсля навчання мережа
може бути використана для створення перекладу для нових речень.
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Генерацiя тексту для автоматичного створення кон-
тенту

Рекурентнi нейроннi мережi можуть використовуватися для
автоматичного створення контенту, такого як статтi, новини або
рекламнi тексти. Мережа може бути навчена на великому обсязi
текстових даних, а потiм використовуватися для генерацiї нових
текстiв на основi цього навчання.

Генерацiя тексту для чат-ботiв
Рекурентнi нейроннi мережi можуть бути використанi для

створення тексту в чат-ботах. Мережа може бути навчена на вели-
кому обсязi дiалогiв i використовуватися для створення вiдповiдей
на запитання або коментарi користувачiв.

Генерацiя тексту для музики
Рекурентнi нейроннi мережi можуть бути використанi для

створення тексту для музики. Мережа може бути навчена на музи-
чних композицiях i використовуватися для створення нових музи-
чних фрагментiв або текстiв пiсень.

Генерацiя тексту для автоматичної генерацiї коду
Рекурентнi нейроннi мережi можуть бути використанi для

створення тексту для автоматичної генерацiї коду. Мережа може
бути навчена на великому обсязi програмного коду та використо-
вуватися для генерацiї нових кодових фрагментiв на основi цього
навчання.

Це лише деякi приклади застосування генерацiї тексту з ви-
користанням нейронних рекурентних мереж. Можливостi цiєї те-
хнологiї є величезними й вона може бути застосована в багатьох
iнших областях, де потрiбна генерацiя тексту.
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Тема 17. Аналiз емоцiйного
забарвлення тексту за допомогою
рекурентної нейронної мережi

Завдання нейронної мережi – визначення настрою (емоцiй-
ного забарвлення) фраз: позитивний чи негативний характер вона
має. Для цього спершу нам треба згенерувати набiр навчальних
даних, який може мати вигляд, як наведено в таблицi 17.1.

Фраза Позитивна ?
Я гарний Так
Я поганий Нi
Це дуже добре Так
Це непогано Так
Я поганий, а не добрий Нi
Я нещасний Нi
Це було добре Так
Я почуваюся непогано, менi не сумно Так
. . . . . .

Таблиця 17.1 – Приклад набору навчальних даних для визначення
емоцiйного забарвлення фрази

17.1. Побудова нейронної мережi

Для задачi визначення емоцiйного забарвлення тексту (фра-
зи) доцiльно використати класифiкацiю рекурентної мережi «багато-
до-одного». Принцип її використання нагадує роботу схеми «багато-
до-багатьох», що була описана ранiше. Однак цього разу буде за-
дiяно лише прихований стан для одного виходу y. Схему мережi
подано на рисунку 17.1.
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Рисунок 17.1 – Рекурентна нейронна мережа з архiтектурою
«багато-до-одного» для задачi визначення емоцiйного забарвлення

тексту

Тут кожен вхiд мережi xi буде вектором, репрезентує певне
слово з тексту. Результат y буде вектором, що мiстить два числа.
Одне репрезентує позитивний настрiй, а друге – негативний. Для
того, щоб перетворити цi значення на ймовiрнiсть доцiльно викори-
стати функцiю SoftMax, або ж нормовану експоненцiйну функцiю,
що є узагальненням логiстичної функцiї, що «стискає» K-вимiрний
вектор z iз довiльним значеннями компонент до K-вимiрного ве-
ктора σ(z) з дiйсними значеннями компонент в областi [0, 1], що в
сумi дають одиницю

σ(z)i =
ezi∑K
k=1 e

zk
. (17.1)

У результатi оберуть найiмовiрнiший результат мiж позитивним i
негативним.
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17.2. Попереднє оброблення даних

Рекурентна нейронна мережа не розрiзняє слiв – лише чи-
сла. Тому перед тим як будувати нейронну мережу треба провести
попереднє оброблення даних. Наведений у таблицi 17.1 набiр да-
них (подiбний набiр даних англiйською мовою наведено наприкiнцi
цiєї теми) доцiльно подiлити на навчальну та тестову вибiрки, якi
зручно подати у виглядi двох словникiв Python:

train_data = {

’good’: True ,

’bad’: False ,

# ... бiльше даних
}

test_data = {

’this is happy’: True ,

’i am good’: True ,

# ... бiльше даних
}

У цьому наборi значення цiльового вектора: True – позитив-
не забарвлення; False – негативне забарвлення.

Для одержання даних у зручному форматi потрiбно зроби-
ти певне попереднє оброблення. Для початку необхiдно створити
словник Python з усiх унiкальних слiв, якi вживаються в наборi
даних. Для цього потрiбно роздiлити слова за пробiлом та зручно
використовувати функцiю set() яка додає до словника лише тi сло-
ва, яких там ще було.

from data import train_data , test_data

# Створення словника
vocab = list(set([w for text in train_data.keys() for w in

text.split(’ ’)])))

vocab_size = len (vocab)

print(’%d unique words found ’ % vocab_size) # знайдено 18
унiкальних слiв

Словник vocab тепер мiстить перелiк всiх слiв, якi вживають що-
найменше в одному навчальному текстi. Для репрезентування слiв
у виглядi чисел надамо кожному слову з vocab iндекс типу integer
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(цiле число).
# Призначаємо iндекс кожному слову
word_to_idx = {w: i for i, w in enumerate(vocab)}

idx_to_word = { i: w for i, w in enumerate (vocab) }

print(word_to_idx[’good’]) # 16
print(idx_to_word[0]) # сумно
# Iндекс та слово можуть вiдрiзнятися у конкретнiй

реалiзацiї

Тепер можна вiдобразити будь-яке слово за допомогою iндексу цi-
лого числа. Кожна фраза з набору, наприклад наведеного в таблицi
17.1 мiстить певну кiлькiсть слiв i є входом нейронної мережi, який
репрезентовано набором слiв (вектором) xi. Для переформатуван-
ня входiв xi нейронної мережi зручно використати пiдхiд one-hot
encoding – подання вхiдного вектора у виглядi унiтарного коду1.
У цьому разi кожний вхiд xi рекурентної нейронної мережi є ве-
ктором. Оскiльки в отриманому словнику vocab мiститься 18 унi-
кальних слiв, то кожен вхiд мережi xi буде 18-ти мiрним унiтарним
вектором.
import numpy as np

def createInputs(text):

inputs = []

for w in text.split(’’):

v = np.zeros ((vocab_size , 1))

v[word_to_idx[w]] = 1

inputs.append(v)

return inputs

Функцiя createInputs() буде використана для створення вхiдних
даних у виглядi векторiв та подальшого їх передавання в рекурен-
тну нейронну мережу RNN.

1У машинному навчаннi унiтарний код, або прямий унiтарний код (англ. one-
hot) – це група бiтiв, серед яких дозволеними комбiнацiями значень є лише тi, у
яких установлено «1» лише один бiт, а всi iншi вимкнено «0». Подiбне втiлення,
в якому всi бiти є «1», крiм одного «0», iнодi називають зворотним (iнверсним)
унiтарним кодом (англ. one-cold).
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17.3. Фаза прямого поширення

Вiдповiдно до структури рекурентної нейронної мережi по-
даної на рисунку 17.1 для поставленої задачi визначення емоцiйного
забарвлення тексту (фрази) вона характеризується трьома матри-
цями вагових коефiцiєнтiв та двома векторами параметрiв змiще-
ння. Спершу проведемо iнiцiалiзацiю цих параметрiв випадковими
числами.

import numpy as np

from numpy.random import randn

class RNN:

# Класична рекурентна нейронна мережа

def __init__(self , input_size , output_size ,

hidden_size=64):

# Матрицi вагових коефiцiєнтiв
self.Whh = randn(hidden_size , hidden_size) / 1000

self.Wxh = randn(hidden_size , input_size) / 1000

self.Why = randn(output_size , hidden_size) / 1000

# Параметри змiщення
self.bh = np.zeros(( hidden_size , 1))

self.by = np.zeros(( output_size , 1))

Тут для того, щоб прибрати внутрiшню варiативнiсть ва-
гових коефiцiєнтiв, використовують дiлення на 1 000. Це не най-
кращий спосiб iнiцiалiзацiї вагових коефiцiєнтiв, проте вiн досить
простий i непогано спрацює для цього прикладу. Для iнiцiалiза-
цiї вагових коефiцiєнтiв випадковими числами зi стандартного нор-
мального розподiлу тут використано np.random.randn().
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Прямий хiд по нейроннiй мережi вiдбувається методом роз-
рахунку значень прихованого стану та виходу з використанням стан-
дартних формул

ht = tanh (Wxhxt +Whhht−1 + bh) ,

yt = Whyht + by.
(17.2)

Тут для розрахунку значення прихованого стану використано акти-
вацiйну функцiю у виглядi гiперболiчного тангенсу

tanh(x) =
ex − e−x

ex + e−x
, (17.3)

хоча й iншi типи активацiйних функцiй (наприклад, сигмоїдна фун-
кцiя активацiї) також можуть бути використанi.

class RNN:

# ...

def forward(self , inputs):

h = np.zeros ((self.Whh.shape[0], 1))

# Виконання кожного кроку в нейроннiй мережi RNN
for i, x in enumerate(inputs):

h = np.tanh(self.Wxh @ x + self.Whh @ h + self

.bh)

# Розрахунок виходу
y = self.Why @ h + self.by

return y, h

Потрiбно звернути увагу на те, що значення прихованого
шару h для нульового вектора h0 в першому кроцi iнiцiалiзовано
нулями, оскiльки на першiй iтерацiї вiдсутнє попереднє значення h.
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Отже, тепер необхiдно визначити функцiю SoftMax вiдпо-
вiдно до математичного виразу (17.1) для визначення ймовiрностi
позитивного чи негативного забарвлення тексту (фрази), i пропу-
стити вхiдний сигнал через побудовану нейронну мережу.

# ...

def softmax(xs):

# Застосування функцiї Softmax для вхiдного масиву
return np.exp(xs) / sum(np.exp(xs))

# Iнiцiалiзацiя нашої рекурентної нейронної мережi RNN
rnn = RNN (vocab_size , 2)

inputs = createInputs(’i am very good’)

out , h = rnn.forward(inputs)

probs = softmax(out)

print(probs) # [[0.50000095], [0.49999905 ]]

Отже, рекурентна нейронна мережа побудована та працює,
проте її важко назвати корисною, оскiльки одержанi ймовiрностi
щодо позитивностi чи негативностi поданої на вхiд мережi фрази є
майже однаковими.

17.4. Фаза зворотного поширення

Iснує парадигма навчання, яку називають оцiнкою за мето-
дом найбiльшої ймовiрностi, яка навчає модель оцiнювати її пара-
метри, щоб вивчити базовий розподiл даних. Отже, ми використову-
ємо функцiю втрат, щоб оцiнити, наскiльки добре модель вiдповiдає
розподiлу даних.

Для навчання (тренування) рекурентної нейронної мережi
у якостi функцiї втрат буде використано перехресну ентропiю
(cross-entropy loss), яка здебiльшого сумiсна з функцiєю SoftMax.
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17.4.1. Крос-ентропiя

Крос-ентропiя (перехресна ентропiя) – це Функцiя втрат (Loss
Function), яку можна використовувати для кiлькiсної оцiнки рiзни-
цi мiж двома розподiлами ймовiрностей (Probability Distribution).
Крос-ентропiя говорить про те, що якщо ми маємо подiї та ймовiр-
ностi, то наскiльки ймовiрно, що подiї вiдбудуться на основi ймо-
вiрностей. Якщо це дуже можливо, то крос-ентропiя є малою та
навпаки, якщо якщо це малоймовiрно, то крос-ентропiя буде висо-
кою.

Використовуючи перехресну ентропiю, можна оцiнити по-
милку (чи рiзницю) мiж двома ймовiрнiсними розподiлами: зада-
ним (визначеним за допомогою цiльового вектора – вiдомих вiдпо-
вiдей або мiток класiв) та одержаного за допомогою нейронної ме-
режi. У разi бiнарної класифiкацiї для задачi встановлення емоцiй-
ного забарвлення тексту (фрази) перехресну ентропiю визначають
як

L = − (y log(p) + (1− y) log(1− p)) , (17.4)

де
• p – iмовiрнiсть що передбачається нейронною мережею;
• y – iндикатор («так» або «нi») або (0 або 1) у прикладi бi-

нарної класифiкацiї.
Отже, якщо pc є передбачуваною ймовiрнiстю рекурентної нейрон-
ної мережi для правильно класифiкованого речення (класу correct:
позитивний або негативний) то правильний iндикатор набуває зна-
чення y = 1. У цьому разi рiвняння (17.4) спрощується та набуває
вигляду

L = − log(pc). (17.5)

Метою навчання нейронної мережi, яке вiдбувається за методом
градiєнтного спуску, є зменшення втрат перехресної ентропiї (17.5).
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17.4.2. Параметри нейронної мережi

Побудована нейронна мережа характеризується таким набо-
ром параметрiв:

• y – необробленi вихiднi данi нейронної мережi;
• p – iмовiрнiсть, розрахована за формулою (17.1): p = σ(y);
• c – вiдома мiтка певного зразка тексту, так званий «правиль-

ний» клас;
• L – втрата перехресної ентропiї: L = − log(pc);
• Wxh, Whh i Why – три матрицi вагових коефiцiєнтiв нейрон-

нiй мережi, що розглядається;
• bh i by – два вектори параметрiв змiщення нейронної мережi.
Спочатку треба налаштувати фазу прямого поширення для

кешування окремих даних, oj будуть використовувати у фазi зво-
ротного поширення нейронної мережi.

class RNN:

# ...

def forward(self , inputs):

h = np.zeros ((self.Whh.shape[0], 1))

self.last_inputs = inputs

self.last_hs = { 0: h }

# Виконання кожної iтерацiї нейронної мережi RNN
for i, x in enumerate(inputs):

h = np.tanh(self.Wxh @ x + self.Whh @ h + self.

bh)

self.last_hs[i + 1] = h

# Розрахунок виходу
y = self.Why @ h + self.by

return y, h

def backprop(self , d_y , learn_rate=2e-2):

’’’
Фаза зворотного поширення
’’’
pass
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Для реалiзацiї методу градiєнтного спуску необхiдно розра-
хувати градiєнти

∂L

∂Wxh
,

∂L

∂Whh
,

∂L

∂Why
,

∂L

∂by
,

∂L

∂bh
. (17.6)

Оскiльки функцiя втрат L явно залежить вiд iмовiрностi pc за фор-
мулою (17.5), яка зi свого боку явно залежить вiд виходу y за фор-
мулою (17.1). Вихiд y явно залежить вiд матрицi вагових коефiцi-
єнтiв Why, вектора змiщень by та прихованого стану ht, який у свою
чергу явно залежить вiд матриць вагових коефiцiєнтiвWxh iWhh та
вектору параметрiв змiщень bh, вiдповiдно до формули (17.2). От-
же, пiд час розрахункiв похiдних (17.6) маємо справу з похiдними
вiд складних функцiй.

Спочатку визначимо градiєнти, що використовують лише
для переходу вiд кiнцевого прихованого стану hn (n – кiлькiсть iте-
рацiй) до виходу нейронної мережi RNN, а саме ∂L

∂Why
та ∂L

∂by
. З ура-

хуванням виразу для визначення значення виходу (друге рiвняння
з формули (17.2))

y = Whyhn + by (17.7)

для похiдної ∂L
∂Why

маємо такий вираз:

∂L

∂Why
=

∂L

∂y
× ∂y

∂Why
. (17.8)

Спершу обчислимо похiдну ∂L
∂y

L′
y ≡

∂L

∂yi
=

{
pi, якщо i �= c,
pi − 1, якщо i = c.

(17.9)

Для похiдної ∂y
∂Why

з використанням зв’язку (17.7) маємо

∂y

∂Why
= hn. (17.10)

Отже, для похiдної ∂L
∂Why

одержуємо вираз

∂L

∂Why
= L′

yhn. (17.11)
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Аналогiчно знаходимо похiдну ∂L
∂by

∂L

∂by
=

∂L

∂y
× ∂y

∂by
. (17.12)

Ураховуючи, (17.7) отримуємо ∂y
∂by

= 1, що в результатi дає

∂L

∂by
= L′

y. (17.13)

Далi перейдемо до розрахунку похiдних ∂L
∂Wxh

, ∂L
∂Whh

i ∂L
∂bh

,
якi використовують на кожнiй iтерацiї роботи нейронної мережi. Iз
використанням визначень (17.2) для похiдної ∂L

∂Wxh
маємо

∂L

∂Wxh
=

∂L

∂y
×

n∑
t=0

∂y

∂ht
× ∂ht

∂Wxh
. (17.14)

Тут змiна Wxh впливає не лише на кожен ht, але й на всi
y, що зi свого боку приводить до змiни в L. Для того, щоб повнi-
стю пiдрахувати цей градiєнт необхiдно провести зворотне пошире-
ння через усi часовi кроки (iтерацiї). Цей метод також має назву
зворотного поширення в часi, або Backpropagation Through Ti-
me (BPTT). Схематично процес зворотного поширення показано на
рисунку 17.2. Матрицю вагових коефiцiєнтiв Wxh використовують
для всiх прямих посилань xt → ht, тому нам потрiбно провести зво-
ротне поширення назад до кожного iз цих посилань. Наблизившись
до заданого кроку t, потрiбно пiдрахувати градiєнт ∂ht

∂Wxh
з ураху-

ванням першого рiвняння з формули (17.2)

ht = tanh (Wxhxt +Whhht−1 + bh) . (17.15)

Похiдна гiперболiчного тангенса має такий вигляд:

d tanh(x)

dx
= 1− tanh2(x). (17.16)

Використовуючи правила диференцiювання складної функцiї та зв’язок
(17.15), одержуємо

∂ht
∂Wxh

=
(
1− h2t

)
xt. (17.17)
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Рисунок 17.2 – Схематичне подання процесу зворотного
поширення у часi для рекурентної нейронної мережi з рис. 17.1

Аналогiчним способом обчислюємо
∂ht
∂Whh

=
(
1− h2t

)
ht−1,

∂ht
∂bh

=
(
1− h2t

)
.

(17.18)

Останнiй потрiбний градiєнт ∂y
∂ht

можна пiдрахувати рекурсивно

∂y

∂ht
=

∂y

∂ht+1
× ∂ht+1

∂ht
=

∂y

∂ht+1

(
1− h2t

)
Whh. (17.19)

Реалiзуємо зворотне поширення в часi, або BPTT, вiдштов-
хуючись вiд прихованого стану як початкової точки. Далi працю-
ватимемо у зворотному порядку. Тому на момент пiдрахунку ∂y

∂ht

значення ∂y
∂ht+1

буде вiдоме. Винятком стане лише останнiй прихо-
ваний стан hn, для якого

∂y

∂hn
= Why. (17.20)

Тепер у нас є все необхiдне для того щоб реалiзувати зво-
ротне поширення в часi (ВРТТ). Водночас у разi розрахунку всiх
градiєнтiв (17.6) використовують похiдну (17.9). Тому для її розра-
хунку варто зробити окремий програмний блок.
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# Розрахунок похiдної dL/dy

# Цикл для кожного прикладу з навчальної вибiрки
for x, y in train_data.items():

inputs = createInputs(x)

target = int(y)

# Пряме поширення
out , _ = rnn.forward(inputs)

probs = softmax(out)

# Розрахунок dL/dy
d_L_d_y = probs

d_L_d_y[target] -= 1

# Зворотне поширення
rnn.backprop(d_L_d_y)

Розрахунок всiх похiдних (17.6) та оновлення значень ма-
триць вагових коефiцiєнтiв Wxh, Whh, Why та векторiв параметрiв
змiщення bh, by проводять в однiй функцiї backprop.

class RNN:

# ...

def backprop(self , d_y , learn_rate=2e-2):

n = len(self.last_inputs)

# Розрахунок dL/dWhy та dL/dby.
d_Why = d_y @ self.last_hs[n].T

d_by = d_y

# Iнiцiалiзацiя dL/dWhh , dL/dWxh , та dL/dbh.
d_Whh = np.zeros(self.Whh.shape)

d_Wxh = np.zeros(self.Wxh.shape)

d_bh = np.zeros(self.bh.shape)

# Розрахунок dL/dh для останнього h.
d_h = self.Why.T @ d_y
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# Зворотне поширення у часi.
for t in reversed(range(n)):

# Середнє значення: dL/dh * (1 - h^2)
temp = ((1 - self.last_hs[t + 1] ** 2) * d_h)

# dL/db = dL/dh * (1 - h^2)
d_bh += temp

# dL/dWhh = dL/dh * (1 - h^2) * h_{t-1}
d_Whh += temp @ self.last_hs[t].T

# dL/dWxh = dL/dh * (1 - h^2) * x
d_Wxh += temp @ self.last_inputs[t].T

# Далi dL/dh = dL/dh * (1 - h^2) * Whh
d_h = self.Whh @ temp

# Вiдсiкаємо , щоб унеможливити розрив градiєнтiв.
for d in [d_Wxh , d_Whh , d_Why , d_bh , d_by]:

np.clip(d, -1, 1, out=d)

# Оновлюємо ваговi коефiцiєнти та змiщення за
методом градiєнтного
спуску.

self.Whh -= learn_rate * d_Whh

self.Wxh -= learn_rate * d_Wxh

self.Why -= learn_rate * d_Why

self.bh -= learn_rate * d_bh

self.by -= learn_rate * d_by

Моменти, на якi необхiдно звернути увагу.
• Для зручностi градiєнти ∂L

∂y × ∂y
∂h об’єднанi у ∂L

∂h .
• Змiнна dh, яка тримає останню версiю градiєнта ∂y

∂ht+1
, який

необхiдний для пiдрахунку градiєнта ∂L
∂ht

постiйно оновлюється.
• Закiнчивши зi зворотним поширенням у часi (ВРТТ), вико-

ристовується np.clip() на значеннях градiєнта нижче −1 або вище
1. Це допоможе позбавитися проблеми з вибуховими градiєнтами.
Таке трапляється, коли градiєнти стають занадто великими через
велику кiлькiсть помножених параметрiв. Вибух, а також зникнен-
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ня градiєнтiв не є рiдкiстю для класичних рекурентних нейронних
мереж.

• Коли всi градiєнти пiдрахованi, ваговi коефiцiєнти та пара-
метри змiщення оновлюються за допомогою градiєнтного спуску.

17.5. Тестування нейронної мережi

Для початку, напишемо допомiжну функцiю для оброблення
даних рекурентної нейронної мережi.

import random

def processData(data , backprop=True):

items = list(data.items())

random.shuffle(items)

loss = 0

num_correct = 0

for x, y in items:

inputs = createInputs(x)

target = int(y)

# Пряме поширення
out , _ = rnn.forward(inputs)

probs = softmax(out)

# Розрахунок втрат / точностi
loss -= np.log(probs[target])

num_correct += int(np.argmax(probs) == target)

if backprop:

# Розрахунок dL/dy
d_L_d_y = probs

d_L_d_y[target] -= 1

# Зворотне поширення
rnn.backprop(d_L_d_y)

return loss / len(data), num_correct / len(data)
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Цикл для тренування мережi.

# Цикл тренування
for epoch in range(1000):

train_loss , train_acc = processData(train_data)

if epoch % 100 == 99:

test_loss , test_acc = processData(test_data ,

backprop=False)

Результати навчання побудованої нейронної мережi пiсля 1000
епох навчання наведено на рисунку 17.3.

а) б)

Рисунок 17.3 – Результати навчання побудованої нейронної мережi
пiсля 1000 епох навчання

З рисунка видно, що на навчальних даних (синi кружечки)
мережа поступово вчиться, причому втрати монотонно зменшую-
ться (рис. 17.3а), тодi як точнiсть класифiкацiї – правильного визна-
чення емоцiйного забарвлення фрази – монотонно зростає (рис. 17.3б)
i пiсля проходження 700 епох мережу можна вважати повнiстю на-
вченою. На тестових даних залежностi як втрат так i точностi кла-
сифiкацiї ведуть себе немонотонно упродовж 600 епох навчання. Пi-
сля 700 епох навчена рекурентна нейронна мережа показує 100 %
результат i на тестових даних.
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Приклад даних для тренування рекурентної нейронної ме-
режi визначати емоцiйне забарвлення тексту (фрази).

train_data = {

’good’: True ,

’bad’: False ,

’happy ’: True ,

’sad’: False ,

’not good’: False ,

’not bad’: True ,

’not happy’: False ,

’not sad’: True ,

’very good’: True ,

’very bad’: False ,

’very happy’: True ,

’very sad’: False ,

’i am happy’: True ,

’this is good’: True ,

’i am bad’: False ,

’this is bad’: False ,

’i am sad’: False ,

’this is sad’: False ,

’i am not happy’: False ,

’this is not good’: False ,

’i am not bad’: True ,

’this is not sad’: True ,

’i am very happy’: True ,

’this is very good’: True ,

’i am very bad’: False ,

’this is very sad’: False ,

’this is very happy ’: True ,

’i am good not bad’: True ,

’this is good not bad’: True ,

’i am bad not good’: False ,

’i am good and happy ’: True ,

’this is not good and not happy ’: False ,

’i am not at all good’: False ,

’i am not at all bad’: True ,

’i am not at all happy’: False ,

’this is not at all sad’: True ,

’this is not at all happy’: False ,

’i am good right now’: True ,

’i am bad right now’: False ,

’this is bad right now’: False ,
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’i am sad right now’: False ,

’i was good earlier ’: True ,

’i was happy earlier ’: True ,

’i was bad earlier ’: False ,

’i was sad earlier ’: False ,

’i am very bad right now’: False ,

’this is very good right now’: True ,

’this is very sad right now’: False ,

’this was bad earlier ’: False ,

’this was very good earlier ’: True ,

’this was very bad earlier ’: False ,

’this was very happy earlier ’: True ,

’this was very sad earlier ’: False ,

’i was good and not bad earlier ’: True ,

’i was not good and not happy earlier ’: False ,

’i am not at all bad or sad right now’: True ,

’i am not at all good or happy right now’: False ,

’this was not happy and not good earlier ’: False ,

}

test_data = {

’this is happy’: True ,

’i am good’: True ,

’this is not happy ’: False ,

’i am not good’: False ,

’this is not bad’: True ,

’i am not sad’: True ,

’i am very good’: True ,

’this is very bad’: False ,

’i am very sad’: False ,

’this is bad not good’: False ,

’this is good and happy ’: True ,

’i am not good and not happy’: False ,

’i am not at all sad’: True ,

’this is not at all good’: False ,

’this is not at all bad’: True ,

’this is good right now’: True ,

’this is sad right now’: False ,

’this is very bad right now’: False ,

’this was good earlier ’: True ,

’i was not happy and not good earlier ’: False ,

}
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